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АНОТАЦІЯ 


Андреєв А.А. Методика класифікування об’єктів на аеро- та космічних 


зображеннях в умовах низької розділимості розпізнавальних ознак. 


Дисертація на здобуття ступеня доктора філософії за спеціальністю 172 Телекомунікації 


та радіотехніка (17 – Електроніка та телекомунікації). Державна установа “Науковий 


центр аерокосмічних досліджень Землі Інституту геологічних наук Національної 


академії наук України”, м. Київ, 2023. 


 


Мета дослідження: підвищення достовірності класифікування об`єктів на аеро- 


та космічних зображеннях шляхом розробки методики, яка націлена на підвищення 


розділимості розпізнавальних ознак. 


В дисертаційному дослідженні розглянуто роль та місце процедури 


класифікування в задачах ДЗЗ. Проведено аналіз методів класифікування об’єктів на 


аеро- та космічних зображеннях. Розглянуто наступні методи: неконтрольовані, 


контрольовані, напівконтрольовані та навчання з підкріпленням. Обґрунтовано, що для 


більшості тематичних задач ДЗЗ доцільним є використання саме контрольованих 


методів класифікування, адже вони дозволяють задати ознаки вихідних класів у вигляді 


набору навчальної вибірки. 


Проаналізовано властивості набору навчальної вибірки. Виділено такі властивості, 


як повнота, рівномірність, чистота, протиріччя, компактність, складність та розмірність. 


Проведено аналіз підходів до обробки навчальної вибірки. Показано, що спільним 


недоліком розглянутих підходів є те, що вони не враховують фактор розділимості 


навчальної вибірки.  


Для представлення вхідних даних для класифікування запропоновано 


використовувати куб геопросторових даних. Розглянуто такі джерела геопросторових 


даних, як оптичні зображення, радарні зображення, індексні зображення, текстурні 


показники та контекстні показники. Представлено шаблони даних для таких тематичних 







3 


 


задач, як класифікування лісів, водно-болотних угідь та урбанізованих або 


індустріальних територій. 


Розроблено методи кластеризації навчальної вибірки на основі центроїдних 


методів неконтрольованого класифікування. Всього розроблено два методи, а саме: 1) 


метод формування навчальної вибірки з кластерів початкових класів; 2) метод 


формування навчальної вибірки з центрів кластерів початкових класів. 


Розроблено метод оцінювання розділимості навчальної вибірки. Детально описано 


алгоритм методу оцінювання розділимості як двох окремих класів навчальної вибірки, 


так і всього набору в цілому. Оцінювання розділимості двох класів навчальної вибірки 


базується на розрахунку середнього арифметичного показників чутливості та 


специфічності. Оцінювання розділимості всього набору навчальної вибірки виконується 


на основі або показника загальної точності класифікації, або капа-індексу. 


Розроблені та представлені в другому розділі принципи формування куба 


геопросторових даних, методи кластеризації навчальної вибірки та метод оцінювання 


розділимості навчальної вибірки поєднано в методику класифікування об’єктів на аеро- 


та космічних зображеннях в умовах низької розділимості розпізнавальних ознак, яка має 


дві гілки застосування: спосіб зменшення розмірності навчальної вибірки, спосіб 


кластеризації навчальної вибірки. Вибір способу залежить від об’єму даних. 


Спосіб зменшення розмірності навчальної вибірки полягає в зменшенні 


розмірності вхідного куба геопросторових даних, а це, в свою чергу, зменшує і 


розмірність набору навчальної вибірки. Окрім зменшення розмірності, метою даного 


способу є підвищення розділимості навчальної вибірки. Детально описано алгоритм 


даного способу.  


Розроблено спосіб кластеризації навчальної вибірки, який застосовується для 


підвищення розділимості класів даного набору. Детально описано алгоритм даного 


способу.  


Проведено експериментальну оцінку ефективності застосування розробленої 


методики класифікування об’єктів на аеро- та космічних зображеннях в умовах низької 
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розділимості розпізнавальних ознак. Проведено чотири експерименти для трьох задач: 


класифікування боліт, класифікування загальних типів земного покриву та 


розпізнавання мін. Для задачі класифікування боліт проведено два експерименти, в 


кожному застосовано один зі способів. Вхідними даними були використані спектральні 


канали супутникових знімків Sentinel-2 та відповідні спектральні індекси. При 


застосуванні способу зменшення розмірності навчальної вибірки зафіксовано 


зменшення розмірності з 167 до 57 шарів (зменшилася у 2.92 рази). Підвищення 


достовірності класифікування з використанням даного методу засвідчено зростанням на 


2% показників загальної точності з 91% до 93% та капа-індексу на 2% з 87% до 89%. 


При застосуванні до даної задачі способу кластеризації навчальної вибірки підвищення 


достовірності класифікування демонструє підвищення показників загальної точності на 


4% з 77% до 81% та капа-індексу на 5% з 66% до 71%. 


Для задачі розпізнавання мін було проведено один експеримент із застосуванням 


способу кластеризації навчальної вибірки. Було використано дані багатоспектральної 


зйомки, отримані з легкого квадрокоптера DJI Phantom 4 Multispectral. Після проведення 


класифікування до та після застосування розробленого способу кожну з отриманих 


класифікацій за допомогою коефіцієнта кореляції Пірсона порівняно з еталонною 


картою, де відмічені всі наявні міни. Таким чином, було зафіксовано підвищення 


значення даного коефіцієнта після застосування методики на 0.28 (з 0.54 до 0.82). Це 


свідчить про підвищення достовірності класифікування. 


При застосуванні способу кластеризації навчальної вибірки для задачі 


класифікування загальних типів земного покриву проведено експеримент із 


застосуванням способу кластеризації навчальної вибірки використано спектральні 


канали одного космічного знімку Landsat-OLI8 та чотири додаткові растрові шари. 


Результатом експерименту стало підвищення показників загальної точності класифікації 


на 20% (з 63% до 83%) та капа-індексу на 21% (з 60% до 81%). 


Надано рекомендації щодо застосування розробленої методики. Описано умови, 


при яких більш доцільним є спосіб кластеризації навчальної вибірки або спосіб 
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зменшення розмірності навчальної вибірки. Також, при застосуванні кластеризації 


навчальної вибірки вказано, як обрати між методом формування навчальної вибірки з 


кластерів початкових класів та методом формування навчальної вибірки з центрів 


кластерів початкових класів 


Наукова новизна 


Вперше розроблено метод оцінювання розділимості навчальної вибірки при 


контрольованому класифікуванні об’єктів на аеро- та космічних зображеннях. 


Особливістю якого є формування оцінки відносно конкретного метода класифікування, 


вхідних даних та їхньої структури.  


Вперше розроблено методику класифікування об’єктів на аеро- та космічних 


зображеннях в умовах низької розділимості розпізнавальних ознак, яка включає в себе 


застосування одного з двох розроблених способів залежно від об’єму даних. При 


надлишковому об’ємі даних використовується спосіб зменшення розмірності навчальної 


вибірки, а при обмеженому об’ємі даних – спосіб кластеризації навчальної вибірки. 


Основою розроблених способів є метод оцінки розділимості навчальної вибірки. 


Вперше розроблено спосіб кластеризації навчальної вибірки на основі 


розробленого методу оцінювання розділимості навчальної вибірки. На відміну від 


існуючих, даний спосіб дозволяє обрати таку кількість кластерів для кожного класу, при 


якій розділимість навчальної вибірки досягатиме найвищого значення серед інших 


розглянутих варіантів. 


Вперше розроблено спосіб зменшення розмірності навчальної вибірки на основі 


розробленого методу оцінювання розділимості навчальної вибірки. На відміну від 


існуючих, даний спосіб дозволяє обрати такі шари вхідних даних, при яких відповідна 


навчальна вибірка досягатиме найвищого значення розділимості серед інших 


розглянутих варіантів вхідних даних. Таким чином досягається не лише зменшення 


розмірності вхідних даних, а і підвищення розділимості навчальної вибірки. 
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Практичне значення отриманих результатів. 


За результатами експериментальних досліджень розроблена методика 


продемонструвала підвищення достовірності класифікування в кожному з чотирьох 


прикладів. Ефективність методики підтверджена в одному з прикладів зростанням 


показників загальної точності на 2% (з 91% до 93%) та капа-індексу на 2% (з 87% до 


89%); в другому прикладі зростанням відповідних показників на 4% (з 77% до 81%) та 


на 5% (з 66% до 71%); в третьому – зростанням коефіцієнта кореляції Пірсона на 28% (з 


54% до 82%); в четвертому- зростанням показників загальної точності та капа-індексу 


на 20% (з 63% до 83%) та на 21% (з 60% до 81%) відповідно. 


Ключові слова: аеро- та космічні зображення, неконтрольоване класифікування, 


контрольоване класифікування, кластеризація, навчальна вибірка, розділимість 


навчальної вибірки 


За результатами досліджень опубліковано 21 наукову працю, у тому числі 2 


публікації у монографіях (з них 1 проіндексована в базі даних Scopus); у закордонних 


фахових виданнях – 5 статей (з них 3 проіндексовані в базі даних Scopus); статті у 


наукових виданнях, включених на дату опублікування до переліку наукових фахових 


видань України категорії Б – 4; 10 у збірниках та матеріалах тез доповідей вітчизняних 


та міжнародних конференціях (3 закордонних), з яких 8 проіндексовані в базі даних 


Scopus. 
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ABSTRACT 


Andreiev A.A. Object classification technique on aerial and space imagery under low 


separability of recognition features. 


Dissertation for the Doctor of Philosophy degree (PhD) with a degree in 172 – 


Telecommunications and radio engineering (17 – Electronics and telecommunications). - State 


Institution «Scientific Centre for Aerospace Research of the Earth of the Institute of Geological 


Sciences of the National Academy of Sciences of Ukraine», Kyiv, 2023. 


 


The aim of the study was to increase the accuracy of object classification on aerial and 


space imagery by developing a technique to increase the separability of recognition features. 


The dissertation research examines the role and place of the classification procedure in 


the tasks of remote sensing. An analysis of object classification methods on aerial and space 


images was conducted. The following methods are considered: unsupervised, supervised, semi-


supervised and reinforcement learning. It is substantiated that for most thematic problems, it is 


appropriate to use supervised classification methods because they allow setting the properties 


of the object classes in the form of training samples set. 


The properties of the training samples set were analyzed. Such properties as 


completeness, uniformity, purity, contradiction, compactness, complexity and dimensionality 


are highlighted. An analysis of approaches to processing the training sample was carried out. 


It is shown that the common disadvantage of the considered approaches is that they do not 


consider the factor of the training samples' separability. 


It is proposed to use a geospatial data cube to represent input data for classification. 


Geospatial data sources such as optical images, radar images, index images, texture metrics, 


and context metrics are considered. Data templates are presented for such thematic tasks as the 


classification of forests, wetlands, and urbanized or industrial areas. 


Methods of training sample clustering have been developed based on centroid methods 


of unsupervised classification. Two methods have been developed: 1) the method of forming 
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training samples set from clusters of initial classes and 2) the method of forming training 


samples set from the clusters centres of initial classes. 


A method for assessing the training sample separability has been developed. The 


algorithm of the method for assessing the separability of two separate classes of the training 


sample and the entire set as a whole is described in detail. The assessment of the separability 


of two classes of the training sample is based on the calculation of the arithmetic mean of the 


sensitivity and specificity indicators. The separability of the entire training sample set is 


evaluated based on either the overall classification accuracy index or the kappa index. 


The principles of forming a geospatial data cube, the methods of the training sample 


clustering, and the method for assessing the training sample separability are developed and 


presented in the second chapter. They are combined into object classification technique on 


aerial and space imagery under low separability of recognition features, which has two 


branches of application: reducing the training samples dimensions and clustering the training 


sample. The choice of the branch depends on the amount of input data. 


The way to reduce the size of the training sample is to reduce the size of the input cube 


of geospatial data, which, in turn, reduces the size of the training sample set. In addition to 


reducing the dimensionality, this method aims to increase the separability of the training 


sample. The algorithm of this method is described in detail. 


A method of clustering the training sample was developed, which is used to increase the 


separability of the initial classes. The algorithm of this method is described in detail. 


An experimental evaluation of the effectiveness of the developed technique was carried 


out. Four experiments were conducted for three tasks, namely: wetlands classification, general 


land cover types classification and mine recognition. For wetlands classification, two 


experiments were conducted, each using one of the methods. Spectral bands of Sentinel-2 


satellite images and some auxiliary data were used as input data. When applying the method of 


reducing the size of the training sample, a decrease in the input data size was reduced from 167 


to 57 layers (reduced by 2.92 times). The increase in the accuracy of the classification with the 


use of this method is evidenced by a 2% increase in the overall accuracy from 91% to 93% and 
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a 2% increase in the kappa index from 87% to 89%. When applying the method of clustering 


the training sample to this problem, the increase in classification accuracy shows an increase 


in the overall accuracy by 4% from 77% to 81% and the kappa index by 5% from 66% to 71%. 


For the problem of mine recognition, one experiment was conducted using the method 


of training sample clustering. Multispectral data obtained from the DJI Phantom 4 


Multispectral quadcopter was used. Firstly, two classifications were obtained before and after 


applying the developed method. Secondly, each classification was compared to the reference 


map, where all available mines are marked, and the Pearson correlation coefficient was 


calculated for each. Thus, the value of this coefficient increased by 0.28 (from 0.54 to 0.82) 


after applying the technique. It indicates an increase in the accuracy of the classification. 


When applying the training sample clustering method for the general land cover types 


classification, an experiment was conducted using the training sample clustering method, using 


the spectral bands of one Landsat-OLI8 space image and four additional raster layers. The 


result of the experiment was an increase in the overall classification accuracy by 20% (from 


63% to 83%) and the kappa index by 21% (from 60% to 81%). 


Recommendations on applying the developed technique are given — the conditions 


under which one of the developed methods should be selected. Also, when applying the training 


sample clustering, it is indicated how to choose between the method of forming a training 


sample set from clusters of initial classes and the method of forming a training sample set from 


the clusters centres of initial classes. 


 


Scientific novelty 


The first developed method for assessing the training sample separability during the 


supervised object classification on aerial and space images. The assessment considers a specific 


classification method, input data and its structure. 


The first developed object classification technique on aerial and space imagery under 


low separability of recognition features, which includes the application of one of the two 


developed methods depending on the amount of data. When there is an excess amount of data, 
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the method of reducing the training sample size is used, and when the amount of data is limited, 


the method of the training sample clustering is used. The basis of the developed methods is the 


method for assessing the separability of the training sample. 


The first developed method of training sample clustering is based on the developed 


method for assessing the separability of the training sample. Unlike the existing ones, this 


method allows the selection of a number of clusters for each class, in which the separation of 


the training sample reached the highest value among the other considered options. 


The first developed method of reducing the training sample size is based on the 


developed method for assessing the separability of the training sample. Unlike the existing 


ones, this method allows the selection of such input data layers, in which the corresponding 


training sample will reach the highest value of separability among other considered variants of 


input data. In this way, not only the dimensionality of the input data is reduced, but also the 


separability of the training sample is increased. 


Practical significance of the obtained results. 


According to the results of experimental studies, the developed method demonstrated 


the classification accuracy enhancement in each of the four examples. The effectiveness of the 


method is confirmed in one of the examples by the increase of the overall accuracy indicators 


by 2% (from 91% to 93%) and the kappa index by 2% (from 87% to 89%); in the second 


example, an increase in the corresponding indicators by 4% (from 77% to 81%) and by 5% 


(from 66% to 71%); in the third - by an increase in the Pearson correlation coefficient by 28% 


(from 54% to 82%); in the fourth - by 20% (from 63% to 83%) and by 21% (from 60% to 81%) 


of the overall accuracy of classification and kappa index, respectively. 


Keywords: aerial and space imagery, unsupervised classification, supervised 


classification, clustering, training sample, training sample separability 


 


Based on the results of the research, 21 scientific works were published, including 2 


publications in monographs (of which 1 is in the Scopus database); in foreign specialized 


publications – 5 articles (of which 1 is indexed in the Scopus database); articles in scientific 
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publications included on the date of publication in the list of specialized scientific publications 


of Ukraine category B - 4; 10 in collections and abstracts of reports at Ukrainian and 


international conferences (of which 3 are foreign) and of which 8 are indexed in the Scopus 


database. 
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ПЕРЕЛІК УМОВНИХ СКОРОЧЕНЬ ТА ПОЗНАЧЕНЬ 


 


ДЗЗ Дистанційне зондування Землі 


РСА Радар з синтезованою апертурою 


ЦМР Цифрова модель рельєфу 


  


ARCADE Accurate Recognition of Clusters Across Densities 


BAEI  Built-Up Area Extraction Index 


BRBA Band Ratio for the Built-up Area 


BSI,  Bare Soil Index 


DBSCAN Density-Based Spatial Clustering of Applications with Noise 


DEM Digital Elevation Model 


EBBI Enhanced Built-Up and Bareness Index 


EVI Enhanced Vegetation Index 


GNDVI Green Normalized Difference Vegetation Index 


ISODATA Iterative Self-Organizing Data Analysis Techniques 


LSWI Land Surface Water Index 


MBI Morphological Building Index 


MNDSI Modified Normalized Difference Sand Index 


MNDWI  Modified Normalized Difference Water Index 


MSAVI Modified Soil Adjusted Vegetation Index 


NBAI Normalized Built-up Area Index 


NBI New Built-up Index 


NDBaI Normalized Difference Barrenness Index 


NDBI Normalized Difference Built-up Index 


NDSIG Normalized Difference Snow Index  (Green) 


NDSINIR Normalized Difference Snow Index  (NIR) 


NDVI Normalized Difference Vegetation Index 


NDWI Normalized Difference Water Index 


OPTICS Ordering points to identify the clustering structure 


OSAVI Optimized Soil Adjusted Vegetation Index 


SAVI Soil Adjusted Vegetation Index 


SRTM Shuttle Radar Topographic Mission 


TSAVI Transformed soil adjusted vegetation index 


UI Urban Index 
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ВСТУП 


Актуальність теми дослідження. Класифікування об’єктів є однією з 


найважливіших процедур дистанційного зондування Землі, яка дозволяє отримувати 


значиму просторово-розподілену інформацію про ці об’єкти з аеро- та космічних 


зображень (Melesse et al., 2007). Така інформація широко застосовується для вирішення 


таких задач, як картування земного покриву та землекористування (Feranec et al., 2016; 


Latham et al., 2002), міського планування (Huang, 1998), моніторингу довкілля (Andries 


et al., 2021), управління та охорони природних ресурсів (Corbane et al.,, 2015), пошук 


корисних копалин (Popov et al., 2020; Titarenko et al., 2020) тощо. Методи 


класифікування відіграють важливу роль у залученні даних ДЗЗ до вирішення 


комплексних міждисциплінарних завдань, пов’язаних із досягненням цілей сталого 


розвитку (Andries et al., 2019; Scott & Rajabifard, 2017), здійсненням глобального 


моніторингу геосистем (GEO, 2008), зокрема, змін клімату (Fellous, 2008), 


біорізноманіття та стійкості екосистем (Lehmann et al., 2022; Scholes et al., 2008), ризику 


надзвичайних лих (Gao, 2023), деградації земель (Dubovyk, 2017), підтримка 


продовольчої безпеки, сталого сільського господарства (Defourny et al., 2019; Fritz et al., 


2015), тощо. При цьому особливої актуальності набуває розробка методів здатних 


забезпечити високу достовірність і точність результатів класифікування об’єктів за 


даними ДЗЗ (Andries et al., 2019, Landry et al., 2019).  


На сьогодні розроблено велику кількість методів класифікування, які в основному 


поділяють на дві групи, а саме: контрольовані (англ. Supervised) і неконтрольовані 


(Unsupervised) (Berry et al., 2019). Проте, найбільш доцільними для більшості 


тематичних задач ДЗЗ є саме методи контрольованого класифікування. Адже вони 


дозволяють задати ознаки вихідних класів. 


Для задання ознак класів в методах контрольованого класифікування 


використовується набір навчальної вибірки, в якому містяться репрезенти кожного з 


класів. Серед існуючих підходів до обробки навчальної вибірки є такі, що належать до 


наступних груп: кластерна вибірка (Sedgwick, 2014); підходи, що дозволяють зменшити 







23 


 


розмірність навчальної вибірки (Salem & Hussein, 2019; Green et al., 1988). підходи, що 


виявляють репрезенти, які були віднесені до вибірки не того класу, якому відповідає їхня 


класова приналежність (Kang et al., 2018. Спільним недоліком розглянутих підходів є те, 


що вони не враховують фактор розділимості навчальної вибірки.  


Дана дисертаційна робота, що базується на публікаціях (Andreiev, 2023; Andreiev 


& Kozlova, 2021; Popov et al, 2021; Andreiev, 2020; Piestova et al, 2021), присвячена 


розробці методики класифікування об’єктів на аеро- та космічних зображеннях в умовах 


низької розділимості розпізнавальних ознак.  


Отже, актуальним науковим завданням є розробка методу оцінювання 


розділимості навчальної вибірки та нових способів обробки навчальної вибірки з метою 


підвищення її розділимості.  


Зв’язок роботи з науковими програмами, планами, темами 


Дисертаційна робота виконана в рамках наукових досліджень, що проводились у 


Державній установі “Науковий центр аерокосмічних досліджень Землі ІГН НАН 


України” за такими темами: “Дистанційні методи вирішення задач сталого розвитку і 


раціонального природокористування, засновані на комплексному аналізі гетерогенних 


геопросторових даних” (державний реєстраційний номер 0121U107677); “Оцінка 


ризиків негативних змін навколишнього середовища за даними дистанційного 


зондування Землі” (державний реєстраційний номер 0122U002443); “Програмний 


модуль підвищення просторової розрізненності оптимального набору субпіксельно 


зміщених зображень” (державний реєстраційний номер 0122U201983); “Методика 


оцінювання динаміки опустелювання на основі даних супутникового знімання на 


прикладі піщаного масиву Олешківські піски” (державний реєстраційний номер 


0121U111862); “Система раннього попередження деградації земель порубіжжя 


Європейського союзу на основі  даних дистанційного зондування Землі” (реєстраційний 


номер 101086250 – EWALD); “Дистанційні методи виявлення та аналізу розвитку 


загрозливих природних та природно-техногенних процесів та явищ в задачах 


геоінформаційного забезпечення прийняття управлінських рішень щодо сталого 
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розвитку територій” (державний реєстраційний номер 0122U002085); “Цільова науково-


технічна програма оборонних досліджень НАН України на 2020-2024 рр.” 


(№ 0121U000075д); “Розробка нових аерокосмічних технологій вивчення, 


прогнозування, запобігання та мінімізації ризиків надзвичайних ситуацій природного та 


природно-антропогенного походження” (державний реєстраційний номер 


0017U004264); “Методи тематичного аналізу гетерогенних геопросторових даних при 


вирішенні задач дистанційного зондування Землі в умовах неповноти та обмеженості 


наявної інформації” (державний реєстраційний номер 0116U000144); “Розробка і 


впровадження сучасних аерокосмічних технологій дослідження Землі для оцінювання 


та прогнозування небезпечних природних і антропогенних процесів і явищ, формування 


рекомендацій по оптимізації пошуків, розвідки і експлуатації родовищ корисних 


копалин з метою мінімізації негативного впливу на довкілля” (державний реєстраційний 


номер 0121U111862). 


Мета і завдання дослідження. Мета дослідження – це підвищення достовірності 


класифікування об`єктів на аеро- та космічних зображеннях шляхом розробки методики, 


яка націлена на підвищення розділимості розпізнавальних ознак 


Для досягнення мети було вирішено наступні часткові наукові завдання: 


1.Провести аналіз методів класифікування об'єктів на аеро- та космічних 


зображеннях, їхніх переваг та недоліків. 


2.Провести аналіз властивостей навчальної вибірки та підходів до її обробки в 


задачах контрольованого класифікування об'єктів на аеро- та космічних зображеннях, 


їхніх переваг та недоліків 


3.Розробити метод оцінки розділимості навчальної вибірки 


4.Розробити спосіб кластеризації навчальної вибірки 


5.Розробити спосіб зменшення розмірності навчальної вибірки  


6.Експериментально перевірити розроблену методику класифікування об'єктів на 


аеро- та космічних зображеннях в умовах низької розділимості ознак, порівнявши 


достовірність класифікування до та після застосування розробленої методики. 







25 


 


7.Надати рекомендації щодо можливостей та сфер подальшого використання 


розробленої методики. 


Об'єкт дослідження – класифікування об’єктів на аеро- та космічних 


зображеннях в умовах низької розділимості розпізнавальних ознак.  


Предмет дослідження – навчальна вибірка, її кластеризація та зменшення 


розмірності. 


Методи дослідження. Для вирішення поставлених завдань використовувалися: 


- методи неконтрольованого класифікування – для кластеризації навчальної 


вибірки; 


- методи контрольованого класифікування – для проведення класифікування 


об’єктів на аеро- та космічних зображеннях, також дані методи залучені до розробки 


методу оцінювання розділимості навчальної вибірки; 


- методи статистичного аналізу – для оцінювання достовірності 


класифікування використані показники загальної точності класифікації та капа-індекс і 


коефіцієнт кореляції Пірсона; 


- методи прийняття рішення – для визначення класової приналежності 


об’єктів на аеро- та космічних зображеннях; 


- методи цифрової обробки сигналів зображень – для попередньої обробки 


вхідних аеро- та космічних зображень і формування навчальної вибірки. 


Наукова новизна одержаних результатів полягає у наступному: 


Вперше розроблено метод оцінювання розділимості навчальної вибірки при 


контрольованому класифікуванні аеро- та космічних зображень в умовах низької 


розділимості розпізнавальних ознак. Особливістю якого є формування оцінки відносно 


конкретного метода класифікування, вхідних даних та їхньої структури.  


Вперше розроблено методику класифікування об’єктів на аеро- та космічних 


зображеннях в умовах низької розділимості розпізнавальних ознак, яка включає в себе 


застосування одного з двох розроблених способів залежно від об’єму даних. При 


надлишковому об’ємі даних використовується спосіб зменшення розмірності навчальної 
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вибірки, а при обмеженому об’ємі даних –спосіб кластеризації навчальної вибірки. 


Основою розроблених способів є метод оцінки розділимості навчальної вибірки: 


Вперше розроблено спосіб кластеризації навчальної вибірки на основі 


розробленого методу оцінювання розділимості навчальної вибірки. На відміну від 


існуючих, даний спосіб дозволяє обрати таку кількість кластерів для кожного класу, при 


якій розділимість навчальної вибірки досягала найвищого значення серед інших 


розглянутих варіантів. 


Вперше розроблено спосіб зменшення розмірності навчальної вибірки на основі 


розробленого методу оцінювання розділимості навчальної вибірки. На відміну від 


існуючих, даний спосіб дозволяє обрати такі шари вхідних даних, при яких відповідна 


навчальна вибірка досягатиме найвищого значення розділимості серед інших 


розглянутих варіантів вхідних даних. Таким чином досягається не лише зменшення 


розмірності вхідних даних, а і підвищення розділимості навчальної вибірки. 


Практичне значення отриманих результатів. 


За результатами експериментальних досліджень розроблена методика 


продемонструвала підвищення достовірності класифікування в кожному з 4 прикладів. 


Ефективність методики підтверджена в одному з прикладів зростанням показників 


загальної точності на 2% (з 91% до 93%) та капа-індексу на 2% (з 87% до 89%); в другому 


прикладі зростанням відповідних показників на 4% (з 77% до 81%) та на 5% (з 66% до 


71%); в третьому – зростанням коефіцієнта кореляції Пірсона на 28% (з 54% до 82%); в 


четвертому-  на 20% (з 63% до 83%) та на 21% (з 60% до 81%) показників загальної 


точності класифікації та капа-індексу відповідно. 


Розроблена методика може бути використана як складова державних систем 


моніторингу з використанням даних, отриманих з аеро- та космічних зображень. 


Розроблена методика класифікування може бути застосована у Державній службі 


України з надзвичайних ситуацій в таких задачах, як гуманітарне розмінування 


територій та аналіз природних змін, що призводять до небезпечних ситуацій, що 


засвідчено актом впровадження (В.1). Також розроблена методика може бути 
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застосована у навчальному процесі, де розглядається процедура класифікування об’єктів 


на аеро- та космічних зображеннях, - це засвідчено відповідним актом впровадження 


(В.2). Ще одним прикладом використання даної методики є моніторинг 


сільськогосподарських угідь – дана задача є актуальною для Міністерства аграрної 


політики та продовольства України. Також розроблена методика бути застосована при 


аналізі екологічних ризиків та моніторингу лісів – дана задача є актуальною для 


Міністерства захисту довкілля та природних ресурсів. 


Апробація матеріалів дисертації. Попередні результати дисертаційного 


дослідження та основні теоретичні і методичні аспекти були представлені та обговорені 


на 16-й Міжнародній науковій конференції “Monitoring of Geological Processes and 


Ecological Condition of the Environment” (Київ, 15-18 листопада 2023 р.), 2-му 


Міжнародному науковому семінарі “Reliability Engineering and Computational Intelligence 


(RECI 2022)” (Делфт, Нідерланди, 13 - 15 листопада 2022 р.), 7-му Міжнародному 


науковому симпозіумі “Space Optical Instrument and Application” (Пекін, Китай, 24-26 


листопада 2022 р.), 15-й Міжнародній науковій конференції “Pattern Recognition and 


Information Processing (PRIP'2021)” (21-24 вересня, 2021 р.), Міжнародній науковій 


конференції «Intellectual Systems of Decision Making and Problems of Computational 


Intelligence» (Херсон, 24–28 травня 2021 р.), 4-му Міжнародному науковому семінарі 


“Computer Modeling and Intelligent Systems (CMIS-2021)” (Запоріжжя, 27 квітня 2021 р.), 


Міжнародній науковий конференції “2020 IEEE Ukrainian Microwave Week (UkrMW)” 


(Харків, 21-25 вересня 2020 р.), Міжнародній науковій конференції “Geoinformatics: 


Theoretical and Applied Aspects 2020” (Київ, 11-14 травня 2020 р.), 17-й Міжнародній 


науковій конференції “Geoinformatics - Theoretical and Applied Aspects” (Київ, 14-17 


травня 2018 р.),  


Особистий внесок здобувача. Основні результати роботи одержано особисто 


автором. Результати співпраці з колегами та спеціалістами інших наукових галузей 


відображено в сумісних наукових публікаціях. 
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В Додатку Б представлено публікації, на яких базується розроблена методика 


класифікування аеро- та космічних зображень, аналіз існуючих підходів до формування 


вхідних даних та застосування методів аналізу та оцінки екологічних ризиків на основі 


аеро- та космічних зображень. Зокрема, методи класифікування супутникових даних 


розглянуті в (Б.1, Б.3, Б.4, Б.6, Б.9, Б.10-13, Б.17-19). Аналіз підходів до формування 


вхідних даних та розрахунок додаткових даних для класифікування розглянуто в (Б.2, 


Б.5, Б.7, Б.8, Б.12, Б.14, Б.15, Б.20, Б.21). Застосування методів аналізу та оцінки 


екологічних ризиків на основі аеро- та космічних зображень представлено в (Б.2, Б.12, 


Б.15, Б.16). Власне розроблена методика класифікування об’єктів на аеро- та космічних 


зображеннях  в умовах низької розділимості ознак представлена в (Б.4). 


За результатами досліджень опубліковано 21 наукову працю, у тому числі 2 


публікації у монографіях (з них 1 проіндексована в базі даних Scopus); у закордонних 


фахових виданнях – 5 статей (з них 3 проіндексовані в базі даних Scopus); статті у 


наукових виданнях, включених на дату опублікування до переліку наукових фахових 


видань України категорії Б – 4; 10 у збірниках та матеріалах тез доповідей вітчизняних 


та міжнародних конференціях (3 закордонних), з яких 8 проіндексовані в базі даних 


Scopus. 


Структура і обсяг дисертації 


Дисертація складається зі вступу, чотирьох розділів, висновків, переліку 


використаних джерел (184 найменувань на 24 сторінках) та 3 додатків на 17 сторінках. 


Робота викладена на 174 сторінки, що містять 133 сторінки основного тексту, 32 рисунки 


та 11 таблиць. 
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РОЗДІЛ 1 


АНАЛІЗ МЕТОДІВ КЛАСИФІКУВАННЯ ОБ’ЄКТІВ НА АЕРО- ТА 


КОСМІЧНИХ ЗОБРАЖЕННЯХ, ВЛАСТИВОСТЕЙ НАВЧАЛЬНОЇ ВИБІРКИ ТА 


ПІДХОДІВ ДО ЇЇ ОБРОБКИ. ПОСТАНОВКА ЗАВДАННЯ ДОСЛІДЖЕННЯ 


 


1.1.  Аналіз методів класифікування об’єктів на аеро- та космічних зображеннях 


Новітні досягнення в області дистанційних методів класифікування створюють 


можливості для дослідження природних ресурсів, моніторингу довкілля та вирішення 


багатьох інших задач (Melesse et al., 2007). В літературі наводиться значна кількість 


різноманітних дистанційних методів класифікування, які вирішують широке коло 


завдань у різних галузях, таких як сільське господарство (Kamir et al., 2020), 


поновлювані джерела енергії (Adedeji et al., 2020), надзвичайні ситуації (Andreiev et al., 


2022; Lizundia-Loiola et al., 2020; Stankevich et al., 2022; Stankevich et al., 2023; ), клімат 


(Lubskyi et al. 2022; Lubskyi et al. 2023; Zhang et al., 2019), будівництво (Huang et al., 


2019), умови життя людини (Foody et al., 2019), система охорони здоров'я (Damgacioglu 


et al., 2019), метеорологія, океанографія, геологія, картографія, пошук корисних копалин 


(Popov et al., 2020a; Popov et al., 2020b; Titarenko et al., 2020) тощо (Huang et al., 2016, 


Jian, 2011, Ge et al., 2011). Методи класифікування відіграють важливу роль у залученні 


даних дистанційного зондування Землі (ДЗЗ) до вирішення завдань, пов’язаних із 


досягненням цілей сталого розвитку (Scott & Rajabifard, 2017). При цьому особливої 


актуальності набуває розробка методів здатних забезпечити високу достовірність 


класифікування об’єктів за даними ДЗЗ (Andries et al., 2019, Landry et al., 2019).  


Процедуру класифікування в ДЗЗ визначають як процес присвоєння різних 


категорій ґрунтового покриву або землекористування пікселям або сегментам в межах 


аеро- та космічних зображень. Цей процес передбачає використання комп’ютерних 


алгоритмів і методів для диференціації та класифікування різних об’єктів або ознак, 


присутніх на зображенні на основі їхніх спектральних, просторових і контекстних 
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характеристик(Lillesand et al., 2014). При використанні аеро- та космічних зображень 


ознаки об’єктів визначаються каналами вхідних зображень та похідними шарами, що 


отримуються з каналів вхідних зображень або з додаткових джерел.  


Методи класифікування поділяють на чотири групи: контрольовані (англ. 


Supervised), неконтрольовані (Unsupervised), напівконтрольовані (Semi-supervised) і 


навчання з підкріпленням (Reinforcement Learning) (Berry et al., 2019).  


Методи неконтрольованого класифікування полягають в розподілі вхідних 


об’єктів на групи (класи) подібних об’єктів без залучення інформації про ознаки 


вихідних класів (Ferreira et al., 2017, Ruppert, 2004). Серед методів неконтрольованого 


класифікування найчастіше застосовують центроїдні методи та методи, що базуються на 


щільності ознак об’єктів.  


Серед центроїдних методів можна виокремити такі, як К-Means (Reza et al., 2019, 


Sathiaraj et al., 2019, Liu et al., 2019, Tamiminia et al., 2017), K-Medians (Huang, 1998), К-


Medoids (Kaufman & Rousseeuw, 2009) та ISODATA (Iterative Self-Organizing Data 


Analysis Techniques) (Ball & Hall, 1965). Основним вхідним параметром, який задається 


перед початком процедури класифікування, є кількість вихідних кластерів. При 


утворенні заданої кількості кластерів кожен об’єкт буде віднесено до того кластеру, 


центр якого має найменшу відстань до даного об’єкту серед центрів інших кластерів. 


Центр кластера, в залежності від обраного методу, може бути центроїдом (К-Means), 


медіаною (K-Medians) чи медоїдом (К-Medoids). На кожній ітерації центр кластера і 


відповідно приналежність вхідних об’єктів можуть змінюватися до тих пір, доки не буде 


знайдено оптимальний варіант. Для розрахунку відстані між об’єктами можуть бути 


використані різні метрики, наприклад, Махаланобіса (Mahalanobis, 1936), Евклідова, 


Міньковского, Манхетен, Чебишева, Джаккарда та інші (Yadav & Deshmukh, 2015).  


Методами, що базуються на щільності ознак об’єктів, є DBSCAN (Density-based 


spatial clustering of applications with noise) (Micheletti et al., 2017), OPTICS (Ordering points 


to identify the clustering structure) (Ankerst et al., 1999) та ARCADE (Accurate Recognition 


of Clusters Across Densities ) (Steel & Tech, 2015). Основними вхідними параметрами 
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даних методів є максимальна відстань, при яких об’єкти будуть вважатися сусідніми 


(такими, що можуть бути віднесені до одного кластера), та мінімальна кількість об’єктів, 


при якій група об’єктів буде вважатися кластером. Суть даних методів полягає в тому, 


щоб згрупувати вхідні об’єкти таким чином, щоб в одному кластері всі об’єкти були 


розташовані достатньо щільно (відстань між ними не повинна бути більшою за ту, що 


задана вхідним параметром). Також група точок буде вважатися кластером у тому 


випадку, якщо кількість щільно розташованих в ній об’єктів буде не меншою за те число, 


що задане параметром. Об’єкти, які не мають достатньої кількості (що задана вхідним 


параметром) сусідніх об’єктів, не будуть входити до жодного з кластерів та 


вважатимуться викидами. Аналогічно до центроїдних методів відстань між точками 


може бути розрахована за різними метриками (Mahalanobis, 1936; Yadav & Deshmukh, 


2015). 


Методи контрольованого класифікування полягають у віднесенні об’єкту до того 


класу, чиї ознаки є найбільш подібними до ознак даного об’єкту серед інших класів 


(Lillesand et al., 2014). На відміну від неконтрольованого класифікування, ознаки 


вихідних класів задаються перед процедурою класифікування як частина вхідних даних. 


Ознаки класів можуть бути представлені у формі набору навчальної вибірки, який 


містить вибірку кожного з класів.  


Загалом, процедура контрольованого класифікування виконується в два етапи: 1) 


навчання класифікатора за допомогою навчальної вибірки; 2) застосування 


класифікатора до кожного з вхідних об’єктів для визначення їхньої класової 


приналежності. Серед методів контрольованого класифікування можна виділити 


наступні: мінімальної відстані (Srivastava, 2006), максимальної правдоподібності 


(Jensen, 2016), відстані Махаланобіса (Richards & Jia, 2006), опорних векторів (Support 


vector machine - SVM) (Hearst et al., 1998), паралелепіпеда (Congalton & Green, 2008), 


випадкового лісу (Random forest) (Belgiu & Drăguţ, 2016), штучні нейронні мережі (Mas 


& Flores, 2007) тощо. 







32 


 


Напівконтрольовані методи поєднують аспекти методів контрольованого та 


неконтрольованого класифікування і вимагають комбінації методів з і без навчання 


(Yasodha & Kannan, 2011). Методи навчання з підкріпленням направлені на створення 


систем, які можуть навчатися із взаємодії з навколишнім середовищем, використовуючи 


правила заохочення і покарання (Ferreira et al., 2020). 


Отже, основна відмінність між контрольованими і неконтрольованими методами 


полягає в тому, що в першому випадку ознаки вихідних класів задаються експертом, а в 


неконтрольованих методах класифікування вихідні класи формуються на основі 


подібності ознак вхідних об’єктів.  


Більшість тематичних задач ДЗЗ потребують класифікування з заданими класами. 


Таким чином, ознаки класів, що визначені тематичною задачею, мають бути задані перед 


процедурою класифікування, отже для цього підходять саме методи контрольованого 


класифікування. В даних методах ознаки класів задаються в формі набору навчальної 


вибірки.  


1.2.  Аналіз властивостей та підходів до обробки навчальної вибірки 


Навчальну вибірку можна визначити як підмножину сукупності всіх 


досліджуваних об’єктів, яка називається генеральною сукупністю (Subbotin, 2010). При 


цьому, навчальна вибірка має певні властивості, основні з них такі: повнота, 


рівномірність, чистота, протиріччя, компактність, складність та розмірність. 


Повнота характеризує забезпеченість вибірки репрезентами кожного з класів. 


Очевидно, якщо навчальна вибірка повністю збігається з генеральною сукупністю, то 


достовірність класифікування буде високою. Якщо навпаки – у навчальній вибірці 


відсутні репрезенти об’єктів більшої частини класів – то достовірність буде суттєво 


знижена. 


Рівномірність визначає, наскільки рівномірно розподілені репрезенти вибірки по 


класам.  
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Чистота навчальної вибірки визначається як частка репрезентів, віднесених саме 


до того класу, який в дійсності відповідає їхній класовій приналежності (Popov et al., 


2016). Нехай такі репрезенти називатимуться чистими, а ті, що віднесені до того класу, 


який не відповідає його справжній класовій приналежності, - забрудненими. Тоді 


показник чистоти розраховується як відношення чистих репрезентів до загального 


обсягу навчальної вибірки. Аналогічно до чистоти можна ввести показник 


забрудненості. “Забруднені” репрезенти виникають тоді, коли навчальна вибірка 


формується в околі пікселів, в яких можуть бути присутні об’єкти різних класів. Також 


забрудненість може бути викликана тим, що серед відібраних репрезентів присутні 


змішані пікселі, всередині кожного з яких представлено об’єкти відразу кількох класів. 


Відповідно до розрахунку чистоти показник забрудненості розраховується як 


відношення забруднених репрезентів до загального обсягу навчальної вибірки. 


Протиріччя характеризує наявність однакових репрезентів (таких, що мають 


однакові розпізнавальні ознаки), які при формуванні вибірки були віднесені до різних 


класів. Можна зробити висновок, що при наявності протиріч деякі з таких репрезентів є 


забрудненими. 


Компактність характеризує схожість ознак репрезентів різних класів. Даний 


показник демонструє, наскільки класи навчальної вибірки є розділимими один відносно 


одного. 


Показник складності вводиться для того, аби оцінити необхідні витрати ресурсів 


для обробки навчальної вибірки. В першу чергу мова йде про ресурси пам’яті та 


обчислювальні ресурси.  


Розмірність навчальної вибірки характеризує кількість ознак, які 


представляються генеральною сукупністю. Також розмірність навчальної вибірки буде 


співпадати з розмірністю вхідного зображення, на основі якого проводиться 


класифікування. Даний показник безпосередньо впливає на складність обробки 


навчальної вибірки – чим менша розмірність, тим менша складність обробки. 
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Для деяких з перелічених властивостей навчальної вибірки запропоновані числові 


критерії, які їх характеризують (Subbotin, 2010, Popov et al., 2016).  


Таким чином, обробка елементів навчальної вибірки може бути розглянута в 


рамках вищезазначених властивостей. Наприклад, можна виділити методи, що 


дозволяють підвищити чистоту та знизити кількість протиріч та рівень забрудненості 


(Kang et al., 2018).  


У (Foody, 2015) аналізується вплив забрудненої вибірки на продуктивність 


контрольованого класифікування на основі аеро- та космічних зображень. Крім того, в 


(Bruzzone & Persello, 2009) представлено контекстно-залежний метод класифікування 


SVM, який демонструє стійкість для класифікування зображень високої роздільної 


здатності з присутністю протиріч. У (Lu et al., 2017) розробили алгоритм семантичної 


сегментації, який базується на ідентифікації та виправленні “забруднених” репрезентів. 


У роботі (Xiao et al., 2015) представили загальну структуру для навчання мережі 


глибинного навчання з обмеженою кількістю чистих репрезентів і великою кількістю 


забруднених репрезентів.  


Перелічені методи дійсно підвищують чистоту навчальної вибірки, виявляючи 


забруднені репрезенти. Але більшість з цих методів не розглядає обробку навчальної 


вибірки під кутом підвищення розділимості навчальної вибірки. Також жоден з методів 


не формує структуру навчальної вибірки під конкретний метод класифікування. 


Зазначені аспекти негативно впливають на достовірність подальшого класифікування із 


застосуванням даного набору навчальної вибірки. 


Окремо можна розглянути підходи, що дозволяють зменшити розмірність 


вхідного набору даних, водночас зменшивши розмірність навчальної вибірки, а це, в 


свою чергу, призведе до зниження складності обробки даного набору (Андреєв, 2018). 


Серед таких підходів найбільш вживаними є метод головних компонент (Principal 


Component Analysis, PCA) (Salem & Hussein, 2019)  та метод мінімальної частки шуму 


(Minimum Noise Fraction, MNF) (Green et al., 1988). Також є схожі методи, наприклад, 


методи головних компонентів з поправкою на шум (Noise-Adjusted Principal Components, 
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NAPC) (Chang & Du, 1999), аналізу незалежних компонентів (Independent Component 


Analysis, ICA) (Hyvärinen et al., 2001), факторизації невід’ємної матриці (Non-Negative 


Matrix Factorization, NMF) (Lee & Seung, 2001) та метод просторово-спектральної 


декомпозиції (Spatial-Spectral Decomposition) (Kong et al., 2022). 


PCA —метод, який полягає в перетворенні ряду корельованих змінних у меншу 


кількість змінних, які називаються головними компонентами. Даний метод забезпечує 


фільтрацію шуму. Має широкий спектр застосувань на основі великих наборів даних. 


PCA використовує векторне перетворення простору, щоб зменшити розмірність великих 


наборів даних. Це досягається шляхом виявлення напрямків максимальної дисперсії у 


багатовимірних даних, які еквівалентні лінії найменших квадратів, яка найкраще 


відповідає нанесеним даним і проектує їх на менший розмірний підпростір, зберігаючи 


більшу частину інформації. Метод PCA розраховує вплив кожного головного 


компонента в загальну дисперсію та власні вектори, пов’язані з ненульовими власними 


значеннями координат. На практиці треба включити достатню кількість основних 


компонентів, які охоплюють приблизно (70–80%) варіації даних.  


Схожим є метод MNF, який також часто використовують при аналізі 


гіперспектральних даних. Він спрямований на розділення компонентів сигналу та шуму 


в гіперспектральних даних шляхом перетворення даних у новий простір, де кілька 


перших компонентів представляють сигнал, а наступні компоненти вловлюють шум.  


Які  максимізують або співвідношення сигнал/шум, або частку шуму та відділяють 


сигнал від шуму.  


Крім того, можна виділити метод ICA, суть якого також в зменшенні розмірності, 


але він зосереджений на пошуку незалежних джерел, що лежать в основі даних, а не на 


максимізації дисперсії. Цей метод використовується для розділення змішаних сигналів 


у різних областях, включаючи сліпе розділення джерела та обробку зображень.  


Метод NMF розкладає дані на адитивні частини, часто з невід’ємними 


обмеженнями. Це корисно для виділення функцій і може бути особливо ефективним для 


аналізу невід’ємних даних.  
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NAPC, подібно до PCA, призначений для гіперспектрального аналізу даних. Він 


спрямований на вилучення сигналу з мінімізацією впливу шуму, як це робить MNF.  


Просторово-спектральна декомпозиція фокусується на розкладанні 


гіперспектральних даних на просторові та спектральні компоненти, що дозволяє краще 


аналізувати спектральні характеристики, що змінюються в просторі. 


Серед недоліків вищеописаних методів є те, що вони при відборі каналів 


зображення не розглядають властивості навчальної вибірки, зокрема її розділимість. 


Таким чином, можуть бути виключені з розгляду ті канали, які в дійсності підвищували 


розділимість деяких класів. А це, в свою чергу, може призвести до зниження 


достовірності класифікування. 


Також існують підходи, що направлені на зменшення кількості репрезентів, 


збільшення їхньої компактності та, в цілому, зменшення рівня складності обробки. 


Серед таких підходів можна виділити застосування методу Кластерної вибірки (Cluster-


based sampling) (Sedgwick, 2014) до навчальної вибірки. 


Кластерна вибірка, також відома як кластерна підвибірка даних, — це метод, який 


використовується в класифікуванні для зменшення розміру набору навчальної вибірки. 


Це відбувається шляхом відбору репрезентів із кластерів подібних вибірок. Ідея полягає 


в тому, щоб згрупувати репрезенти, які близькі або подібні один до одного в певному 


просторі ознак, а потім обрати підмножину цих кластерів для формування скороченого 


набору даних. Це дозволяє зменшити кількість репрезентів та рівень складності обробки 


такого набору навчальної вибірки. 


Проте, таким чином різноманітність навчальної вибірки буде зменшено, так як 


знизиться її дисперсія. При цьому можуть бути виключені певні важливі репрезенти, що 


негативно вплине на повноту вибірки. Також, якщо з репрезентів кожного класу буде 


відібрано різну кількість одиниць, то може бути порушена рівномірність навчальної 


вибірки. 
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1.3. Постановка завдання дослідження 


Згідно з проведеним аналізом методів класифікування в п. 1.1 було розглянуто 


основні чотири типи методів класифікування: контрольовані, неконтрольовані, 


напівконтрольовані і навчання з підкріпленням. Проте, найбільш доцільними для 


більшості тематичних задач ДЗЗ є саме методи контрольованого класифікування. Тому 


що саме ці методи дозволяють задати ознаки вихідних класів. 


Для задання ознак класів в методах контрольованого класифікування 


використовується набір навчальної вибірки, в якому містяться репрезенти кожного з 


класів. В п 1.2 проведено аналіз властивостей навчальної вибірки та підходів до її 


обробки. Серед розглянутих підходів були такі, що належать до наступних груп: 


зменшення розмірності набору навчальної вибірки; виявлення та виправлення 


репрезентів навчальної вибірки, що були віднесені до неправильного класу; кластерна 


вибірка. Спільним недоліком розглянутих підходів є те, що вони не враховують фактор 


розділимості навчальної вибірки. Дана властивість безпосередньо впливає на 


достовірність класифікування. Саме тому підвищення розділимості навчальної вибірки 


є актуальною задачею в класифікуванні об’єктів на аеро- та космічних зображеннях. 


Метою дисертаційної роботи є підвищення достовірності класифікування об`єктів 


на аеро- та космічних зображеннях. Для оцінювання підвищення достовірності 


класифікування обрано такі критерії, як загальна точність класифікації та капа-індекс.  


Як показано в (Popov, 2007), для цих показників є обов’язковим використання для 


кожного з класів тестових об’єктів, які обираються з генеральної сукупності.  


Показник загальної точності є найбільш поширеним та розраховується як 


відношення правильно класифікованих тестових об’єктів до загальної кількості тестових 


об’єктів. Формула, за якою розраховується даний показник, наступна:  


𝑶𝑨 =
∑ 𝑁𝑖𝑖


𝑲
𝒊=𝟏


∑ ∑ 𝑁𝑖𝑗
𝑲
𝒋=𝟏


𝑲
𝒊=𝟏


, 


де 𝑁𝑖𝑗-це кількість репрезентів, які належать до класу i, але віднесені після 


класифікування до класу j, відповідно 𝑁𝑖𝑖- це кількість правильно класифікованих  
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репрезентів класу i (той, який після класифікування віднесений до того класу, до якого 


він дійсно належить), 𝐾- кількість класів.  


Проте, даний показник не враховує класовий дисбаланс тестових об’єктів, за 


якими проводиться оцінка точності класифікування. Саме тому введено показник капа-


індекс, який дає адекватну оцінку точності класифікування навіть при дисбалансі 


тестових об’єктів. Даний показник розраховується за наступною формулою (Bishop et 


al., 2007): 


𝑲𝒂𝒑𝒑𝒂 =
∑ ∑ 𝑁𝑖𝑗


𝑲
𝒋=𝟏


𝑲
𝒊=𝟏 ∗∑ 𝑁𝑖𝑖


𝑲
𝒊=𝟏 −∑ 𝑁𝑖𝑗


𝑲
𝒊=𝟏 ∑ 𝑁𝑖𝑗


𝑲
𝒋=𝟏 ∗∑ 𝑁𝑗𝑖


𝑲
𝒋=𝟏


(∑ ∑ 𝑁𝑖𝑗)𝑲
𝒋=𝟏


𝑲
𝒊=𝟏


2
− ∑ 𝑁𝑖𝑗


𝑲
𝒊=𝟏 ∑ 𝑁𝑖𝑗


𝑲
𝒋=𝟏 ∗∑ 𝑁𝑗𝑖


𝑲
𝒋=𝟏


. 


Значення розглянутих показників оцінки точності класифікування лежать в 


інтервалі від 0 до 1. При цьому, значення 0 показує, що отримана класифікація є 


повністю неточною, а значення 1 відповідає точній класифікації, яка немає жодного 


неправильно класифікованого об’єкта. 


Загалом, зазначену мету дисертаційного дослідження планується досягти шляхом 


розробки нової методики, яка заснована на кластеризації  та зменшенні розмірності 


навчальної вибірки. Для цього потрібно виконати низку часткових наукових завдань 


дослідження, а саме: 


1. Провести аналіз методів класифікування об'єктів на аеро- та космічних 


зображеннях, їхніх переваг та недоліків. 


2. Провести аналіз властивостей навчальної вибірки та підходів до її обробки в 


задачах контрольованого класифікування об'єктів на аеро- та космічних зображеннях, 


їхніх переваг та недоліків 


3. Розробити метод оцінювання розділимості навчальної вибірки 


4. Розробити спосіб кластеризації навчальної вибірки 


5. Розробити спосіб зменшення розмірності навчальної вибірки  


6. Експериментально перевірити розроблену методику класифікування об'єктів на 


аеро- та космічних зображеннях в умовах низької розділимості ознак, порівнявши 


достовірність класифікування до та після застосування розробленої методики. 
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7. Надати рекомендації щодо можливостей та сфер подальшого використання 


розробленої методики. 


Висновки до першого розділу 


1. Проведено аналіз методів класифікування об’єктів на аеро- та космічних 


зображеннях. Розглянуто наступні методи: неконтрольовані, контрольовані, 


напівконтрольовані та навчання з підкріпленням. Обґрунтовано, що для більшості 


тематичних задач ДЗЗ доцільним є використання саме контрольованих методів 


класифікування, адже вони дозволяють задати ознаки вихідних класів у вигляді набору 


навчальної вибірки. 


2. Проаналізовано властивості набору навчальної вибірки. Виділено такі 


властивості, як повнота, рівномірність, чистота, протиріччя, компактність, складність та 


розмірність. Проведено аналіз підходів до обробки навчальної вибірки. Серед них: 


кластерна вибірка; підходи, що дозволяють зменшити розмірність навчальної вибірки; 


підходи, що виявляють репрезенти, які були віднесені до вибірки не того класу, якому 


відповідає їхня класова приналежність. Згідно з проведеним аналізом, спільним 


недоліком розглянутих підходів є те, що вони не враховують фактор розділимості 


навчальної вибірки. Дана властивість безпосередньо впливає на достовірність 


класифікування.  


3. Метою дисертаційної роботи визначено підвищення достовірності 


класифікування об`єктів на аеро- та космічних зображеннях. Для оцінювання 


підвищення достовірності класифікування обрано такі критерії, як загальна точність та 


капа-індекс. 


4. Для досягнення зазначеної мети поставлено наукове завдання розробити 


методику класифікування об’єктів на зображеннях, яка націлена на підвищення 


розділимості розпізнавальних ознак. Для виконання поставленого наукового завдання 


визначено та представлено низку часткових наукових завдань. 
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РОЗДІЛ 2 


РОЗРОБКА МЕТОДІВ КЛАСТЕРИЗАЦІЇ ТА ОЦІНЮВАННЯ РОЗДІЛИМОСТІ 


НАВЧАЛЬНОЇ ВИБІРКИ 


 


Вхідними даними для контрольованого класифікування об’єктів на аеро- та 


космічних зображеннях є власне вхідні аеро- та космічні зображення та набір навчальної 


вибірки. Для формування ознак генеральної сукупності використовуються 


геопросторові дані, які отримуються з аеро- та космічних зображень, їхніх похідних 


шарів або з інших додаткових джерел. Кожен з таких залучених параметрів 


представляється у вигляді окремого растрового шару. При об’єднанні таких даних в 


один масив утворюється куб геопросторових даних, який містить усі долучені до нього 


растрові шари, за умови їхньої просторової регуляризації. 


Набір навчальної вибірки складається з вибірки кожного з класів, які визначені 


тематичною задачею. Вибірка кожного класу містить сигнатури, які визначені в 


кожному з шарів вхідного куба геопросторових даних. Однією з проблем навчальної 


вибірки є те, що вибірки класів, як правило, не є компактними, тобто характеризуються 


доволі низькою розділимістю розпізнавальних ознак. Для вирішення даної проблеми в 


даному розділі розроблено два методи кластеризації навчальної вибірки, а саме: 1) метод 


формування навчальної вибірки з кластерів початкових класів; 2) метод формування 


навчальної вибірки з центрів кластерів початкових класів. 


Для оцінювання розділимості навчальної вибірки представлено метод, який 


включає в себе оцінювання розділимості як двох окремих класів навчальної вибірки, так 


і всього набору в цілому. Перше розраховується як середнє арифметичне показників 


чутливості та специфічності. Друге розраховується на основі різних критеріїв, які 


оцінюють достовірність класифікування в цілому, наприклад, на основі загальної 


точності класифікації або капа-індексу. 
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2.1. Формування куба геопросторових даних 


Геопросторові дані, які отримуються з вхідних різнорідних аеро- та космічних 


зображень чи інших джерел, можуть бути представлені у вигляді растрових шарів. 


Кожен з растрових шарів розглядається як окрема ознака (Pingel, 2018). Такі шари мають 


форму двовимірної матриці (рис. 2.1), кожен елемент якої є цифровим значенням 


відповідного пікселя зображення. Серед основних властивостей кожного з растрових 


шарів є розмір та просторова розрізненість. Ключовою особливістю геопросторових 


даних є те, що на відміну від звичайних растрових даних, вони містять інформацію щодо 


місцеположення їхніх елементів на Землі, яка може бути представлена як 


географічними, так і прямокутними координатами. 


 


 


Рис. 2.1. Растровий шар геопросторових даних у матричному вигляді 


 


Для об’єднання растрових шарів геопросторових даних в один масив прийнято 


формувати куб геопросторових даних (Montero et al., 2023a). Інтегруючи різні типи 


даних в узгоджену та інтероперабельну структуру (Schramm et al., 2021), куби даних 
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полегшують одночасний аналіз та інтерпретацію, перетворюючи потік даних у доступну 


та значущу інформацію (Estupiñán-Suárez et al., 2021).  


Серед основних умов сумісності при формуванні такого куба виділяють 


приведення растрових шарів до однакових розміру та просторової розрізненості, а також 


застосування єдиної системи координат (Montero et al, 2023a). При виконанні вказаних 


умов растрові шари називаються просторово регуляризованими. Даний куб можна 


представити у вигляді тривимірної матриці (рис. 2.2).  


 


 


Рис. 2.2. Куб геопросторових даних у матричному вигляді 


 


Структурування спостережень у куб даних, як правило, здійснюється за кількома 


елементами або «вимірами». При залученні геопросторових даних, двома обов’язковими 


елементами є географічні координати широти (Y) та довготи (Х), а також час, окремі 


змінні або навіть компоненти часових рядів (Estupiñán-Suárez et al., 2021; Mahecha et al., 


2020). Таким чином, як видно з рис. 2.2, куб геопросторових даних можна визначити як 


множину CGD, елементи якої – просторово регуляризовані растрові шари 


геопросторових даних. 


𝐶𝐺𝐷 = {𝐿1, 𝐿2, … , 𝐿ℎ}, 
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де 𝐿𝑖 - i-й растровий шар, що входить до куба геопростоворих даних CGD, h-загальна 


кількість растрових шарів, що входять до куба геопростоворих даних CGD. 


Кожен елемент 𝑥𝑖𝑗 такого куба можна розглядати як h-вимірний вектор: 


𝑥𝑖𝑗 = (𝑥1𝑖𝑗
, 𝑥2𝑖𝑗


, . . , 𝑥ℎ𝑖𝑗
), 


де 𝑥𝑘𝑖𝑗
- 𝑖𝑗-й елемент матриці, що представляє k просторово регулярозиваний растровий 


шар геопросторових даних. 


Крім того, куби даних мають унікальні характеристики, притаманні конкретним 


наборам даних, що необхідні для вирішення певних тематичних задач, а саме: 


просторово-часове охоплення, масштаб та багатомірність даних (Montero et al., 2023a). 


Багатовимірність куба даних визначається кількістю різних вимірів, за якими він 


був сформований, а приріст складності куба відповідно до його розмірів визначається 


їхнім порядком. Таким чином, просторово-часова матриця одновимірного куба має 


порядок 3, а порядок багатовимірного куба — 4 (Montero et al., 2023a). Багатовимірні 


куби даних, як правило, складаються із наборів змінних спільного походження. У 


випадку аеро- та космічних геопросторових даних такими змінними є значення відбиття 


та похідні характеристики вищого порядку, наприклад, спектральні індекси, від одного 


конкретного датчика ДЗЗ (Montero et al., 2023b; Walther et al., 2022). До гетерогенних 


кубів відносять ті, які об’єднують набори даних з різних джерел (Mahecha et al., 2020), 


наприклад, дані різних оптичних знімальних систем (Fang et al., 2023; Hilker et al., 2009), 


оптичних та радарних систем (Kozlova, 2018; Joshi, 2016; Byun, 2013), дані та похідні 


характеристики цифрових моделей рельєфу (Popov et al., 2021a; Popov et al., 2021b; 


Franklin, 2020), та інші геопросторові дані, необхідні для вирішення певної тематичної 


задачі (Hurskainen et al, 2019; Khatami et al., 2016).  


Просторовий масштаб куба даних характеризуються широким діапазоном – від 


глобальних (Sudmanns et al., 2022; Dhu et al., 2019) до локальних (Walther et al., 2022). 


При застосуванні одного з масштабів, вибір відповідної системи координат має 


вирішальне значення для забезпечення мінімального геометричного спотворення. Також 
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просторовий масштаб куба даних вливає на вибір стратегії набору вибірки для 


алгоритмів машинного навчання, оскільки вона має забезпечити репрезентативність 


цільової змінної (Montero et al., 2023a).  


Часовий масштаб куба даних може значно відрізнятися залежно від області 


застосування або процесів, які досліджуються. Хоча при класифікуванні об’єктів за 


аеро- та космічними геопросторовими даними, зазвичай використовують один часовий 


відлік, залучення різночасових даних та компонентів часових рядів розширює простір 


ознак динамічних об’єктів. Так, при вирішені задач, пов’язаних із надзвичайними 


ситуаціями або метеорологічним явищами, часовий відлік може становити години та дні 


(Vongkusolkit et al., 2023). Якщо в задачах присутні рослинні об’єкти – кілька місяців 


вегетаційного періоду (Zaitseva et al., 2021). Для тривалих геологічних процесів – 


декілька років (Casagli et al., 2016).  


Для того, щоб куб даних вважався готовим до подальшого аналізу, під час його 


створення вирішальне значення має контроль даних щодо забезпечення їхньої 


сумісності (Montero et al., 2023a), а також проведення додаткової попередньої обробки 


(Dwyer et al., 2019). Рівень готовності може змінюватися залежно від задіяних змінних і 


сфери застосування (Frantz, 2019). При формуванні куба аеро- та космічних 


геопросторових даних, включають, але не обмежуються такими процедурами 


попередньої обробки, як маскування хмар і тіней від хмар (Skakun et al., 2022), 


коригування ефектів функції розподілу двонаправленого відбиття (BRDF) (Roy et al., 


2016), ресамплінг та регуляризація даних (Kopp et al., 2019). 


Основними складовими куба аеро- та космічних геопросторових даних є отримані 


з космічних супутників, літаків чи безпілотних літальниих апаратів (БПЛА) оптичні та 


радіолокаційні дані, а також похідні характеристики вищого порядку, обчислені на їхній 


основі (Hermosilla et al., 2022; Gómez et al., 2016). При вирішенні різних тематичних 


задач класифікування об’єктів рекомендується додавання додаткових даних з інших 


джерел, які характеризують контекст об’єктів класифікування. Такий підхід дозволяє 


суттєво та якісно збільшити простір ознак об’єктів, які розпізнаються, і, як наслідок, 







54 


 


збільшити достовірність їхнього класифікування (Hurskainen et al., 2019). Залежно від 


тематичної задачі набір куба геопросторових даних буде різним. Рекомендований набір 


аеро -та космічних геопросторових даних для вирішення певної тематичної задачі може 


бути представлено у вигляді відповідного шаблона.  


Нижче розглянемо складові куба аеро- та космічних геопросторових даних а також 


можливості формування шаблона геопросторових даних для певних тематичних задач 


класифікування. 


2.1.1. Оптичні зображення 


Оптичні зображення одержують із супутників ДЗЗ, літаків та БПЛА, оснащених 


оптико-електронною знімальною апаратурою, яка залежно від спектральної 


розрізненості та режиму знімання дозволяє отримувати панхроматичні (Javan et al., 


2021), багатоспектральні (Alvarez-Vanhard et al., 2021) та гіперспектральні (Khan et al., 


2018) знімки, в діапазоні довжин хвиль від ультрафіолетового до мікрохвильового 


(Gómez et al., 2016). 


Основними характеристиками оптичних зображень є спектральна, просторова та 


радіометрична розрізненності, а також повторюваність знімання.  


Оптичні зображення зазвичай доступні у вигляді багатоспектральних знімків, які 


складаються з декількох діапазонів електромагнітного випромінювання та можуть 


надавати різну інформацію про властивості об’єктів земної поверхні на основі їхньої 


спектральної відбивної здатності (Joshi et al., 2016). На сьогодні, космічні місії Landsat 


(Wulder et al., 2022; Masek et al., 2020) та Sentinel (Drusch et al., 2012) є основними 


джерелами багатоспектральних супутникових зображень, які знаходяться у відкритому 


доступі через платформи геологічної служби США (https://earthexplorer.usgs.gov) 


програми Copernicus Європейського космічного агентства 


(https://scihub.copernicus.eu/dhus/) та хмарний каталог даних Google Earth Engine 


(https://developers.google.com/earth-engine/datasets ). 



https://earthexplorer.usgs.gov/

https://scihub.copernicus.eu/dhus/

https://developers.google.com/earth-engine/datasets
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2.1.2. Радарні зображення 


Радарні зображення одержують із супутників ДЗЗ, літаків та БПЛА, оснащених 


радарами із синтезованою апертурою (РСА), активними приладами бічного огляду, які 


надсилають сигнали, нахилені під кутом (Joshi et al., 2016; Musa et al., 2015). Основними 


характеристиками радарних зображень є довжина хвилі, кількість поляризацій та 


просторова розрізненність (Flores et al., 2019). 


2.1.3. Індексні зображення 


Спектральні індексні зображення. Найпростіший спосіб спектрального 


перетворення кожного пікселя зображення і присвоєння пікселю нового математичного 


значення із значень певного пікселя в різних діапазонах – це розрахунок спектрального 


індексу.  


Спектральний індекс – це показник, який розраховують у результаті операцій з 


різними спектральними діапазонами (каналами) оптичних зображень і має відношення 


до параметрів об’єктів в певному пікселі знімка (Montero et al., 2023b). Ефективність 


спектральних індексів визначається особливостями відбиття. Ці індекси можуть 


розраховуватися як просте відношення каналів, в яких властивості певного класу 


об’єктів проявляються найбільш характерно (simple ratio), або у вигляді нормалізованої 


різниці (normalized difference indices) (Tran et al., 2022; Javed et al., 2021; Szigarski et al., 


2018; Bannari et al., 1995). Можлива кількість таких індексів для певного зображення 


визначається за правилами комбінаторики відповідно до кількості спектральних 


діапазонів даного зображення. Переважну кількість спектральних індексів виведено 


емпірично. Значна увага при такому виведенні приділяється мінімізації впливу 


атмосфери та ґрунту (Bannari et al., 1995; Huete, 1988).  


Усі відомі на сьогодні індекси умовно поділяють на чотири основні групи: 1) 


вегетаційні індекси – для характеристики рослинності усіх форм її можливого 


існування. В основному ця група індексів використовує особливості поглинання 


хлорофілу в різних діапазонах електромагнітного спектру, але також можуть 
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розглядатися й інші пігменти рослин. Основними серед них є NDVI, GNDVI, EVI, SAVI, 


OSAVI, MSAVI, TSAVI (Huang et al., 2020; Taddeo et al., 2019; Amani et al., 2018; Xue & 


Su, 2017); 2) ґрунтові індекси – для характеристики ґрунтів, пісків, гірських порід та їхніх 


оголень, а також для визначення об’єктів ними утворених, наприклад, ґрунтових доріг 


або оранки рілля. Найчастіше до них відносять BSI, MNDSI, NDSIG, NDSINIR (Nguyen et al, 


2021); 3) водні індекси – для характеристики водних поверхонь, водойм, снігового 


покриву та льоду – NDWI, MNDWI, LSWI (Calvario et al., 2018); 4) індекси забудови - 


NDBI, UI, NBI, BRBA, NBAI, MBI, BAEI, NDBaI, EBBI (Kaur & Pandey, 2022; Javed et 


al., 2021).  


При формуванні набору інформаційних шарів, наведені спектральні індекси 


можуть обчислюватися як для характеристики окремих природних об’єктів, що 


утворюють природний покрив даної місцевості, так і до цілих ландшафтів (Taddeo et al, 


2019).  


Радарні індексні зображення. Вони поєднують інформацію про поляризацію у 


формі співвідношень інтенсивності зворотного розсіювання (наприклад, HH/VV, 


VH/VV, HV/HH тощо), які дозволяють відстежувати характерні особливості різних 


об’єктів (Florez & Lizarazo, 2020; Flores et al., 2019). Значну кількість радарних індексів 


було розроблено для надання відносно простих і фізично інтерпретованих дескрипторів 


рослинності (Pelta et al., 2022; Szigarski et al.,2018; Stankevich et al., 2017). Найбільш 


відомим серед них є радарний вегетаційний індекс (RVI - Radar Vegetation Index). RVI 


був визначений шляхом моделювання рослинного покриву як набору випадково 


орієнтованих диполів, і він, за принципом, використовує міру випадковості розсіювання 


від рослинних об’єктів.  
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2.1.4. Контекстні дані 


Геоморфологічні дані (похідні ЦМР). У задачах класифікування залучення 


геоморфологічних даних в якості допоміжних даних, що характеризують контекст 


середовища, є найбільш поширеним (Stewart, 1998; Hermosilla et al., 2022).   


Супутникові дані надають топографічну інформацію у вигляді цифрових моделей 


рельєфу (ЦМР), створених на основі радіолокаційних ехо-сигналів висотних точок, 


наприклад, ASTER DEM, SRTM та SPOT DEM (Yan et al., 2015; Jarihani et al., 2015; 


Musa et al., 2015). Найбільш поширеною і вільно доступною ЦМР є DEM Shuttle Radar 


Topographic Mission (SRTM), запущений у лютому 2000 р., що охопив 85% земної 


поверхні. SRTM, отриманий за допомогою РСА інтерферометрії сигналів C-діапазону, 


доступний з просторовою роздільною здатністю 30 м і 90 м і приблизною точністю по 


вертикалі 3,7 м (Syvitski et al., 2012).  


Геоморфометричний аналіз растрових ЦМР базується на двох вихідних 


положеннях. Перше ґрунтується на математичній формалізації земної поверхні, а друге 


передбачає розрахунок показника у точці (пікселі) з урахуванням оточення. 


Морфометричною характеристикою зазвичай називають будь-яку кількісну 


характеристику рельєфу земної (планетарної) поверхні. Морфометрична (або 


топографічна) змінна - це однозначна двовимірна функція ω = u (x, y), що описує 


властивості топографічної поверхні. Існує кілька класифікацій морфометричних 


змінних на основі їхніх внутрішніх (математичних) властивостей (Florinsky, 2017). В 


контексті задач дистанційного зондування, та зокрема класифікування земного покриву, 


такі характеристики поділяють на три основні типи: локальні, текстурні та контекстні 


(Franklin, 2020).  


Локальними морфометричними характеристиками називають величини, що 


описують локальну геометричну поверхню, визначення (розрахунок) яких можливо при 


аналізі малого околу даної точки поверхні (Franklin, 2020; Florinsky, 2017). До локальних 


морфометричним характеристикам відносяться: похил або крутизна, експозиція схилу, 
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та більше 20 параметрів, що входять в повну систему кривизн (Shary, 1995; Franklin, 


2020). 


Основними геоморфометричними параметрами, що розраховуються на основі 


похідних першого порядку є похил та експозиція місцевості.  


Крутизна схилу – кут нахилу в точці перетину між горизонтальною площиною та 


площиною дотичної до земної поверхні. Показник крутизни схилу, який може бути 


обчислений у градусах, радіанах, відсотках або проміле. Як правило, значення показника 


вимірюються в градусах та коливаються в діапазоні від 0 ° (горизонтальна площина) до 


90 ° (вертикальна площина). 


Експозиція поверхні – кут за годинниковою стрілкою між певним напрямком (як 


правило, на північ) та проекцією ухилу на горизонтальну площину.  


І якщо перша похідна описувала градієнт поверхні (його величину та напрямок), 


то друга фіксує міру змін цього градієнта, тобто є градієнтом першої похідної у заданому 


напрямку. На похідних другого порядку ґрунтується система морфометричних кривизн, 


що описують форму поверхні. Найбільш часто в геморфометричному аналізі 


використовуються горизонтальна (планова), вертикальна (профільна) і (середня, 


загальна) кривизна (Shary, 1995). 


Біофізичні параметри. Усі показники, які характеризують рослинні об’єкти і 


можуть бути визначені дистанційно, можна поділити за трьома основними категоріями. 


Морфоструктурні показники, які надають уявлення про розмір, будову, склад і 


структуру рослинного об’єкта. До них відносяться видовий склад та різноманіття (Liu et 


al., 2023; Lucas & Carter, 2008), проєктивне покриття та його частка (Hamada et al., 2011), 


індекс листкової поверхні (Zheng & Moskal, 2009) та біомаса (Li et al., 2020). Біофізичні 


показники відображають фізичні процеси, що відбуваються в об’єкті в ході 


індивідуального розвитку або є наслідком його реакції на зовнішній вплив. Такими 


показниками є чиста та валова первинна продуктивність (Scher et al., 2020; Prieto-Blanco, 


2009), евапотранспірація (García et al., 2013) та вологовміст (Clevers et al., 2008). 


Біохімічні показники вказують на вміст певних речовин або пігментів, а саме хлорофілу, 
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каротиноїдів та антоціанів, вуглецю та азоту (Blackburn, 2006; Gitelson et al., 2003; Sims 


& Gamon, 2002).  


Окремо з біофізичних показників варто виділити групу фенологічних метрик, які 


характеризують сезонний розвиток рослинних об’єктів. Графічне представлення 


часових рядів даних вегетаційного індексу NDVI утворює криву, яка узагальнює різні 


етапи, яких зазнає зелена рослинність протягом повного вегетаційного періоду (Reed et 


al., 2009). Такі криві можуть бути проаналізовані для виявлення ключових фенологічних 


змінних або метрик, стосовно конкретного сезону, наприклад, початок вегетації (SOS), 


пік сезону (POS) і кінець сезону (ЕОS).  


2.1.5. Текстурні дані 


Текстура пов’язана з частотою зміни тонів зображення та відображає ступінь 


шорсткості матеріалів земного покриву (Franklin & Wulder, 2002). Зазвичай значення 


текстури для пікселя обчислюється за допомогою математичної функції, яка включає 


тональні значення всередині вікна, центр якого знаходиться в цьому пікселі. Вибір 


відповідного розміру вікна має вирішальне значення для виділення текстури. Здатність 


текстури розрізняти різні ґрунтові покриви залежить від просторової роздільної 


здатності зображення та структурних відмінностей усередині та між класами ґрунтового 


покриву (Chen et al., 2004). 


На даний момент існує декілька методів до опису та аналізу текстур, кожен з яких 


оперує власним набором текстурних ознак. 1) Gray-Level Difference Vector (GLDV), або 


метод вектору різниці рівнів яскравості, заснований на обчисленні оцінок функції 


щільності ймовірності значень абсолютних різниць рівнів яскравості пар елементів 


зображення (пікселів), які знаходяться один від одного на певній відстані (Weszka et al., 


1976). 2) Gray-Level Co-occurrence Matrix (GLCM), або метод матриці суміжності, 


елементами якої є відносні частоти наявності на зображенні, розташованих на певній 


відстані одна від одної в одному з чотирьох кутових напрямків (0°, 45°, 90°, та 135°) 


(Haralick et al., 1973). 3) Sum and Difference Histograms (SADH), або метод заснований 
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на обчисленні локальних властивостей гістограм суми і різниці рівнів яскравості пар 


елементів зображення (Unser, 1986).   


Опис та аналіз текстур може здійснюватися за будь-якими растровими 


зображеннями (оптичними, радарними, індексними, контекстними) одним з обраних 


методів. При цьому отримані текстурні ознаки не є однаково інформативними при описі 


цих зображень.  


Найчастіше вживаним є GLCM метод. Він дозволяє обчислити текстурні ознаки 


чи метрики першого та другого порядків.  


2.1.6. Шаблони набору геопросторових даних для тематичних задач 


класифікування  


Відповідний набір геопросторових даних для вирішення конкретної тематичної 


задачі може бути представлений у вигляді шаблону. Такий шаблон описує дані, які 


мають бути включені до класифікування за групами, визначає параметри, які 


обчислюються на основі цих даних, вказує тип даних – динамічний або статичний, а 


також можливе або рекомендоване джерело цих даних. 


В шаблоні геопросторові дані умовно можна поділити на шість груп: спектральні 


величини, індекси, геоморфологічні параметри, біофізичні параметри, фенологічні 


метрики та текстурні метрики.   


Група спектральних величин є ключовою. Вона охоплює геопросторові дані 


отримані на основі матеріалів аерокосмічної зйомки, зокрема оптичні багато- та 


гіперспектральні зображення, а також радарні дво- та повнополяризаційні зображення. 


При залученні даних ДЗЗ існує свій набір вимог до знімальної апаратури, перш за все – 


до просторової розрізненості (Stankevich, et al. 2020a; Stankevich, et al. 2020b; Stankevich, 


et al. 2023), сукупності спектральних діапазонів, оперативності та радіометричної якості. 


Основними параметрами групи спектральних величин для оптичних зображень є 


коефіцієнти відбиття у видимому діапазоні (R, G, B, включаючи ділянку червоного краю 


- REP), інфрачервоному (NIR, SWIR 1, SWIR2) та тепловому (TIR) діапазонах 







61 


 


електромагнітного спектра, для радарних зображень – коефіцієнт зворотного 


розсіювання у діапазонах x, c або l.  


Важливим завданням при класифікуванні типів земних покривів є розпізнавання та 


максимальна диференціація усіх типів земних покривів, присутніх на сцені або обраних 


у дослідженні. При цьому мають залучатися дані та параметри, які здатні забезпечити 


таку деталізацію, враховуючи все різноманіття прояву ознак різних типів земного 


покриву. Тому шаблон має включати спектральні величини у таких діапазонах, які 


забезпечують максимальне розпізнавання обраних об’єктів. 


На основі матеріалів аеро- та космічної зйомки також обчислюється група індексів. 


При цьому індекси можуть розраховуватися як у вигляді повного набору нормалізованих 


різниць або простих відношень, так і обиратися відповідно до тематичної задачі – 


вегетаційні, водні, ґрунтові або індекси забудови.   


Групи геоморфологічні параметри, біофізичні параметри та фенологічні метрики 


охоплюють контекстуальні ознаки цільових об’єктів класифікування. Висота над рівнем 


моря, похил місцевості та аспект є основними геоморфологічними параметрами, які 


обчислюються як похідні ЦМР. До основних біофізичних параметрів при 


класифікуванні відносять індекс листкової поверхні, біомасу та продуктивність, 


вологість ґрунту, температуру земної поверхні. Фенологічні метрики, обчислені на 


основі часового ряду вегетаційного індексу, характеризують початок та закінчення 


вегетації, тривалість та амплітуду вегетаційного періоду. 


У більшості досліджень спектральні величини, спектральні індекси у вигляді 


простих відношень та нормалізованої різниці (Станкевич та ін., 2008), а також та перші 


похідні ЦМР, є універсальним набором геопросторових даних при вирішенні 


тематичних задач класифікування об’єктів, зокрема різних типів земного покриву. Саме 


ці дані утворюють базис усіх шаблонів різних тематичних задач.  


Решта параметрів широко застосовуються в задачах класифікування 


функціональних типів об’єктів. Так, наприклад, фенологічні метрики застосовуються 


при класифікуванні функціональних типів лісових екосистем, а біомаса і продуктивність 
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при класифікуванні типів палива земного покриву для подальшої оцінки 


пожежонебезпечності.  


Деякі дослідження показали, що текстурні показники є важливим джерелом 


інформації при застосуванні радарних зображень. Зокрема, SAR має різноманітну 


текстурну інформацію, а текстурні характеристики представляють джерело інформації, 


пов’язане з просторовою кореляцією значень пікселів. Таким чином, різні особливості, 


такі як території забудови, земля та рослинність, ймовірно, будуть інтерпретовані більш 


точно. Найчастіше використовують матрицю суміщення рівнів сірого (GLCM) для 


виділення особливостей текстури, включаючи контраст, середнє значення, ентропію та 


кореляцію. 


Комплексування оптичних і радарних зображень, а також даних, отриманих на їхній 


основі, у більшості досліджень демонструє підвищення точності класифікування (Florez 


& Lizarazo, 2019; Kozlova et al., 2018). Однак, необхідно враховувати складність рельєфу 


при залученні радарних зображень для класифікування. Якщо місцевість гірська або має 


складний рельєф обов’язково мають враховуватися кут нахилу та ефекти затінення 


(Stankevich et al., 2017; Kozlova et al., 2021).  


Перед застосуванням шаблону необхідно провести аналіз території дослідження та 


характер об’єктів класифікування на ній. Далі залежно від того, які об’єкти домінують, 


обирається шаблон. При виборі шаблону також важливою є обрана номенклатура 


класифікування. 


За умови, коли аналіз території інтересу неможливий, класифікування здійснюється 


за універсальним шаблоном або повним набором параметрів, що пропонуються для 


класифікування об’єктів (таблиця А.1 додатка А) 


Приклади шаблонів набору геопросторових даних з відкритих джерел, які можуть 


застосовуватися при класифікуванні лісів, водно-болотних угідь та урбанізованих або 


індустріальних територій представлено у таблицях А.2-А.4 додатка А. 
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2.2. Методи кластеризації навчальної вибірки 


Набір навчальної вибірки складається з вибірки кожного з класів, які визначені 


тематичною задачею. Репрезенти вибірки кожного класу представлені у вигляді 


відповідних сигнатур, які визначені в кожному з шарів вхідного куба геопросторових 


даних, який формує простір ознак для класифікування. Загальна структура навчальної 


вибірки зображена на рис. 2.3. 


 


 


Рис. 2.3. Загальна структура набору навчальної вибірки 


 


На заданій схемі (рис 2.3) показано, що навчальна вибірка складається з N класів. 


Тоді, якщо набір навчальної вибірки – це множина 𝑇𝑆, а множина 𝑇𝑆𝑖-це вибірка i-го 


класу, то справедливим є наступне: 


𝑇𝑆 = {𝑇𝑆1, … , 𝑇𝑆𝑁}. 


В свою чергу, вибірку i-го класу 𝑇𝑆𝑖 можна представити як множину сигнатур i-го 


класу: 


𝑇𝑆𝑖 = {𝑡𝑖1, … , 𝑡𝑖𝑆𝑖
},     (2.1) 


де 𝑡𝑖𝑗- це j-та сигнатура i-го класу, 𝑆𝑖-кількість сигнатур, що входять до складу вибірки  


i-го класу.  
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Приймаючи, що кількість сигнатур, що входять до складу вибірки  i-го класу, 


становить 𝑆𝑖, то загальну кількість сигнатур всіх класів можна розрахувати за наступною 


формулою: 


𝑆 = ∑ 𝑆𝑖
𝑁
𝑖=1 . 


Згідно з рис. 2.3, j-та сигнатура i-го класу представлена значеннями в кожному з 


шарів вхідного куба геопросторових даних, тому справедливим є наступне: 


𝑡𝑖𝑗 = {𝑡𝑙𝑖𝑗1, … , 𝑡𝑙𝑖𝑗ℎ},      (2.2) 


де 𝑡𝑙𝑖𝑗𝑘- значення j-ї сигнатури i-го класу k-му шарі куба геопросторових даних, h- 


кількість шарів куба геопросторових даних. 


Таким чином, записавши кожну сигнатуру i-го класу згідно з формулою (2.2), 


формула (2.1) матиме наступний вигляд: 


𝑇𝑆𝑖 = {{𝑡𝑙𝑖11, … , 𝑡𝑙𝑖1ℎ}, … , {𝑡𝑙𝑖𝑆𝑖1, … , 𝑡𝑙𝑖𝑆𝑖ℎ}}.  (2.3) 


Далі, підставивши формулу (2.3) до формулу (2.1), набір навчальної вибірки TS 


можна записати наступним чином: 


𝑇𝑆 = {{{𝑡𝑙111, … , 𝑡𝑙11ℎ}, … , {𝑡𝑙1𝑆11, … , 𝑡𝑙𝑖𝑆1ℎ}}, … , {{𝑡𝑙𝑁11, … , 𝑡𝑙𝑁1ℎ}, … , {𝑡𝑙𝑁𝑆𝑁1, … , 𝑡𝑙𝑁𝑆𝑁ℎ}}}. 


Отже, з формули вище видно, що набір навчальної вибірки є множиною, а її 


підмножинами є вибірки кожного з класів. В свою чергу, елементами множини вибірки 


кожного з класів є сигнатури цих класів. 


Однією з проблем набору навчальної вибірки є те, що вибірки класів, як правило, 


не є компактними, що призводить до низької розділимості розпізнавальних ознак. 


Шляхом вирішення даної проблеми вбачається кластеризація сигнатур набору 


навчальної вибірки. Таким чином класи будуть розподілені на компактні кластери. В 


свою чергу, це знижує змішуваність вибірки класів. При зміні структури навчальної 


вибірки шляхом кластеризації не використовуються жодні додаткові дані, всі операції 


проводяться лише з використанням сигнатур початкового набору. 
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Розроблено два методи кластеризації навчальної вибірки: 1) метод формування 


навчальної вибірки з кластерів початкових класів; 2) метод формування навчальної 


вибірки з центрів кластерів початкових класів. 


2.2.1. Метод формування навчальної вибірки з кластерів початкових класів 


Даний метод полягає в формуванні набору навчальної вибірки з кластерів, які 


отримуються шляхом паралельної кластеризації сигнатур вибірки кожного з початкових 


класів. Таким чином, кожен з утворених кластерів буде розглядатися як окремий клас 


отриманої (кластеризованої) навчальної вибірки. Варто зауважити, що при цьому 


загальна кількість сигнатур в навчальній вибірці не змінюється, а лише відбувається 


розподіл сигнатур кожного початкового класу серед його кластерів. Проте збільшиться 


кількість класів, яка буде дорівнювати загальній кількості кластерів кожного з 


початкових класів. 


Головною перевагою незмінності сигнатур є те, що не буде виникати жодних 


відхилень від ознак та властивостей кожного класу, які були вкладені при наборі 


початкової навчальної вибірки. Серед недоліків можна виділити два моменти. Перший 


полягає в тому, що іноді вибірка є доволі великою за обсягом, тому це призводить до 


значних розрахункових витрат, якщо не зменшити кількість сигнатур. Другим недоліком 


може бути присутність помилково відібраних сигнатур, які залишаться в складі 


навчальної вибірки навіть після застосування  даного методу.  


В свою чергу, збільшення класів також призводить до збільшення розрахункових 


витрат. Якщо початкова навчальна вибірка призначалася для бінарного класифікування, 


тобто мала два класи, тоді після збільшення кількості класів застосування методів 


бінарного класифікування унеможливлюється. 


Покроковий алгоритм даного методу відображений на рис. 2.4. Спочатку 


проводиться кластеризація відомими центроїдними методами неконтрольованого 


класифікування, наприклад К-середніх, К-медіан, К-медоїдів тощо (Jain & Dubes, 1988). 


Дана процедура застосовується окремо до кожного з початкових класів навчальної 
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вибірки. Для кожного і-го класу навчальної вибірки на даному етапі розраховується 


задана кількість 𝐾𝑖 кластерів. 


 


Рис. 2.4. Блок-схема алгоритму метода формування навчальної вибірки з 


кластерів початкових класів 


 


Після кластеризації вибірки кожного з класів набір навчальної вибірки матиме 


структуру, яка детально описана нижче. 


Нехай 𝑇𝑆′
𝑖𝑗 – множина сигнатур j-го кластеру і-го класу, тоді множина сигнатур 


всіх кластерів і-го класу 𝑇𝑆′
𝑖 матиме такий вигляд: 


𝑇𝑆′
𝑖 = {𝑇𝑆′


𝑖1, … 𝑇𝑆′
𝑖𝐾𝑖


}. 


Тому множина сигнатур всіх класів кластеризованої навчальної вибірки  𝑇𝑆′ 


матиме наступний вигляд: 


𝑇𝑆′ = {𝑇𝑆′
11, … 𝑇𝑆′


𝑁𝐾
𝑁′ }. 


Нехай кількість сигнатур j-го кластеру i-го класу складає  𝑆𝑖𝑗
′ , тоді загальна 


кількість сигнатур всіх кластерів i-го класу складатиме:  


|𝑆′
𝑖| = ∑ 𝑆𝑖𝑗


′𝐾𝑖
𝑖=1 .      (2.4) 
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А загальна кількість сигнатур кластеризованої навчальної вибірки 


розраховуватиметься наступним чином:  


𝑆′ = ∑ 𝑆′
𝑖


N
𝑖=1 = ∑ ∑ 𝑆𝑗


𝐾𝑖
𝑗=1


N
𝑖=1 . 


Так як кількість сигнатур початкової навчальної вибірки та кластеризованої 


навчальної вибірки є однаковою, то справедливою є рівність: 


𝑆′ = 𝑆. 


Кількість класів кластеризованої навчальної вибірки відрізнятиметься від 


кількості класів початкової навчальної вибірки та складатиме: 


𝑁′ = ∑ 𝐾𝑖
N
𝑖=1 . 


Отже, отримана кластеризована навчальна вибірка 𝑇𝑆′ з кількістю класів 𝑁′, що 


еквівалентно кількості отриманих кластерів всіх класів, буде використана для 


подальшого класифікування. 


2.2.2. Метод формування навчальної вибірки з центрів кластерів початкових 


класів  


Як і попередній метод, даний метод також передбачає паралельну кластеризацію 


кожного з початкових класів. В даному випадку кластеризований набір буде складатися 


з початкових класів, проте елементами вибірки кожного класу будуть центри кластерів, 


які отримані після кластеризації даного класу. Тому загальна кількість сигнатур в 


навчальній вибірці зменшиться і буде дорівнювати загальній кількості кластерів 


кожного з початкових класів. Водночас, кількість класів кластеризованої вибірки буде 


такою, як і в початковій навчальній вибірці.  


Перевагами зменшення кількості сигнатур є те, що це призведе до зниження 


розрахункових витрат, та те, що частково буде відкинута присутність помилково 


відібраних сигнатур або псевдорепрезентів. Серед недоліків - можливе відхилення від 


ознак та властивостей кожного класу, які були вкладені при наборі початкової 


навчальної вибірки.  
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Серед переваг незмінності кількості класів навчальної вибірки можна виділити те, 


що не буде збільшено розрахункові витрати, як би це було при збільшенні кількості 


класів. Також, якщо початкова навчальна вибірка призначалася для бінарного 


класифікування, тобто мала 2 класи, то навіть після кластеризації залишається 


можливість застосування методів бінарного класифікування. 


Покроковий алгоритм даного методу відображений на рис. 2.5. Спочатку 


проводиться кластеризація центроїдними методами неконтрольованого класифікування. 


Дана процедура застосовується окремо до кожного з початкових класів навчальної 


вибірки. Для кожного і-го класу навчальної вибірки на даному етапі розраховується 


задана кількість (𝐾𝑖) кластерів. 


 


Рис. 2.5. Блок-схема алгоритму метода формування навчальної вибірки з центрів 


кластерів початкових класів 


Наступний етап передбачає визначення центру для кожного з кластерів. Центром 


кластеру в залежності від обраного методу неконтрольованого класифікування може 


бути центроїд (метод- К-середніх), медіана (К-медіан), медоїд (К-медоїдів) тощо. Далі 
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замість i-го класу початкової навчальної вибірки утворюється клас, який буде 


складатися з центрів кожного з кластерів i-го класу. Отриману вибірку і-го класу 


наступним чином можна представити наступним чином: 


𝑇𝑆′
𝑖 = {с𝑖1, … , с𝑖𝐾𝑖


}, 


де с𝑖𝑗- центр j-го кластеру i-го класу. 


Таким чином, замінивши всі класи на центри їхніх кластерів, кластеризована 


навчальна вибірка 𝑇𝑆′ матиме наступний вигляд: 


𝑇𝑆′ = {𝑇𝑆′
1


, … 𝑇𝑆′
𝑁} = {{с11, … , с1𝐾1


}, … , {с𝑁1, … , с𝑁𝐾𝑁
}}. 


Загальна кількість сигнатур вибірки i-го класу кластеризованого набору буде 


дорівнювати кількості кластерів цього класу: 


𝑆′
𝑖 = 𝐾𝑖. 


Загальна кількість сигнатур всієї кластеризованої навчальної вибірки: 


𝑆′ = ∑ 𝑆′
𝑖


N
𝑖=1 = ∑ 𝐾𝑖


N
𝑖=1 . 


Отже, отримана кластеризована навчальна вибірка 𝑇𝑆′ з кількістю класів N, як і 


початкова навчальна вибірка, буде використаний для подальшого класифікування. 


2.3. Метод оцінювання розділимості навчальної вибірки 


Однієї з характеристик навчальної вибірки, яка впливає на достовірність 


класифікування, є її розділимість. Дана характеристика показує, наскільки сигнатури, 


що представляють різні класи навчальної вибірки, між собою не перетинаються. Низька 


розділимість притаманна при високій змішуваності розпізнавальних ознак класів. А це, 


в свою чергу, призводить до значної кількості неправильно класифікованих об’єктів при 


процедурі класифікування геопросторових даних. Таким чином, розділимість вибірки 


прямо пропорційна точності класифікування вхідного куба геопросторових даних 


(Andreiev & Kozlova, 2021). 


Розділимість навчальної вибірки оцінюється окремо для кожного метода 


контрольованого класифікування. Тобто той чи інший метод буде давати різні значення 
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розділимості при застосуванні одного набору навчальної вибірки. Тому розділимість 


навчальної вибірки треба оцінювати відносно того методу контрольованого 


класифікування, який буде використано при класифікуванні вхідного куба 


геопросторових даних.  


Отже, розроблений метод оцінювання розділимості навчальної вибірки дає 


можливість обрати метод контрольованого класифікування, який є оптимальним для 


даної навчальної вибірки, що, в свою чергу, призведе до найвищої точності 


класифікування серед інших методів контрольованого класифікування. Також, при 


наявності кількох наборів чи різних структур навчальної вибірки застосування даного 


підходу визначає оптимальний варіант для подальшого класифікування. 


Покроковий алгоритм оцінювання розділимості навчальної вибірки зображений 


на рис. 2.6. На першому етапі виконується класифікування навчальної вибірки, при 


цьому вона використовується спочатку для навчання класифікатора, а потім кожен 


елемент цієї вибірки буде прокласифіковано даним класифікатором та віднесено до того 


чи іншого класу.  


 


Рис. 2.6. Блок-схема алгоритму метода оцінювання розділимості навчальної 


вибірки 


 


Наступними етапами є формування матриці помилок та власне розрахунок індексу 


розділимості. Результатом виконання даного алгоритму буде кількісна оцінка 


розділимості навчальної вибірки. 
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2.3.1. Класифікування навчальної вибірки 


Процедура класифікування навчальної вибірки, як і стандартне контрольоване 


класифікування, виконується в два кроки (Bruzzone & Demir, 2014). Перший крок 


полягає в навчанні класифікатора за допомогою набору навчальної вибірки. Метод 


контрольованого класифікування має бути обрано такий, як і при подальшому 


класифікуванні вхідного куба геопросторових даних. На другому кроці кожна сигнатура 


окремо класифікується з застосуванням класифікатора отриманого на першому кроці.  


Розглянута процедура контрольованого класифікування може бути описана як 


функція 𝑓(𝑇𝑆, 𝑡).  Її аргументами є набір навчальної вибірки TS та сигнатура t, яка є 


об’єктом класифікування. Навчальна вибірка TS містить вибірку кожного класу, тому її 


можна описати наступним чином: 


𝑇𝑆 = {𝑇𝑆1,  𝑇𝑆2, … , 𝑇𝑆𝑁 }, 


де 𝑇𝑆𝑖- вибірка i-го класу, N- кількість класів.   


Вибірка кожного класу має наступний вигляд: 


𝑇𝑆𝑖  = {𝑡𝑖1,  𝑡𝑖2, … , 𝑡𝑖𝑘𝑖
 }, 


де 𝑡𝑖𝑗- j-та сигнатури i-го класу, 𝑘𝑖 – кількість сигнатур i-го класу. 


Тоді: 


𝑓(𝑇𝑆, 𝑡 ) = {𝑝1,  𝑝2, … , 𝑝𝑁},     (2.1) 


де 𝑝𝑖 – імовірність приналежності сигнатури t до класу i. 


Розглянуту сигнатуру буде віднесено до того класу, імовірність приналежності до 


якого буде найбільшою, тобто: 


𝐶(𝑡) = {𝑖|𝑝𝑖 = max ({𝑝1,  𝑝2, … , 𝑝𝑁})},    (2.2) 


де 𝐶(𝑡)– функція, яка визначає клас сигнатури t згідно з застосованим класифікатором.  
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2.3.2. Розрахунок матриці помилок для оцінювання розділимості навчальної 


вибірки 


Для оцінювання та аналізу результату класифікування використовується матриця 


помилок (Popov, 2007). Дана матриця дозволяє розрахувати, скільки елементів кожного 


класу прокласифіковано правильно та в які саме класи потрапляють неправильно 


прокласифіковані елементи. Тобто з цього можна зробити висновки про те, з якими 


класами перетинається (змішується) кожен з класів.  


Запропонований метод оцінювання розділимості навчальної вибірки розглядає два 


варіанти матриці помилок: 1) стандартна матриця помилок; 2) модифікована матриця 


помилок з використанням розподілу ймовірностей. 


Дані, які містяться в матриці помилок, дозволяють побудувати ряд оцінок, які 


характеризують ефективність класифікування, серед яких: точність користувача, 


точність виробника, загальна точність класифікації, каппа-індекс. 


2.3.2.1. Формування стандартної матриці помилок для оцінювання 


розділимості навчальної вибірки 


Стандартна матриця помилок X може бути представлена як квадратна матриця з 


розмірами (N,N), де N-кількість класів: 


𝑋 = (


𝑥11 … 𝑥1𝑁


⋮ ⋱ ⋮
𝑥𝑁1 ⋯ 𝑥𝑁𝑁


), 


де 𝑥𝑖𝑗 −кількість сигнатур i-го класу, які після класифікування були віднесені до j-


го класу. 


Використавши формулу (2.2), кожен елемент стандартної матриці помилок можна 


записати наступним чином: 


𝑥𝑖𝑗 = ∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆, 𝑡𝑖𝑘  )) = 𝑝𝑗}|
|𝑇𝑆𝑖|
𝑘=1 .   (2.3) 


В загальному вигляді стандартну матрицю помилок для оцінювання розділимості 


навчальної вибірки можна записати так, як показано в табл. 2.1: 







73 


 


Таблиця 2.1. 


Стандартна матриця помилок 


 Дійсні дані  


Р
ез


ул
ьт


ат
  


к
л
ас


и
ф


ік
у


в
ан


н
я
 


 Клас 1 Клас 2 … Клас N 
Точність 


Користувача 


Клас 1 𝑥11 𝑥12 … 𝑥1𝑁 
𝑥11


∑ 𝑥1𝑗
𝑁
𝑗=1


 


Клас 2 𝑥21 𝑥22 … 𝑥2𝑁 
𝑥22


∑ 𝑥2𝑗
𝑁
𝑗=1


 


… … … … … … 


Клас N 𝑥𝑁1 𝑥𝑁2 … 𝑥𝑁𝑁 
𝑥𝑁𝑁


∑ 𝑥𝑁𝑗
𝑁
𝑗=1


 


 Точність 


Виробника 


𝑥11


∑ 𝑥𝑗1
𝑁
𝑗=1


 
𝑥22


∑ 𝑥𝑗2
𝑁
𝑗=1


 … 
𝑥𝑁𝑁


∑ 𝑥𝑗𝑁
𝑁
𝑗=1


  


 


Діагональні елементи даної матриці  𝑥𝑖𝑖 вказують на кількість правильно 


прокласифікованих сигнатур i-го класу. А недіагональні елементи 𝑥𝑖𝑗 (𝑖 ≠ 𝑗)   навпаки – 


визначають кількість сигнатур i-го класу неправильно віднесених до j-го класу після 


процедури класифікування.  


Також для матриці помилок доцільно розраховувати такі показники, як точність 


користувача та точність виробника (Popov, 2007). Ці показники розраховуються окремо 


для кожного з класів. Точність користувача конкретного класу дає кількісну оцінку 


тому, наскільки ймовірно, що даний клас співпадає з результатами класифікування. А 


точність виробника кількісно оцінює те, наскільки результат класифікування відповідає 


дійсним даним. 


Значення точності користувача i-го класу визначається як частка від ділення 


кількості правильно прокласифікованих сигнатур на загальну кількість сигнатур, які 
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були віднесені до даного класу після процедури класифікування. Розрахунок описано в 


наступній формулі: 


𝑈𝐴𝑖 =
𝑥𝑖𝑖


∑ 𝑥𝑖𝑗
𝑁
𝑗=1


. 


Значення точності виробника i-го класу визначається як частка від ділення 


кількості правильно прокласифікованих сигнатур на загальну кількості сигнатур даного 


класу. Формула розрахунку має наступний вигляд: 


𝑃𝐴𝑖 =
𝑥𝑖𝑖


∑ 𝑥𝑗𝑖
𝑁
𝑗=1


. 


Значення точності користувача та точності виробника лежать в інтервалі від 0 до 


1. При цьому, значення 0 точності користувача для конкретного класу показує, що даний 


клас повністю не співпадає з результатами класифікування, при значенні 1 - повністю 


співпадає з результатами класифікування. Аналогічно, значення точності виробника 0 


показує, що результат класифікування розглянутого класу повністю не відповідає 


дійсним даним, а при значенні 1 – повністю відповідає.  


2.3.2.2. Формування модифікованої матриці помилок для оцінювання 


розділимості навчальної вибірки з використанням розподілу ймовірностей 


Модифікована матриця помилок відрізняється від стандартної матриці помилок 


тим, що для її формування використовується не кількість сигнатур, що були віднесені 


до певного класу після класифікування, а розподіл ймовірностей приналежності 


сигнатури до того чи іншого класу. 


Таким чином, модифікована матриця помилок XM може бути представлена як 


квадратна матриця з розмірами (N,N), де N - кількість класів: 


𝑋𝑀 = (


𝑥𝑚11 … 𝑥𝑚1𝑁


⋮ ⋱ ⋮
𝑥𝑚𝑁1 ⋯ 𝑥𝑚𝑁𝑁


), 


де 𝑥𝑚𝑖𝑗 −сума ймовірностей приналежності кожної з сигнатур i-го класу до j-го класу. 


Використавши формулу (2.1), кожен елемент модифікованої матриці помилок 


можна записати наступним чином: 
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𝑥𝑚𝑖𝑗 = ∑ 𝑝𝑗 ∈𝑓(𝑇𝑆, 𝑡𝑖𝑘  )
|𝑇𝑆𝑖|
𝑘=1 .    (2.4) 


В табл. 2.2 показано загальний вигляд модифікованої матриці помилок для 


оцінювання розділимості навчальної вибірки з використанням розподілу ймовірностей. 


Таблиця 2.2. 


Модифікована матриця помилок з використанням розподілу ймовірностей 


 Дійсні дані  


Р
ез


ул
ьт


ат
 


к
л
ас


и
ф


ік
у


в
ан


н
я
 


 Клас 1 Клас 2 … Клас N 
Точність 


Користувача 


Клас 1 𝑥𝑚11 𝑥𝑚12 … 𝑥𝑚1𝑁 
𝑥𝑚11


∑ 𝑥𝑚1𝑗
𝑁
𝑗=1


 


Клас 2 𝑥𝑚21 𝑥𝑚22 … 𝑥𝑚2𝑁 
𝑥𝑚22


∑ 𝑥𝑚2𝑗
𝑁
𝑗=1


 


… … … … … … 


Клас N 𝑥𝑚𝑁1 𝑥𝑚𝑁2 … 𝑥𝑚𝑁𝑁 
𝑥𝑚𝑁𝑁


∑ 𝑥𝑚𝑁𝑗
𝑁
𝑗=1


 


 Точність 


Виробника 


𝑥𝑚11


∑ 𝑥𝑚𝑗1
𝑁
𝑗=1


 
𝑥𝑚22


∑ 𝑥𝑚𝑗2
𝑁
𝑗=1


 … 
𝑥𝑚𝑁𝑁


∑ 𝑥𝑚𝑗𝑁
𝑁
𝑗=1


  


 


Як і для стандартної матриці помилок, для розробленої модифікованої матриці 


помилок також є можливість розрахувати точність користувача та точність виробника. 


 


2.3.3. Розробка індексів розділимості навчальної вибірки  


 Після формування матриці помилок розраховується точність проведеного 


класифікування навчальної вибірки, яка і буде визначати розділимість навчальної 


вибірки.  Розділимість може бути оцінена як для двох окремих класів, так і для всієї 


навчальної вибірки в цілому.  


 Оцінювання розділимості двох окремих класів навчальної вибірки полягає в тому, 


щоб оцінити розділимість одного класу відносно іншого. Розрахунок індексу 
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розділимості двох класів навчальної вибірки базується на показниках чутливості та 


специфічності. 


Для оцінювання розділимості всього набору навчальної вибірки розроблено 


загальний індекс розділимості навчальної вибірки. Його розрахунок виконується на 


основі загальної точності класифікації або каппа індексу. 


2.3.3.1. Індекс розділимості двох класів навчальної вибірки  


Для оцінювання розділимості сигнатур двох класів i та j навчальної вибірки 


розроблена на попередньому кроці матриця помилок з розмірами (N,N) трансформується 


у матрицю з розмірами (2,2), де будуть лише елементи 𝑥𝑖𝑖 , 𝑥𝑖𝑗 , 𝑥𝑗𝑖 , 𝑥𝑗𝑗.  Дана матриця 


проілюстрована в табл. 2.3. 


Таблиця 2.3.  


Матриця помилок для двох класів 


 Дійсні дані 


Р
ез


ул
ьт


ат
  


к
л
ас


и
ф


ік
у


в
ан


н
я
  Клас i Клас j 


Клас i 𝑥𝑖𝑖 𝑥𝑖𝑗 


Клас j 𝑥𝑗𝑖 𝑥𝑗𝑗 


 


По аналогії з матрицею помилок для бінарного класифікування, можна 


розглядати  𝑥𝑖𝑖 як значення tp (true positive), 𝑥𝑖𝑗 - fp (false positive), 𝑥𝑗𝑖 як значення tn (true 


negative), 𝑥𝑖𝑗 - fp (false negative). Але на відміну від бінарного класифікування в даному 


випадку обидва класи мають однакову цінність, тому умовно негативні та позитивні 


значення класифікування мають розглядатися лише як значення різних класів. Таким 


чином, табл. 2.4 зображує отриману матрицю помилок. 
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Таблиця 2.4. 


Матриця помилок для двох класів 


 Дійсні дані 


Р
ез


ул
ьт


ат
  


к
л
ас


и
ф


ік
у


в
ан


н
я
  Клас i Клас j 


Клас i tp fp 


Клас j fn tn 


 


Далі для отриманої матриці помилок можна розрахувати значення показників 


чутливості (sensitivity) та специфічності (specificity) (Starovoitov & Golub, 2020). 


Значення чутливості розраховується за наступною формулою: 


𝑠𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡𝑦 =
𝑡𝑝


𝑡𝑝+𝑓𝑛
=


𝑥𝑖𝑖


𝑥𝑖𝑖+𝑥𝑗𝑖
. 


Розрахунок значення специфічності проводиться за формулою нижче: 


𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑡𝑦 =
𝑡𝑛


𝑡𝑛+𝑓𝑝
=


𝑥𝑗𝑗


𝑥𝑗𝑗+𝑥𝑖𝑗
. 


Отримані значення чутливості та специфічності дозволяють враховувати і tp, і tn 


як два рівноцінних класи, що є необхідним, так як дана пара класів не може розглядатися 


як об’єкт та фон. Також, при оцінці розділимості варто зважати на дисбаланс кількості 


сигнатур в  класах. Беручи до уваги вищеописане, показник розділимості двох класів 


(Separability index of training samples pair) 𝑺𝑰𝑻𝑺𝒑𝒂𝒊𝒓 доцільно розраховувати як середнє 


арифметичне показників чутливості та специфічності: 


𝑺𝑰𝑻𝑺𝒑𝒂𝒊𝒓  =
𝑠𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡𝑦+𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑡𝑦


2
=  


𝑡𝑝
𝑡𝑝+𝑓𝑛


+
𝑡𝑛


𝑡𝑛+𝑓𝑝


2
=


𝑥𝑖𝑖
𝑥𝑖𝑖+𝑥𝑗𝑖


+
𝑥𝑗𝑗


𝑥𝑗𝑗+𝑥𝑖𝑗


2
.   (2.5) 


Підставивши формулу розрахунку елемента стандартної матриці помилок (2.3) до 


формули (2.5), буде отримана наступна рівність:   
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𝑺𝑰𝑻𝑺𝒑𝒂𝒊𝒓 =


∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑖}|
|𝑇𝑆𝑖|


𝑘=1


∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑖}|
|𝑇𝑆𝑖|


𝑘=1
+∑ |{𝑡𝑗𝑘 ∈ 𝑇𝑆𝑗| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑗𝑘 )) = 𝑝𝑖}|


|𝑇𝑆𝑗|


𝑘=1


2
+


∑ |{𝑡𝑗𝑘 ∈ 𝑇𝑆𝑗| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑗𝑘 )) = 𝑝𝑗}|
|𝑇𝑆𝑗|


𝑘=1


∑ |{𝑡𝑗𝑘 ∈ 𝑇𝑆𝑗| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑗𝑘 )) = 𝑝𝑗}|
|𝑇𝑆𝑗|


𝑘=1
+∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑗}|


|𝑇𝑆𝑖|


𝑘=1


2
.   (2.6) 


Підставивши формулу розрахунку елемента модифікованої матриці помилок (2.4) до 


формули (2.5), буде отримана наступна рівність:   


𝑺𝑰𝑻𝑺𝒑𝒂𝒊𝒓 =


∑ 𝑝𝑖 ∈𝑓(𝑇𝑆,𝑡𝑖𝑘 )
|𝑇𝑆𝑖|
𝑘=1


∑ 𝑝𝑖 ∈𝑓(𝑇𝑆,𝑡𝑖𝑘 )
|𝑇𝑆𝑖|
𝑘=1


+∑ 𝑝𝑖 ∈𝑓(𝑇𝑆,𝑡𝑗𝑘 )
|𝑇𝑆𝑗|


𝑘=1


+
∑ 𝑝𝑗 ∈𝑓(𝑇𝑆,𝑡𝑗𝑘 )


|𝑇𝑆𝑗|


𝑘=1


∑ 𝑝𝑗 ∈𝑓(𝑇𝑆,𝑡𝑗𝑘 )
|𝑇𝑆𝑗|


𝑘=1
+∑ 𝑝𝑗 ∈𝑓(𝑇𝑆,𝑡𝑖𝑘 )


|𝑇𝑆𝑖|
𝑘=1


2
. (2.7) 


Таким чином, формули (2.6) та (2.7) дозволяють розрахувати індекс розділимості двох 


класів навчальної вибірки без попередньої побудови матриці помилок стандартної та 


модифікованої відповідно. 


Даний індекс розділимості двох класів навчальної вибірки на основі середнього 


арифметичного показників чутливості та специфічності дає чисельну оцінку 


розділимості сигнатур розглянутих  класів. Значення даного індексу лежать в інтервалі 


від 0 до 1. При цьому, значення 0 показує, що вибірка розглянутої пари класів повністю 


змішана (всі сигнатури класифікуються неправильно), а значення 1 відповідає вибірці, в 


якій сигнатури розглянутої пари класів не перетинаються та повністю розділимі (всі 


сигнатури класифікуються правильно).  


2.3.3.2. Індекс розділимості навчальної вибірки на основі загальної точності 


класифікації 


Загальна точність класифікації є найбільш поширеним показником точності 


класифікування. Головною перевагою даного показника є простота розрахунку. В той 


час, як значним недоліком є висока чутливість до дисбалансу кількості елементів 


кожного класу. 
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Значення загальної точності класифікації розраховується як частка від ділення 


суми діагональних елементів матриці помилок на загальну кількість прокласифікованих 


елементів. Якщо прийняти, що 𝑥𝑖𝑗 – це елемент матриці помилок як стандартної, так і 


модифікованої з використанням розподілу ймовірностей, тоді формула розрахунку 


індексу розділимості на основі загальної точності класифікації 𝑺𝑰𝑻𝑺𝑶𝑨 (Separability index 


of training samples by overall accuracy) матиме наступний вигляд: 


𝑺𝑰𝑻𝑺𝑶𝑨 =
∑ 𝑥𝑖𝑖


𝑵
𝒊=𝟏


|𝑻𝑺|
.        (2.6) 


Повертаючись до загальної формули контрольованого класифікування без 


врахування розподілу ймовірностей (2.3), значення 𝑺𝑰𝑻𝑺𝑶𝑨 може бути розраховано за 


наступною формулою: 


𝑺𝑰𝑻𝑺𝑶𝑨 =
∑ ∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑖}|


|𝑇𝑆𝑖|


𝑘=1
𝑵
𝒊=𝟏


|𝑻𝑺|
. 


При розрахунку 𝑺𝑰𝑻𝑺𝑶𝑨 з врахуванням розподілу ймовірностей використовується 


формула (2.4), тоді індекс розділимості навчальної вибірки на основі загальної точності 


класифікації матиме такий вигляд: 


𝑺𝑰𝑻𝑺𝑶𝑨 =
∑ ∑ 𝑝𝑖 ∈𝑓(𝑇𝑆,𝑡𝑖𝑘 )


|𝑇𝑆𝑖|


𝑘=1
𝑵
𝒊=𝟏


|𝑻𝑺|
. 


Розроблений індекс дає чисельну оцінку розділимості набору навчальної вибірки. 


Значення даного індексу лежать в інтервалі від 0 до 1. При цьому, значення 0 показує, 


що вибірка повністю змішана, а значення 1 відповідає вибірці, сигнатури різних класів 


якої не перетинаються, тобто є повністю розділимими. Таким чином, можна зробити 


висновок, що чим вище значення індексу, тим більш придатною для використання у 


класифікуванні аерокосмічних зображень є дана вибірка. 


2.3.3.3. Індекс розділимості навчальної вибірки на основі каппа індексу 


В залежності від задачі класифікування кількість елементів кожного з класів серед 


об’єктів класифікування може бути різною. Таким чином, пропорційний розподіл 


об’єктів кожного класу та пропорційний розподіл сигнатур серед вибірок класів також 
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не завжди співпадають. При оцінці точності класифікування у випадку, коли присутній 


дисбаланс між елементами класів, прийнято розраховувати каппа-індекс. Таким чином, 


для отримання загального індексу розділимості навчальної вибірки каппа-індекс 


розраховується для матриці помилок, яка була отримана на попередньому кроці. 


Якщо прийняти, що 𝑥𝑖𝑗 – це елемент матриці помилок як стандартної, так і 


модифікованої з використанням розподілу ймовірностей, тоді формула розрахунку 


індексу розділимості на каппа-індексу  𝑺𝑰𝑻𝑺𝑲𝑰 (Separability index of training samples by 


Kappa index) матиме наступний вигляд: 


𝑺𝑰𝑻𝑺𝑲𝑰 =
|𝑻𝑺|∗∑ 𝑥𝑖𝑖


𝑵
𝒊=𝟏 −∑ (∑ 𝑥𝑖𝑗∗𝑵


𝒋=𝟏
𝑵
𝒊=𝟏 ∑ 𝑥𝑗𝑖)


𝑵
𝒋=𝟏


|𝑻𝑺|𝟐−∑ (∑ 𝑥𝑖𝑗∗𝑵
𝒋=𝟏


𝑵
𝒊=𝟏 ∑ 𝑥𝑗𝑖)


𝑵
𝒋=𝟏


. 


Підставивши загальну формулу контрольованого класифікування без врахування 


розподілу ймовірностей (2.3), значення 𝑺𝑰𝑻𝑺𝑲𝑰 може бути розраховано за наступною 


формулою: 


𝑺𝑰𝑻𝑺𝑲𝑰 =
|𝑻𝑺|∗∑ ∑ ∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑖}|


|𝑇𝑆𝑖|
𝑘=1


𝑵
𝒊=𝟏


𝑵
𝒊=𝟏


|𝑻𝑺|𝟐−∑ (∑ ∑ ∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑖}|
|𝑇𝑆𝑖|


𝑘=1
𝑵
𝒊=𝟏 ∗𝑵


𝒋=𝟏
𝑵
𝒊=𝟏 ∑ ∑ ∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑖}|


|𝑇𝑆𝑖|


𝑘=1
𝑵
𝒊=𝟏 )𝑵


𝒋=𝟏


−


−
∑ (∑ ∑ ∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑖}|


|𝑇𝑆𝑖|
𝑘=1


𝑵
𝒊=𝟏 ∗𝑵


𝒋=𝟏
𝑵
𝒊=𝟏 ∑ ∑ ∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑖}|


|𝑇𝑆𝑖|
𝑘=1


𝑵
𝒊=𝟏 )𝑵


𝒋=𝟏


|𝑻𝑺|𝟐−∑ (∑ ∑ ∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑖}|
|𝑇𝑆𝑖|


𝑘=1
𝑵
𝒊=𝟏 ∗𝑵


𝒋=𝟏
𝑵
𝒊=𝟏 ∑ ∑ ∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑖}|


|𝑇𝑆𝑖|


𝑘=1
𝑵
𝒊=𝟏 )𝑵


𝒋=𝟏


.  


При розрахунку 𝑺𝑰𝑻𝑺𝑲𝑰 з врахуванням розподілу ймовірностей використовується 


формула (2.4), тоді індекс розділимості навчальної вибірки на основі загальної точності 


класифікації матиме такий вигляд: 


𝑺𝑰𝑻𝑺𝑲𝑰 =
|𝑻𝑺|∗∑ ∑ 𝑝𝑖∈𝑓(𝑇𝑆,𝑡𝑖𝑘 )


|𝑇𝑆𝑖|


𝑘=1
𝑵
𝒊=𝟏 −∑ (∑ ∑ 𝑝𝑗 ∈𝑓(𝑇𝑆,𝑡𝑖𝑘 )


|𝑇𝑆𝑖|


𝑘=1 ∗𝑵
𝒋=𝟏


𝑵
𝒊=𝟏 ∑ ∑ 𝑝𝑖 ∈𝑓(𝑇𝑆,𝑡𝑗𝑘 )


|𝑇𝑆𝑗|


𝑘=1 )𝑵
𝒋=𝟏


|𝑻𝑺|𝟐−∑ (∑ ∑ 𝑝𝑗 ∈𝑓(𝑇𝑆,𝑡𝑖𝑘 )
|𝑇𝑆𝑖|


𝑘=1 ∗𝑵
𝒋=𝟏


𝑵
𝒊=𝟏 ∑ ∑ 𝑝𝑖 ∈𝑓(𝑇𝑆,𝑡𝑗𝑘 )


|𝑇𝑆𝑗|


𝑘=1 )𝑵
𝒋=𝟏


. 


Аналогічно до індексу на основі загальної точності класифікації, даний індекс також 


дає чисельну оцінку розділимості набору навчальної вибірки. Значення даного індексу 


лежать від 0 до 1.  
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Висновки до другого розділу 


1. Обґрунтовано форму представлення даних для класифікування у вигляді куба 


геопросторових даних. Розглянуто такі джерела даних, як оптичні та радарні 


зображення, отримані з аеро- та космічних систем знімання, а також продукти, одержані 


на їхній основі, а саме індексні зображення та контекстні дані (геоморфологічні дані 


цифрових моделей рельєфу, просторові розподіли біофізичних параметрів, фенологічні 


метрики) та текстурні дані.   


2. Представлено шаблони даних під наступні тематичні задачі: класифікування лісів, 


водно-болотних угідь та урбанізованих або індустріальних територій. Таким чином, при 


вирішенні однією з вказаних тематичних задач доцільним є вибір розглянутих наборів 


даних для подальшого класифікування. 


3. На основі центроїдних методів неконтрольованого класифікування розроблено 


два методи кластеризації навчальної вибірки, а саме: 1) метод формування навчальної 


вибірки з кластерів початкових класів; 2) метод формування навчальної вибірки з 


центрів кластерів початкових класів. 


4. Розроблено метод оцінювання розділимості навчальної вибірки. Детально описано 


алгоритм методу оцінювання розділимості як двох окремих класів навчальної вибірки, 


так і всього набору в цілому. Оцінювання розділимості двох класів навчальної вибірки 


базується на розрахунку середнього арифметичного показників чутливості та 


специфічності. Оцінювання розділимості всього набору навчальної вибірки виконується 


на основі або показника загальної точності класифікації, або капа-індексу. 


5. Розроблені в розділі методи є основою для створення методики класифікування 


об’єктів на аеро- та космічних зображеннях в умовах низької розділимості 


розпізнавальних ознак. Розробка даної методики описана в розділі 3. 
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РОЗДІЛ 3 


РОЗРОБКА МЕТОДИКИ КЛАСИФІКУВАННЯ ОБ’ЄКТІВ НА АЕРО- ТА 


КОСМІЧНИХ ЗОБРАЖЕННЯХ В УМОВАХ НИЗЬКОЇ РОЗДІЛИМОСТІ 


РОЗПІЗНАВАЛЬНИХ ОЗНАК 


 


Розроблена методика класифікування об’єктів на аеро- та космічних зображеннях 


в умовах низької розділимості розпізнавальних ознак (Андреєв, 2023) має дві гілки 


застосування, як вказано на рис. 3.1. Спільним в них є те, що обидві націлені на 


підвищення розділимості навчальної вибірки.  


 


Рис. 3.1 Блок-схема алгоритму методики класифікування об’єктів на аеро- та 


космічних зображеннях в умовах низької розділимості розпізнавальних ознак 
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Перша гілка полягає в застосуванні способу зменшення розмірності навчальної 


вибірки, друга – в застосуванні способу кластеризації навчальної вибірки. Кожна з них 


може бути застосована при будь-яких вхідних даних, проте доцільним при виборі гілки 


є оцінювання об’єму даних. У випадку, коли експерт вважає, що об’єм даних є 


надлишковим (наприклад, перевищує наявні обчислювальні ресурси), то більш 


доцільним є зменшення розмірності навчальної вибірки. В протилежному випадку, коли 


експерт вважає, що кількість шарів вхідного куба геопросторових даних не є 


надлишковою, то обирається кластеризація навчальної вибірки. 


3.1. Спосіб зменшення розмірності навчальної вибірки 


Вхідний куб геопросторових даних, який використовується для класифікування, 


при певних задачах може складатися з великої кількості шарів. Серед основних проблем, 


які спричинені надлишковим об’ємом куба геопросторових даних, можна виділити дві 


(Li et al., 2022). По-перше, використання великої кількості шарів куба геопросторових 


даних потребує більше обчислювальних ресурсів. По-друге, так як сигнатури навчальної 


вибірки визначені в кожному з шарів куба геопросторових даних, то розділимість 


навчальної вибірки, як і достовірність класифікування в цілому, може бути знижена, 


якщо присутні шари або неправильно створені, або не є актуальними для обраної 


тематичної задачі.  


Вирішенням вказаних проблем вбачається зменшення розмірності навчальної 


вибірки та куба геопросторових даних в цілому(Luo et al., 2020, Huang et al., 2019). Окрім 


зменшення розмірності, відбувається і підвищення розділимості навчальної вибірки. 


Застосування даного способу є процедурою оптимізації, в якій цільовою функцією 


розглядається показник, що визначає розділимість навчальної вибірки, а саме – 


загальний індекс розділимості навчальної вибірки. Алгоритм розрахунку даного 


показника детально описано в п. 2.3. Таким чином, задачу даної оптимізаційної 


процедури можна описати як пошук куба з найменшою кількістю шарів, при яких 
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відповідна навчальна вибірка досягає найвищого значення загального індексу 


розділимості серед усіх інших кубів та їхніх відповідних наборів навчальної вибірки. 


Блок-схему алгоритму способу зменшення розмірності навчальної вибірки 


зображено на рис. 3.2.  


 


Рис. 3.2. Блок-схема алгоритму способу зменшення розмірності навчальної 


вибірки 


 


Як показано на даній блок-схемі, даний алгоритм є ітеративною процедурою. На 


кожній ітерації шляхом відкидання від поточного куба по одному шару формується 


набір кубів. Кількість новоутворених кубів рівна кількості шарів поточного куба. Далі 


визначається той куб, який має найвище значення загального індексу розділимості 
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навчальної вибірки, сигнатури якої визначені в кожному з шарів даного куба. Якщо 


поточне значення індексу розділимості не нижче за те, що було отримане на попередній 


ітерації, то цикл переходить до наступної ітерації, вже розкладаючи куб, який отриманий 


на цій ітерації. В іншому випадку, процедура зупиняється і оптимальним буде вважатися 


той куб геопросторових даних, який був отриманий на попередній ітерації. Також 


ітеративна процедура завершиться, якщо на даній ітерації отримано куб геопросторових 


даних, який містить тільки один шар. 


Для детального опису алгоритму способу зменшення розмірності навчальної 


нижче буде введено початкові дані та їхні характеристики.  


Нехай початковий куб геопросторових даних має наступний вигляд: 


𝐶𝐺𝐷𝑖𝑛𝑖𝑡𝑖𝑎𝑙 = {𝐿1, 𝐿2, … , 𝐿𝑁}, 


де 𝐿𝑖-це і-й шар куба геопросторових даних, N-кількість шарів, що входять до 


початкового куба геопросторових даних. 


Тоді, як показано на рис. 3.2, спочатку розраховується значення загального індексу 


розділимості початкової навчальної вибірки, яка має сигнатури, що визначені в кожному 


з шарів початкового куба геопросторових даних. Нехай це значення відповідає змінній 


𝑆𝐼𝑇𝑆𝑖𝑛𝑖𝑡𝑖𝑎𝑙. 


Присвоїмо отримані вище значення змінним, які відповідають оптимальному 


набору шарів куба геопросторових даних та значенню загального індексу розділимості 


відповідної навчальної вибірки. Таким чином, маємо: 


𝐶𝐺𝐷𝑜𝑝𝑡𝑖𝑚𝑎𝑙 ≔ 𝐶𝐺𝐷𝑖𝑛𝑖𝑡𝑖𝑎𝑙  


𝑆𝐼𝑇𝑆𝑜𝑝𝑡𝑖𝑚𝑎𝑙 ≔ 𝑆𝐼𝑇𝑆𝑖𝑛𝑖𝑡𝑖𝑎𝑙 


Далі виконується ітеративна процедура, під час якої на кожній ітерації 


виконуються описані нижче кроки. 


Крок 1. На і-й ітерації поточний куб геопросторових даних 𝐶𝐺𝐷𝑜𝑝𝑡𝑖𝑚𝑎𝑙, що 


складається з N-(i-1) растрових шарів, розкладається на N-(і-1) кубів геопросторових 


даних. Кожен з новоутворених кубів отримується шляхом відкидання з поточного куба 
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одного з растрових шарів. Тоді кожен з новоутворених кубів геопросторових даних 


матиме наступний вигляд: 


𝐶𝐺𝐷1
′ = 𝐶𝐺𝐷 − {𝐿1} = {𝐿2, 𝐿3, … , 𝐿𝑁−(𝑖−1)}, 


𝐶𝐺𝐷2
′ = 𝐶𝐺𝐷 − {𝐿2} = {𝐿1, 𝐿3 … , 𝐿𝑁−(𝑖−1)}, 


… 


𝐶𝐺𝐷𝑁−(𝑖−1)
′ = 𝐶𝐺𝐷 − {𝐿𝑁−(𝑖−1)} = {𝐿1, … , 𝐿𝑁−(𝑖−1)−1}. 


Очевидно, що кожен з отриманих кубів буде містити N-i шарів Отже, 


справедливим є наступне: 


|𝐶𝐺𝐷1
′| = |𝐶𝐺𝐷2


′ | = ⋯ = |𝐶𝐺𝐷𝑁−(𝑖−1)
′ | = 𝑁 − 𝑖. 


Таким чином, утворені куби геопросторових даних можна записати у вигляді 


наступної множини: 


𝐶 = {𝐶𝐺𝐷1
′ , 𝐶𝐺𝐷2


′ , … , 𝐶𝐺𝐷𝑁−(𝑖−1)
′ }. 


Крок 2. Для кожного з новоутворених кубів геопросторових даних розраховується 


значення загального індексу розділимості навчальної вибірки, сигнатури якої визначені 


в кожному з шарів даного куба. Тоді, значення загального індексу розділимості для 


певного куба 𝐶𝐺𝐷𝑡
′ буде позначатися як 𝑆𝐼𝑇𝑆𝑡


′. Таким чином, буде отримано множину, 


яка містить значення загального індексу розділимості для кожного з новоутворених 


кубів геопросторових даних: 


𝑆 = {𝑆𝐼𝑇𝑆1,
′ 𝑆𝐼𝑇𝑆2


′ , … , 𝑆𝐼𝑇𝑆𝑁−(𝑖−1)
′ }. 


Крок 3. Серед отриманих кубів геопросторових даних обирається той, який має 


найвище значення загального індексу розділимості навчальної вибірки серед інших. 


Такий куб буде позначено як 𝐶𝐺𝐷𝑖. Обраний куб можна виразити наступним чином: 


𝐶𝐺𝐷𝑖 = {𝐶𝐺𝐷𝑡
′ ∈ 𝐶|𝑆𝐼𝑇𝑆𝑡


′ = max{𝑆}}. 


Значення індексу розділимості навчальної вибірки, отриманої з куба 𝐶𝐺𝐷𝑖, 


позначається як 𝑆𝐼𝑇𝑆𝑖. 
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Крок 4. Порівнюються значення змінних 𝑆𝐼𝑇𝑆𝑖 та 𝑆𝐼𝑇𝑆𝑜𝑝𝑡𝑖𝑚𝑎𝑙. Розглядаються два 


варіанти: 


1) якщо 𝑆𝐼𝑇𝑆𝑖 < 𝑆𝐼𝑇𝑆𝑜𝑝𝑡𝑖𝑚𝑎𝑙, то виконання алгоритму оптимізації куба 


геопросторових даних завершується, а подальші кроки ігноруються. Оптимальним 


кубом геопросторових даних буде той, що отриманий на попередній ітерації, а саме - 


𝐶𝐺𝐷𝑜𝑝𝑡𝑖𝑚𝑎𝑙. Відповідно, загальний індекс розділимості навчальної вибірки, сигнатури 


якої визначені в кожному з шарів оптимального куба геопросторових даних, має 


значення 𝑆𝐼𝑇𝑆𝑜𝑝𝑡𝑖𝑚𝑎𝑙. 


2) якщо 𝑆𝐼𝑇𝑆𝑖 ≥ 𝑆𝐼𝑇𝑆𝑜𝑝𝑡𝑖𝑚𝑎𝑙, то змінній 𝑆𝐼𝑇𝑆𝑜𝑝𝑡𝑖𝑚𝑎𝑙 присвоюється значення 


змінної 𝑆𝐼𝑇𝑆𝑖, тобто: 


𝑆𝐼𝑇𝑆𝑖 ≔ 𝑆𝐼𝑇𝑆𝑜𝑝𝑡𝑖𝑚𝑎𝑙. 


Крок 5. На даному кроці, як і на попередньому, також розглядаються два варіанти: 


1) якщо кількість шарів отриманого куба геопросторових даних 𝐶𝐺𝐷𝑜𝑝𝑡𝑖𝑚𝑎𝑙 


дорівнює 1, тобто: 


|𝐶𝐺𝐷𝑜𝑝𝑡𝑖𝑚𝑎𝑙| = 1, 


то виконання алгоритму оптимізації куба геопросторових даних завершується. 


Оптимальним кубом геопросторових даних буде той, що отриманий на поточній ітерації, 


а саме -  𝐶𝐺𝐷𝑜𝑝𝑡𝑖𝑚𝑎𝑙. Відповідно, значення загального індексу розділимості навчальної 


вибірки, сигнатури якої визначені в кожному з шарів оптимального куба геопросторових 


даних, - 𝑆𝐼𝑇𝑆𝑜𝑝𝑡𝑖𝑚𝑎𝑙. 


2) якщо кількість шарів отриманого куба геопросторових даних 𝐶𝐺𝐷𝑜𝑝𝑡𝑖𝑚𝑎𝑙 більше 


1, тобто: 


|𝐶𝐺𝐷𝑜𝑝𝑡𝑖𝑚𝑎𝑙| > 1, 


то починається нова ітерація і знову виконуються дії, що вказані на кроці 1. 
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За умови, що було виконано всі N-1 ітерації, загальна кількість розглянутих кубів 


геопросторових даних разом з початковим може бути розрахована за наступною 


формулою:  


𝑃𝑜𝑝𝑡𝑖 = 1 + ∑  


𝑁−1


𝑖=1


𝑖!


(𝑖 − 1)! (𝑖 − (𝑖 − 1))!
= 1 + ∑  


𝑁−1


𝑖=1


𝑖!


(𝑖 − 1)! (1)!
== 1 + ∑  


𝑁−1


𝑖=1


𝑖!


(𝑖 − 1)!


= 1 + ∑  


𝑁−1


𝑖=1


𝑖 = ∑  


𝑁


𝑖=1


𝑖 


Результатом описаної процедури оптимізації буде куб геопросторових даних з 


таким набором шарів, при якому досягається найвище значення індексу розділимості 


навчальної вибірки серед усіх інших розглянутих наборів. Саме такі куб 


геопростопрових даних та відповідна навчальна вибірка будуть використані в 


подальшому класифікуванні. 


3.2. Спосіб кластеризації навчальної вибірки 


Кластеризація набору навчальної вибірки здійснюється для підвищення 


розділимості сигнатур різних класів даного набору. Так як розроблений спосіб при 


кластеризації розглядає центроїдні методи (Omran et al., 2007), то мету застосування 


даної гілки можна визначити як пошук оптимальної кількості кластерів для кожного з 


класів навчальної вибірки. Такий пошук є задачею оптимізації, в якій цільовою 


функцією є загальний індекс розділимості навчальної вибірки, алгоритм розрахунку 


якого детально описано в п. 2.3. Обраний показник дає кількісну оцінку розділимості 


між сигнатурами різних класів. Таким чином, кількість кластерів для кожного з класів 


навчальної вибірки є оптимальною за умови, що відповідний кластеризований набір 


навчальної вибірки матиме найвище серед усіх інших наборів значення загального 


індексу розділимості навчальної вибірки.  


Алгоритм кластеризації навчальної вибірки зображено на блок-схемі (рис. 3.3). Як 


показано на даній блок-схемі, якщо значення загального індексу розділимості 
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початкового набору навчальної вибірки дорівнює своєму абсолютному максимуму, а 


саме 1, то даний набір вже є оптимальним, тому кластеризація проводитися не буде. В 


іншому випадку оптимізація полягатиме в ітеративному пошуку оптимального числа 


кластерів для тих пар, які мають найнижче значення індексу розділимості двох класів 


𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟. Серед умов зупинки оптимізації можна виділити досягнення значення 1 


загального індексу розділимості набору навчальної вибірки на будь-якому кроці. Також, 


поточне число кластерів для кожного з класів навчальної вибірки буде вважатися 


оптимальним в тому випадку, якщо при пошуку оптимальної кількості кластерів для всіх 


поспіль пар класів не було жодного підвищення загального індексу розділимості. 


 


Рис. 3.3. Блок-схема алгоритму способу кластеризації навчальної вибірки 
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Для детального опису даного алгоритму спочатку буде введено вхідні дані та їхні 


початкові характеристики. 


Нехай початковий набір навчальної вибірки – 𝑇𝑆, тоді: 


𝑇𝑆 = {𝑡𝑠1,  𝑡𝑠2, … , 𝑡𝑠𝑁 }, 


де 𝑡𝑠𝑖- вибірка i–го класу, N-загальна кількість класів. 


Перед процедурою кластеризації навчальної вибірки необхідно визначити 


кількість кластерів для вибірки кожного з класів. Нехай такий параметр задається 


множиною С, тоді: 


𝐶 = {𝑐1, 𝑐2, … , 𝑐𝑁}, 


де с𝑖- кількість кластерів вибірки i-го класу 𝑡𝑠𝑖.  


Перед початком кластеризації вибірка кожного з класів умовно має по одному 


кластеру, тоді: 


𝑐1 = 𝑐2, = ⋯ = 𝑐𝑁 = 1. 


Таким чином: 


𝐶 = {𝑐1, 𝑐2, … , 𝑐𝑁} = {1,1, … , 1}. 


Тоді, навчальна вибірка 𝑇𝑆𝐶, яка отримана після процедури кластеризації 


навчальної вибірки 𝑇𝑆 з заданою кількістю кластерів C, може бути представлена так:  


𝑇𝑆𝐶 = 𝐶𝐿(𝑇𝑆, 𝐶), 


де 𝐶𝐿(𝑇𝑆, 𝐶)- функція кластеризації, аргументами якої є набір навчальної вибірки 𝑇𝑆 та 


кількість кластерів для кожного з класів навчальної вибірки 𝐶. 


На початку розраховується загальний індекс розділимості навчальної вибірки для 


початкового набору навчальної вибірки 𝑇𝑆. Нехай це буде значення 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙. 


Далі розраховуються значення індексу розділимості кожних двох класів, таким 


чином буде отримано множину, яка складається з таких значень. 


𝑃𝐴𝐼𝑅𝑆 = {𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟1,2, 𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟1,3, … , 𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟𝑁−1,𝑁}, 


де 𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟𝑖,𝑗 - індекс розділимості класів i та j , причому i,j ∈ 1, 𝑁̅̅ ̅̅ ̅, 𝑖 ≠ 𝑗.  


Очевидно наступне: 
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𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟𝑖,𝑗= 𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟𝑗,𝑖. 


Тому лише або 𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟𝑖,𝑗, або 𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟𝑗,𝑖 входить до множини PAIRS, тобто: 


{𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟𝑖,𝑗, 𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟𝑗,𝑖} ∉ PAIRS. 


Таким чином, загальну кількість індексів розділимості двох класів, що входять до 


множини PAIRS, можна розрахувати за наступною формулою: 


|𝑃𝐴𝐼𝑅𝑆| =
𝑁!


(𝑁−2)!2!
=


𝑁(𝑁−1)(𝑁−2)!


(𝑁−2)!2!
=


𝑁(𝑁−1)


2∗1
=


𝑁(𝑁−1)


2
. 


Далі проводиться ітеративна процедура вибору оптимальної кількості кластерів 


для вибірки кожного з класів. 


Крок 1. Обираються два класи, значення індексу розділимості яких найнижче 


серед інших, які визначені множиною PAIRS. Ці два класи можна записати наступним 


чином: 


{𝑡, 𝑘 ∈ 1, 𝑁̅̅ ̅̅ ̅, 𝑡 ≠ 𝑘|𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟 𝑡,𝑘 = min(𝑃𝐴𝐼𝑅𝑆)}. 


Так як значення індексу розділимості цієї пари класів є найнижчим серед всіх 


інших пар класів, то це також свідчить про те, що ці класи найбільше перетинаються 


серед інших. 


Крок 2. На цьому кроці відбувається пошук оптимальної кількості кластерів для 


пари класів t та k, що була обрана на попередньому кроці. Алгоритм даної процедури 


представлено у вигляді циклу на рис. 3.4. 
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Рис. 3.4. Блок-схема алгоритму пошуку оптимальної кількості кластерів для двох 


класів 


 


Виконання кожної ітерації даного циклу полягає в кроках, що описані нижче: 


Крок 2.1. З множини С, яка визначає кількість кластерів для вибірки кожного з 


класів, утворюється дві множини шляхом збільшення кількості кластерів вибірки класу 


t та k на 1. Таким чином: 


𝐶𝑡 = {𝑐1, 𝑐2, … , 𝑐𝑡 + 1, … , 𝑐𝑁}, 


𝐶𝑘 = {𝑐1, 𝑐2, … , 𝑐𝑘 + 1, … , 𝑐𝑁}. 
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Крок 2.2. Паралельно проводяться дві процедури кластеризації навчальної вибірки 


з кількістю кластерів 𝐶𝑡 та 𝐶𝑘: 


𝑇𝑆𝐶𝑡
= 𝐶𝐿(𝑇𝑆, 𝐶𝑡), 


де 𝑇𝑆𝐶𝑡
- навчальна вибірка, яка отримана після процедури кластеризації початкової 


навчальної вибірки 𝑇𝑆 з заданою кількістю кластерів 𝐶𝑡. 


𝑇𝑆𝐶𝑘
= 𝐶𝐿(𝑇𝑆, 𝐶𝑘), 


де 𝑇𝑆𝐶𝑘
- навчальна вибірка, яка отримана після процедури кластеризації початкової 


навчальної вибірки 𝑇𝑆 з заданою кількістю кластерів 𝐶𝑘. 


Крок 2.3. Розраховуються значення загального індексу розділимості для 


кластеризованих наборів навчальної вибірки  𝑇𝑆𝐶𝑡
 та 𝑇𝑆𝐶𝑘


. Їхні значення будуть 


позначені як 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑡
 та 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑘


 відповідно. 


Крок 2.4. Серед отриманих кластеризованих наборів навчальної вибірки 𝑇𝑆𝐶𝑡
 та 


𝑇𝑆𝐶𝑘
 визначається той, що має найвище значення загального індексу розділимості. 


Нехай такий набір буде позначено як 𝑇𝑆𝐶𝑢
, тоді має виконуватися наступна умова: 


{𝑢 ∈ {𝑡, 𝑘}|𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑢
= max(𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑡


, 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑘
)} 


З цього слідує, що найвищим значення загального індексу розділимості навчальної 


вибірки серед 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑡
 та 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑘


 є 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑢
, 𝐶𝑢 𝑇𝑆𝐶𝑢


- відповідно кількість 


кластерів та кластеризований набір навчальної вибірки, при якій досягається значення 


загального індексу розділимості 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑇𝑆𝑢
. 


Крок 2.5. На цьому кроці розглядаються три випадки: 


1) якщо 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙  ≥ 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑢
, то ітеративна процедура пошуку оптимальної 


кількості кластерів для пари класів t та k, що почата на кроці 2, зупиняється і далі 


виконуються дії, що вказані на кроці 3; 


2) якщо 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙 < 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑢
< 1, то 𝐶 і 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙 присвоюються значення 


𝐶𝑢 та 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑢
 ,  тобто: 


𝐶: = 𝐶𝑢 = {𝑐1, 𝑐2, … , 𝑐𝑢 + 1, … , 𝑐𝑁}, 
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𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙 ∶= 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑢
, 


після чого починається нова ітерація процедури пошуку оптимальної кількості кластерів 


для пари класів t та k, що почата на кроці 2, і виконуються дії, що вказані на кроці 2.1; 


3) якщо 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑢
= 1, то 𝐶 і 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙 присвоюються значення 𝐶𝑢 та 


𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑢
 відповідно, після чого алгоритм вибору оптимальної кількості кластерів 


завершується, так як кластеризований набір навчальної вибірки, що отримано на цій 


ітерації, вже досяг максимального значення загального індексу розділимості навчальної 


вибірки.  


Крок 3. Розраховуються значення індексу розділимості кожних двох класів, окрім 


пари класів t та k. Причому, для розрахунку використовується кластеризована навчальна 


вибірка 𝑇𝑆𝐶𝑡
. Після цього множині 𝑃𝐴𝐼𝑅𝑆 присвоюються елементи, значення яких 


розраховані вище як індекси розділимості. Справедливо відмітити, що для отриманої 


множини виконується наступне твердження: 


{𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟𝑡,𝑘} ∉𝑃𝐴𝐼𝑅𝑆. 


Далі алгоритм кластеризації навчальної вибірки починається з нової ітерації, 


виконуючи дії, що вказані кроці 1, але з використанням отриманої на цьому кроці 


множини 𝑃𝐴𝐼𝑅𝑆. 


Результатом виконання описаних вище кроків буде множина оптимальної 


кількості кластерів для кожного з класів навчальної вибірки C. Нехай ця множина буде 


позначена як 𝐶𝑜𝑝𝑡𝑖𝑚𝑎𝑙. Кластеризований набір навчальної вибірки з заданою кількістю 


кластерів 𝐶𝑜𝑝𝑡𝑖𝑚𝑎𝑙 буде мати наступний вигляд: 


𝑇𝑆𝐶𝑜𝑝𝑡𝑖𝑚𝑎𝑙
= 𝐶𝐿(𝑇𝑆, 𝐶𝑜𝑝𝑡𝑖𝑚𝑎𝑙). 


Так як кожен кластер вибірки класу розглядається як окремий клас, то загальна 


кількість класів отриманої кластеризованої навчальної вибірки розраховуватиметься 


наступним чином: 


|𝑇𝑆𝐶𝑜𝑝𝑡𝑖𝑚𝑎𝑙
| = ∑ 𝐶𝑜𝑝𝑡𝑖𝑚𝑎𝑙𝑖


N
𝑖=1 . 
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Отже, кластеризований набір навчальної вибірки 𝑇𝑆𝐶𝑜𝑝𝑡𝑖𝑚𝑎𝑙
 є оптимальним, так як 


має найвище значення загального індексу розділимості навчальної вибірки серед інших 


розглянутих кластеризованих наборів. Тому саме цей набір буде використаний при 


подальшому класифікуванні. 


Висновки до третього розділу 


1. Розроблено методику, яка складається з двох гілок застосування: спосіб 


зменшення розмірності навчальної вибірки та спосіб кластеризації навчальної вибірки.  


2. Розроблений спосіб зменшення розмірності навчальної вибірки 


розглядається як оптимізаційна процедура. Її метою є зменшення розмірності вхідного 


куба геопросторових даних. Як було вказано в п. 1.2, розмірність вхідного куба співпадає 


з розмірністю навчальної вибірки. Також, дана процедура направлена на підвищення 


розділимості навчальної вибірки. В даному випадку, набір навчальної вибірки та куб 


геопросторових даних будуть вважатися оптимальними, якщо вони будуть мати 


найвищу розділимість розпізнавальних ознак при найменшій розмірності серед усіх 


інших наборів. Цільовою функцією даної оптимізаційної процедури визначено 


загальний індекс розділимості навчальної вибірки. Розрахунок даного показника 


описано в п. 2.3. Детально описано алгоритм застосування зменшення розмірності 


навчальної вибірки.  


3. Розроблений спосіб кластеризації навчальної вибірки застосовується для 


підвищення розділимості класів даного набору. Дану процедуру можна визначити як 


оптимізаційну, яка націлена на пошук такої кількості кластерів для кожного класу 


навчальної вибірки, при яких буде досягатися найвища розділимість розпізнавальних 


ознак. Цільовою функцією визначено загальний індекс розділимості навчальної вибірки. 


Розрахунок даного показника описано в п. 2.3. Детально описано алгоритм застосування 


даної процедури.  


4. Таким чином, раніше розроблені та представлені в другому розділі 


принципи формування куба геопросторових даних, методи кластеризації навчальної 
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вибірки та метод оцінювання розділимості навчальної вибірки поєднано в методику 


класифікування об’єктів на аеро- та космічних зображеннях в умовах низької 


розділимості розпізнавальних ознак.   
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РОЗДІЛ 4 


ЕКСПЕРИМЕНТАЛЬНЕ ДОСЛІДЖЕННЯ ЕФЕКТИВНОСТІ РОЗРОБЛЕНОЇ 


МЕТОДИКИ КЛАСИФІКУВАННЯ ОБ’ЄКТІВ НА АЕРО- ТА КОСМІЧНИХ 


ЗОБРАЖЕННЯХ В УМОВАХ НИЗЬКОЇ РОЗДІЛИМОСТІ РОЗПІЗНАВАЛЬНИХ 


ОЗНАК 


 


В рамках експериментального дослідження ефективності розробленої методики 


класифікування об’єктів на аеро- та космічних зображеннях розглянуто три задачі: 


класифікування боліт, класифікування загальних типів земного покриву та 


розпізнавання мін.  


До задачі класифікування боліт було застосовано окремо як спосіб зменшення 


розмірності навчальної вибірки, так і спосіб кластеризації навчальної вибірки. Таким 


чином, з задачею класифікування боліт було проведено два експерименти. До задач 


класифікування загальних типів земного покриву та розпізнавання мін було застосовано 


тільки спосіб кластеризації навчальної вибірки.  


Отже, всього було проведено чотири експерименти. Кожен з описаних 


експериментів полягав в проведенні класифікування до та після застосування 


розробленої методики. Після цього проведено оцінку достовірності отриманих 


класифікацій та їх порівняння. 


4.1. Застосування розробленої методики до задачі класифікування боліт 


Для перевірки ефективності способу зменшення розмірності навчальної вибірки 


та способу кластеризації навчальної вибірки у вигляді двох окремих експериментів їх 


було застосовано до задачі класифікування боліт. Тестовим полігоном обрано Шацький 


контрольно-калібрувальний полігон ДЗЗ.  


При проведенні даних експериментів використано різні вхідні дані для 


класифікування. Для перевірки способу зменшення розмірності навчальної вибірки 


використано часовий ряд, який містив спектральні канали супутникових знімків 
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Sentinel-2 за три дати, відповідні спектральні індекси та допоміжні геоморфологічні 


параметри, обчислені за ЦМР. В той час, як при застосуванні способу кластеризації 


навчальної вибірки вхідні дані були обмежені спектральними каналами одного 


супутникового знімку Sentinel-2 без використання жодних додаткових даних. 


Для даної задачі класифікування обрано шість тематичних класів, а саме: болота, 


ліси, луки, водні об’єкти, штучні поверхні та інші землі. В обох прикладах для 


проведення класифікування використовується метод контрольованого класифікування 


відстань Махаланобіса. У випадку з застосуванням способу кластеризації навчальної 


вибірки застосовано метод формування навчальної вибірки з кластерів початкових 


класів. При цьому використано метод неконтрольованого класифікування К-Середніх. 


В кожному з прикладів практичного застосування отримано класифікації до та 


після застосування розробленої методики для того, аби їх порівняти та визначити 


ефективність розробленої методики. 


4.1.1. Територія дослідження 


Валідація та відлагодження розробленої методики здійснювалися в межах 


Шацького контрольно-калібрувального полігону ДЗЗ.  


Під таким полігоном розуміють визначену територію, що характеризує певні 


особливості регіону та включає типові для даної фізико-географічної зони ландшафтні 


умови, які можуть бути використані для завірково-калібрувальних робіт систем та даних 


ДЗЗ, а також для забезпечення наземного завірювання при вирішенні тематичних задач 


(Лялько та Попов, 2008). Полігон ДЗЗ включає основні типи земних покривів, що 


переважають у ландшафтній структурі регіону. В межах полігону вибираються тестові 


ділянки і тестові елементи, на яких ведуться періодичні польові спостереження, фізичні 


виміри, тощо (Лялько та ін., 2014). 


Шацький контрольно-калібрувальний полігон ДЗЗ було створено у 2007 році у 


межах Шацького національного природного парку (Лялько та ін., 2008), який є 


складовою частиною трансграничного біосферного резервату «Західне Полісся» 
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(https://en.unesco.org/biosphere/eu-na/west-polesie ). Він знаходиться на північному заході 


Волинській області України і належить до регіону Полісся, одного з найбільших у 


Європі болотно-озерно-лісових комплексів. Площа даного полігону становить 


489,77 км2 (Юрчук та Юрчук, 2010).  


Шацький полігон є елементом української мережі полігонів валідації 


супутникової продукції з 2007 року (Лялько та Попов, 2008). У період з 2007 по 2014 


роки на території полігону здійснювалися щорічні польові дослідження (Лялько та ін., 


2014). Понад 100 геоприв’язаних тестових ділянок було закладено в його межах для 


отримання вичерпної наземної завіркової інформації про репрезентативні ландшафти 


Поліського регіону (Лялько та ін., 2009). Усі ділянки створювалися та детально 


описувалися відповідно до вимог, сформульованих міжнародними експертами у галузі 


супутникових спостережень Землі, зокрема CEOS - Committee on Earth Observation 


Satellites (Teillet et al., 2007). Розташування та межі даного полігону зображено на рис. 


4.1. 


В рамках даного експерименту розглянутий полігон було обрано як територію 


дослідження через високу гетерогенність його природних ландшафтів. Під час 


класифікування подібних ландшафтів це часто призводить до суб’єктивності відібраних 


експертами класів та змішування навчальних вибірок, що власне і призводить до низькох 


розділимості розпізнавальних ознак.  


Шацький полігон включає типові для Західного Полісся екосистеми: лісові, 


болотні, озерні, та лучні. Його територія характеризується значною мозаїчністю земних 


покривів, зокрема рослинних біотопів, що обумовлена особливостями геоморфологічної 


будови території, специфікою ґрунтового покриву і гідрологічного режиму (Юрчук та 


Юрчук, 2010). 



https://en.unesco.org/biosphere/eu-na/west-polesie





113 


 


 


Рис. 4.1. Розташування та межі Шацького контрольно-калібрувального полігону ДЗЗ 


 


Найбільш поширеними на території полігону є лісові біотопи, серед яких 


переважають соснові, які формують у рельєфі класичний боровий комплекс від сухих 


лишайникових сосняків до заболочених сфагнових соснових лісів. Досить значними у 


лісовому покриві є вільшаники, невеликі ділянки яких розкидані по всій території по 


периферії боліт та у пониженнях. Березові ліси зустрічаються на місці корінних 


соснових лісів. Ділянки з більш багатими ґрунтами зайняті дубово-сосновими та 


грабово-дубовими лісами, проте вони займають незначні площі (Фіторізноманіття, 


2006).  


Основні масиви лучних біотопів прилягають до східної частини заплави Прип'яті. 


Невеликими ділянками трапляються вони і серед лісових масивів та на припіднятих 


ділянках навколо боліт. 


Характерною рисою території є велика кількість боліт. В міжозерних котловинах 


зосереджені як евтрофні (низинні), переважно осоково-гіпнові, так і мезотроні 


(перехідні) болота, зрідка трапляються оліготрофні (верхові) болота. Значна кількість 


озер, каналів та інших водойм зумовила суттєвий розвиток прибережно-водної 
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рослинності (Lyalko et al., 2010). Прибережна смуга зайнята переважно очеретом, а 


глибше, із збільшенням товщі води - кугою озерною. 


На території представлені як природні, так і трансформовані людською діяльністю 


екосистеми. На місці буреломів, вирубок, згарищ, незакріплених піщаних поверхонь 


насаджуються нові лісові масиви. На заболочених землях функціонують Копаєвська та 


Прип’ятська меліоративні системи.  


Частину земель займає агрокомплекс, що включає орні землі, пасовища, штучні 


ставки для риборозведення. та селитебний комплекс (включаючи с.м.т. Шацьк та ряд 


сіл) та  транспортну мережу. Розповсюджені об’єкти рекреації – будинки та бази 


відпочинку, санаторій, стоянки для туристів. 


4.1.2. Тематичні класи  


При проведенні даного експерименту було обрано 6 тематичних класів: штучні 


поверхні, луки, ліси, болота, водні об’єкти та інші землі. Опис кожного з класів 


представлено в табл. 4.1.  


Дані класи суттєво відрізнялися як за просторовою протяжністю, так і за 


гетерогенністю. Відносно невеликий клас включав різноманітні характеристики 


(наприклад, сільськогосподарські території), тоді як більший клас міг бути досить 


однорідним (наприклад, ліси). Тому кількість репрезентів вибірки кожного класу також 


є непропорційною. 


Для кожного з цих класів на території Шацького полігону відібрано відповідні 


еталонні ділянки з геопросторової бази даних Шацького полігону ДЗЗ, наявної у 


державної установи “Науковий центр аерокосмічних досліджень Землі Інституту 


геологічних наук Національної академії наук України”. Кожна еталонна ділянка бази має 


географічну прив’язку та детальний опис. 


У табл. 4.1 наведено назву та опис класів земних покривів, визначених для 


експерименту. 
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Таблиця 4.1 


Опис тематичних класів 


 


Оскільки в рамках даної задачі класифікування боліт було проведено два 


експерименти, то для кожного з них було відібрано окремий набір навчальної вибірки з 


різною кількістю сигнатур. Репрезенти кожного з класів відібрані в межах описаних 


тестових ділянок, які представляють еталони відповідного класу. 


4.1.3. Експериментальне дослідження ефективності застосування способу 


зменшення розмірності навчальної вибірки до задачі класифікування боліт 


4.1.3.1. Вхідні дані 


При застосуванні способу зменшення розмірності навчальної вибірки до задачі 


класифікування боліт було використано різночасові багатоспектральні супутникові 


Клас земної 


поверхні 
Опис 


Штучні 


поверхні 


житлова забудова, виробничі об’єкти, транспортна 


мережа, будівельні майданчики, сміттєзвалища 


Ліси листяні та хвойні ліси, лісосмуги, ділянки з деревним 


покривом понад 30% 


Луки природна трав'яниста рослинність, луки природного 


походження, пасовища, сіножаті 


Інші землі геологічні оголення, розріджена трав’яна рослинність, 


сільгоспугіддя - площі, зайняті під 


сільськогосподарськими культурами, а також рілля 


Водні об’єкти річки, озера, ставки, штучні водотоки, меліоративні канали 


Болота безлісні території торф'яних та перехідних боліт, евтрофні 


болота, прибережно-водна рослинність 
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знімки Sentinel-2 (Shurmer et al., 2018), відповідні спектральні індекси, обчислені на їхній 


основі, та допоміжні геоморфологічні параметри, обчислені за ЦМР. Саме ці дані 


сформували куб геопросторових даних, який був об’єктом класифікування у визначеній 


тематичній задачі.  


Супутникові знімки Sentinel-2 було обрано за три дати (07.04.2018, 12.05.2018 та 


01.06.2018) з мінімальною або відсутньою хмарністю (рис 4.2). Дати обиралися за різні 


етапи вегетаційного періоду і відображають особливості сезонного розвитку рослинного 


покриву.  


   


а) б) в) 


Рис. 4.2. Фрагменти супутникових знімків Sentinel-2 на територію дослідження за 


а) 7 квітня 2018 р., б) 15 травня 2018 р., та в) 1 червня 2018 р. Комбінація каналів - 


R:В11, G:B8, B:B4 – псевдо-натуральні кольори 


 


Кожен вхідний знімок Sentinel-2 містить 13 спектральних каналів. На етапі 


попередньої обробки, для кожного знімка було проведено атмосферну корекцію для 


усунення впливу атмосфери та обчислення значень пікселів, що відповідають відбиттю 


на поверхні (bottom of atmosphere). Під час цієї процедури, 3 канали (B1, B9 і B10), які 


враховують вплив аерозолів і водяної пари на відбивну здатність, вилучаються. Також, 


усі канали кожного зі знімків були приведені до однієї просторової розрізненості, а саме 


– 10 м. Далі для кожного зі знімків було розраховано повний набір індексів 


міжканальних нормалізованих різниць. Для розрахунку таких індексів використовується 


наступна формула: 
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𝑁𝐷𝐼 =
𝑏𝑖−𝑏𝑗


𝑏𝑖+𝑏𝑗
, 𝑖 ≠ 𝑗, 


де 𝑏𝑖- і-й канал знімка. 


Таким чином, для кожного знімка розраховано 45 таких індексів, загалом для 


трьох знімків число індексів сягає 135. Деякі з них зображено на рис. 4.3. 


  


а) б) 


  


в) г) 


Рис. 4.3. Фрагменти зображень індексів: а) – NDVI, б) – GNDVI, в) – NDWI-G, г) 


– NDWI-NIR 


 


Дані про геоморфологічні особливості місцевості, зокрема, висоту над рівнем 


моря та похил, обчислено за ЦМР ALOS PALSAR, потім їхні значення було 
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нормалізовано (рис. 4.4). Просторова розрізненість продукту ЦМР ALOS PALSAR 


становить 12,5 м.  


 


 


а) б) 


Рис. 4.4. Фрагменти зображень а) висоти над рівнем моря та б) похилу місцевості 


території дослідження, обчислених за ЦМР ALOS PALSAR 


 


Для утворення єдиного куба геопросторових даних всі вищеописані дані повинні 


бути просторово-регуляризовані, що передбачає приведення всіх шарів до однакових 


значень просторової розрізненості, картографічної проєкції та розміру. З огляду на це, 


всі шари було приведено до просторової розрізненості 10 м, трансформовано в 


універсальну поперечну проєкцію Меркатора, зона 34N (EPSG:32634) та змінено розмір 


таким чином, щоб всі шари лежали в межах території дослідження, що становить 2284 x 


1554 пікселів. 


Отже, вхідний куб геопросторових даних містив 167 просторово-регуляризованих 


растрових шарів: 30 спектральних каналів трьох різночасових супутникових знімків 


Sentinel-2, 135 відповідних спектральних індексів та 2 растрових шари 


геоморфологічних параметрів. Таким чином, розмір сформованого куба - 


167 х 2284 x 1554 пікселів.  


Формування набору навчальної вибірки виконується з еталонних ділянок, кожна з 


яких знаходиться на території Шацького полігону та відмічена GPS координатами. 
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Отже, для кожного з класів відібрано певну кількість репрезентів в межах еталонних 


ділянок, а саме: для класу штучні поверхні – 319 точок, ліси – 2311, луки – 634, інші 


землі- 887, водні об’єкти – 634 та інші землі – 1687. В кожній з цих точок було отримано 


сигнатури відповідного класу. Дані сигнатури визначені в кожному зі 167 шарів 


отриманого куба геопросторових даних.  


4.1.3.2. Застосування способу зменшення розмірності набору навчальної 


вибірки 


Для зменшення розмірності отриманих куба геопросторових даних та 


відповідного набору навчальної вибірки використовується спосіб, що описаний в п. 3.1. 


Для даного способу ключовим є оцінювання розділимості навчальної вибірки. Для цього 


розроблено відповідний методи, який описаний в п. 2.3.  


В даному експерименті з представлених в п. 2.3 критеріїв розділимості обрано 


загальний індекс розділимості на основі загальної точності класифікації, алгоритм 


розрахунку якого описаний в п 2.3.3.2. Розрахунок обраного індексу передбачає 


застосування метода контрольованого класифікування, який відповідає тому, що буде 


застосовано в подальшому класифікуванні, а саме – відстань Махаланобіса. Ще одним 


з етапів оцінювання розділимості навчальної вибірки є вибір матриці помилок, в даному 


випадку обрано стандартну матрицю помилок. 


Таким чином, проведено оцінювання розділимості початкового набору навчальної 


вибірки. Значення індексу розділимості на основі загальної точності класифікації 0.9991, 


виявлено шість неправильно класифікованих сигнатур. 


Далі, згідно з алгоритмом способу зменшення розмірності навчальної вибірки 


було проведено ітеративну процедуру пошуку набору шарів куба геопросторових даних, 


при якому значення індексу розділимості є найвищим серед інших розглянутих кубів. 


Набір навчальної вибірки, який відповідає знайденому оптимальному кубу 


геопросторових даних, мав значення загального індексу розділимості на основі загальної 
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точності класифікації 0.9998. При цьому, лише одна сигнатура була класифікована 


неправильно.  


Власне оптимальний куб геопросторових даних містив 57 шарів, серед них: 5 


спектральних каналів Sentinel 2 (2 канали знімка за 12 травня 2018 року та 3 канали 


знімка за 1 червня 2018 року), 51 спектральний індекс (4 – за 7 квітня 2018 року, 16 – за 


12 травня, 31 – за 1 червня) та 1 растровий шар, що містить значення висоти над рівнем 


моря.  


4.1.3.3. Проведення класифікувань 


Для оцінки ефективності методики було проведено два класифікування. Перше 


класифікування проведено з початковими кубом геопросторових даних та набором 


навчальної вибірки, друге – з оптимізованим кубом геопросторових даних та навчальної 


вибіркою, сигнатури якої визначені в кожному шарі цього куба. Обидва класифікування 


виконані з використанням методу відстань Махаланобіса. Також, вони мали однаковий 


набір класів земної поверхні: штучні поверхні, ліси, луки, болота, водні об’єкти та інші 


землі. Результат класифікування з використанням початкового куба геопросторових 


даних та легенда класів представлені на рис.4.5. 
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Рис. 4.5. Класифікація з використанням початкового куба геопросторових даних 


 


За даними отриманої класифікації для кожного класу розраховано кількість 


пікселів, що були до нього віднесені. Клас ‘штучні поверхні’ – 98401 пікселів, ‘ліси’ -  


1776771, ‘луки’ – 549060, ‘інші землі’ – 172392, ‘водні об’єкти’ – 550510, ‘болота’ – 


402202.  


Аналогічно було отримано класифікацію з використанням набору навчальної вибірки, 


який був отриманий після оптимізації куба геопросторових даних. Отриманий результат 


зображено на рис. 4.6. 







122 


 


 


 


Рис. 4.6. Класифікація з використанням оптимізованого куба геопросторових даних 


 


Для даної класифікації було розраховано кількість пікселів кожного класу: 


‘штучні поверхні’ – 73119 пікселів, ‘ліси’ -  1718360, ‘луки’ – 689076 , ‘інші землі’ – 


126696, ‘водні об’єкти’ – 562772, ‘болота’ – 379313.  


 


4.1.3.4. Валідація отриманих класифікацій 


Для вибору верифікаційних точок використано багатошаровий стратифікований 


метод вибірки (Popov, 2007). Було визначено кількість точок для класу, до якого було 


віднесено найменше пікселів після проведення класифікування. Така кількість 


становить 10 пікселів. Далі, підібравши пропорційно кількість верифікаційних точок для 


кожного класу, було відібрано 429 точок для класифікації, яка отримана до оптимізації 


куба геопросторових даних, та 583 точок для тієї, що отримана після оптимізації куба 


геопросторових даних. 
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Після цього, отримані точки були співставленні з отриманими класифікаціями. В 


якості основного джерела довідкових даних для верифікації були використані 


супутникові зображення високої просторової розрізненості (QuickBird), доступні в 


Google Earth TM за 2018 рік.  


За результатами проведеного завірювання для обох класифікацій було побудовано 


матриці помилок, які дозволяють визначити такі характеристики, як загальна точність 


(OA), капа-індекс, точність виробника (PA) і точність користувача (UA). 


В табл. 4.2 представлено матрицю помилок для класифікації, яка отримана з 


використанням початкового набору навчальної вибірки. 


Для класу “штучні поверхні” точність користувача становить 70%, а точність 


виробника – 78%. Для класу “ліси” точність користувача становить 98%, а точність 


виробника – 94%. Для класу “луки” точність користувача становить 78%, а точність 


виробника –89%. Для класу “інші землі” точність користувача становить 95%, а точність 


виробника – 64%. Для класу “водні об’єкти” точність користувача та точність виробника 


рівні - 100%. Для класу “болота” точність користувача становить 65%, а точність 


виробника – 90%. Загальна точність класифікації, що отримана з використанням 


початкового набору навчальної вибірки, становить 91%. Значення капа-індексу 


становить 87%. 


 


 


 


 


 


 


 


 


Таблиця 4.2 
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Матриця помилок для класифікації, яка отримана до оптимізації куба 


геопросторових даних 


 Дійсні дані  


Р
ез


у
л
ьт


ат
  


к
л
ас


и
ф


ік
у


в
ан


н
я
 


 1 2 3 4 5 6 Точність 


користувача 


1. Штучні поверхні 7 0 0 3 0 0 0,7 


2. Ліси 0 235 0 4 0 0 0,98 


3. Луки 0 11 49 0 0 3 0,78 


4. Інші землі 1 0 0 18 0 0 0,95 


5. Водні об’єкти 0 0 0 0 55 0 1 


6. Болота 1 5 6 3 0 28 0,65 


 Точність 


виробника 0,78 0,94 0,89 0,64 1 0,9 


 


 


Аналогічну матрицю помилок (табл. 4.3) було побудовано для класифікації, яка 


отримана з використанням оптимізованого набору навчальної вибірки  


Таблиця 4.3 


Матриця помилок для класифікації, яка отримана після оптимізації куба 


геопросторових даних 


 Дійсні дані  


Р
ез


у
л
ьт


ат
  


к
л
ас


и
ф


ік
у


в
ан


н
я
 


 1 2 3 4 5 6 Точність 


користувача 


1. Штучні поверхні 4 0 0 5 0 1 0,4 


2. Ліси 1 312 3 0 0 1 0,98 


3. Луки 1 11 89 0 0 4 0,85 


4. Інші землі 0 0 2 15 0 2 0,79 


5. Водні об’єкти 0 0 0 0 76 0 1 


6. Болота 0 0 9 2 0 45 0,80 


 Точність 


виробника 0,67 0,97 0,86 0,68 1 0,85 
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Аналогічні до попередньої матриці помилок показники можна встановити і для 


отриманої матриці помилок. Для класу “штучні поверхні” точність користувача 


становить 40%, а точність виробника – 67%. Для класу “ліси” точність користувача 


становить 98%, а точність виробника – 97%. Для класу “луки” точність користувача 


становить 85%, а точність виробника – 86%. Для класу “інші землі” точність користувача 


становить 79%, а точність виробника – 68%. Для класу “водні об’єкти” точність 


користувача та точність виробника мають однакові значення - 100%. Для класу “болота” 


точність користувача становить 80%, а точність виробника – 85%. Загальна точність 


класифікації, що отримана з оптимізованого набору навчальної вибірки, становить 93%. 


Значення капа-індексу становить 89%. 


4.1.3.5. Аналіз отриманих результатів 


Порівняння отриманих класифікацій здійснюється за показниками, 


розрахованими за матрицями помилок.  


Якщо виконувати порівняння не в цілому, а окремо для кожного з класів, тоді 


доречно використати значення точності користувача та точності виробника. Згідно з 


розрахованими матрицями помилок, клас “штучні поверхні” після оптимізації куба 


геопросторових даних має зниження на 30% значення точності користувача, а саме з 


70% до 40%. У той же час точність виробника знизилася на 11% - з 78% до 67%. У класі 


“ліси” значення точності користувача залишилося незмінним – 98%, а точність 


виробника підвищилася на 3% - з 94% до 97%. Клас “луки” демонструє зростання на 7% 


точності користувача (з 78% до 85%), але точність виробника впала на 3% (з 89% до 


86%). Клас “інші землі” –зниження точності користувача на 16% та зростання точності 


виробника на 4% (з 95% до 79% та з 64% до 68% відповідно). Значення точності 


користувача та точності виробника класу ”водні об’єкти”  залишилися незмінними 


(100%). Точність користувача класу “болота” зросла на 15% (з 65 % до 80%), а точність 


виробника впала на 5% (з 90% до 85%). 
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Враховуючи, що тематичною задачею є класифікація боліт, то саме на цьому класі 


треба акцентувати увагу. Тому, окрім розглянутих показників, наведено порівняння двох 


фрагментів отриманих класифікацій.  


Одна з проблем, яка виникла при класифікації, це віднесення пікселів, які за 


завірковими даними є класами “водні об’єкти” та “болота”, до класів “штучні поверхні” 


та “інші землі”. Це відображено на фрагменті класифікацій на прикладі прибережної 


зони (рис. 4.7). Проте, після оптимізації куба геопросторових даних зазначена проблема 


класифікації зникає. 


 


Рис. 4.7. Фрагменти класифікації до оптимізації куба геопросторових даних (а) та 


класифікації після оптимізації куба геопросторових даних (б) 


 


Також, під час класифікації, болота  розташовані неподалік прибережної зони, 


помилково відносилися до класів “ліси” та “луки”. Дана проблема продемонстрована на 


рис. 4.8. Як помітно, після проведення оптимізації куба геопросторових даних цю 


проблемо вдалося вирішити, так як пікселі, що представляють болота, більше не 


класифікувалися неправильно як класи “ліси” та “луки” в наведеному фрагменті. 
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Рис. 4.8. Фрагменти класифікації до оптимізації куба геопросторових даних (а) та 


класифікації після оптимізації куба геопросторових даних (б) 


 


Проте, для порівняння точності класифікації в цілому, а не за окремими класами, 


використовуються значення загальної точності класифікації та капа-індексу. Після 


оптимізації куба геопросторових даних кожен з зазначених показників має приріст 2% -  


загальна точність зросла з 91% до 93%, а капа-індекс – з 87% до 89.  


Виходячи з вищенаведеного, однозначно не можна говорити про суттєве 


підвищення достовірності класифікування, якщо розглядати окремо показники точності 


користувача та точності виробника. Проте, було наведено фрагменти класифікацій, де 


показано локальні покращення класу “болота”, який є основним згідно з визначеною 


тематичною задачею. Якщо розглядати класифікацію в цілому, то класифікація після 


оптимізації куба геопросторових даних має підвищення точності згідно з показниками 


загальної точності та капа-індексу. 
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4.1.4. Експериментальне дослідження ефективності застосування способу 


кластеризації навчальної вибірки до задачі класифікування боліт 


4.1.4.1. Вхідні дані 


При застосуванні способу кластеризації навчальної вибірки до задачі 


класифікування боліт було використано один багатоспектральний знімок Sentinel-2 за 1 


червня 2018 року (рис. 4.9).  


 


Рис. 4.9. Фрагмент супутникового знімка Sentinel-2 на територію дослідження за 1 


червня 2018 р. Комбінація каналів - R:В11, G:B8, B:B4 – псевдо-натуральні кольори 


 


Аналогічно до попереднього експерименту, під час атмосферної корекції було 


відкинуто три канали (B1, B9 і B10), які враховують вплив аерозолів і водяної пари на 


відбивну здатність. Потім всі канали було приведено до однієї просторової 


розрізненості, а саме – 10 м. Розміри знімка змінено так, щоб він знаходився в межах 


території дослідження. Таким чином, розміри знімка склали 2284 x 1554 пікселів. 


Враховуючи, що було залучено лише один знімок з 10 спектральними каналами, можна 


визначити вхідні дані для цього експерименту як куб геопросторових даних, що має 


розмір 10 х 2284 x 1554. 


Набір навчальної вибірки формувався з еталонних ділянок, кожна з яких 


знаходиться на території Шацького полігону та відмічена GPS координатами. Отже, для 







129 


 


кожного з класів відібрано певну кількість точок в межах еталонних ділянок, а саме: для 


класу штучні поверхні - 370 точок, луки – 544, ліси – 611, болота- 438, водні об’єкти – 


403 та інші землі – 313. В кожній з цих точок було отримано сигнатури відповідного 


класу. Дані сигнатури визначені в кожному з 10 каналів отриманого куба 


геопросторових даних.  


4.1.4.2. Застосування способу кластеризації навчальної вибірки  


Для підвищення розділимості отриманого набору навчальної вибірки до нього 


було застосовано спосіб кластеризації навчальної вибірки, алгоритм якого описано в п. 


3.2. Даний спосіб полягає в виборі оптимального набору навчальної вибірки, яким 


вважатиметься той, що матиме найвище значення розділимості серед інших розглянутих 


наборів. Методом кластеризації навчальної вибірки обрано метод формування 


навчальної вибірки з кластерів початкових класів, алгоритм якого описано в п. 2.2.1. Для 


кластеризації навчальної вибірки застосовано метод неконтрольованого класифікування 


К-Середніх. Для оцінювання розділимості застосовано метод, який описано в п. 2.3.  


Аналогічно до попереднього експерименту як критерій розділимості навчальної 


вибірки обрано загальний індекс розділимості на основі загальної точності 


класифікації, алгоритм розрахунку якого описаний в п. 2.3.3.2. Методом 


контрольованого класифікування також обрано відстань Махаланобіса. Для розрахунку 


індексу розділимості обрано стандартну матрицю помилок.  


Спочатку було проведено оцінювання розділимості початкового набору 


навчальної вибірки. Значення індексу розділимості на основі загальної точності 


класифікації – 0.9212, виявлено 211 неправильно класифікованих сигнатур. 


Далі, згідно з алгоритмом способу кластеризації навчальної вибірки було 


проведено ітеративну процедуру пошуку оптимального набору навчальної вибірки, при 


якому значення індексу розділимості є найвищим серед розглянутих. Отриманий 


оптимальний набір навчальної вибірки мав значення загального індексу розділимості на 


основі загальної точності класифікації 0.9903, що на 0.0691 вище ніж до кластеризації 
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навчальної вибірки. При цьому, 26 сигнатур були класифіковані неправильно, що на 185 


менше, ніж до кластеризації навчальної вибірки. Встановлено оптимальну кількість 


кластерів для класів штучні поверхні, ліси, луки, інші землі, водні об’єкти та болота, а 


саме: 10, 3, 1, 4, 4 та 6 відповідно. 


4.1.4.3. Проведення класифікувань 


Для оцінки ефективності методики було проведено два класифікування. Перше - з 


початковими набором навчальної вибірки, друге – з кластеризованим (оптимальним) 


набором навчальної вибіркою. Обидва класифікування виконані з використанням 


контрольованого методу відстань Махаланобіса. Також, вони мали однакові класи: 


штучні поверхні, луки, ліси, болота, водні об’єкти та інші землі. Результат 


класифікування, яке проводилося з використанням початкового набору навчальної 


вибірки, представлений на рис.4.10. 


 


 


Рис. 4.10. Класифікація з початковим набором навчальної вибірки з відповідною 


легендою класів 
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За даними отриманої класифікації для кожного класу розраховано кількість 


пікселів, що були до нього віднесені. Клас ‘штучні поверхні’ – 44048 пікселів, ‘ліси’ -  


1789204, ‘луки’ – 477309, ‘інші землі’ – 107992, ‘водні об’єкти’ – 580466, ‘болота’ – 


550317.  


Аналогічно було проведено класифікування з використанням набору навчальної 


вибірки, який був отриманий після кластеризації. Отриманий результат зображено на 


рис. 4.11 


 


 


Рис. 4.11. Класифікація з кластеризованим набором навчальної вибірки з відповідною 


легендою класів 


 


Для даної класифікації було розраховано кількість пікселів кожного класу: 


‘штучні поверхні’ – 89905 пікселів, ‘ліси’ -  1832402, ‘луки’ – 347318, ‘інші землі’ – 


106647, ‘водні об’єкти’ – 563993, ‘болота’ – 609071.  
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4.1.4.4. Валідація отриманих класифікацій 


Для вибору верифікаційних точок використано багатошаровий стратифікований 


метод вибірки, як і в попередньому експерименті. Таким чином, для кожної класифікації 


було відібрано 355 верифікаційних точок, що становить 0,01% від загальної кількості 


пікселів карти класифікації. 


Далі отримані точки були співставленні з даними класифікації. В якості основного 


джерела довідкових даних для верифікації були використані супутникові зображення 


високої просторової роздільної здатності (QuickBird), доступні в Google Earth TM за 


2018 рік.  


За результатами проведеного завірювання для обох класифікацій було побудовано 


матриці помилок, які дозволяють визначити такі характеристики, як загальна точність 


(OA), каппа-індекс, точність виробника (PA) і точність користувача (UA). 


В табл. 4.4 представлено матрицю помилок для класифікації, яка отримана з 


використанням початкового набору навчальної вибірки. 


Згідно з отриманою матрицею помилок, можна встановити точність користувача, 


точність виробника для кожного з класів, а також – загальну точність класифікації та 


капа-індекс. Для класу “штучні поверхні” точність користувача становить 50%, а 


точність виробника – 22%. Для класу “ліси” точність користувача становить 89%, а 


точність виробника – 83%. Для класу “луки” точність користувача становить 63%, а 


точність виробника –71%. Для класу “інші землі” точність користувача становить 91%, 


а точність виробника – 40%. Для класу “водні об’єкти” точність користувача становить 


97%, а точність виробника – 100%. Для класу “болота” точність користувача становить 


29%, а точність виробника – 52%. Загальна точність класифікації, що отримана з 


використанням початкового набору навчальної вибірки, становить 77%. Значення капа-


індексу становить 66%. 


Аналогічну матрицю помилок (табл. 4.5) було побудовано для класифікації, яка 


отримана з використанням кластеризованого набору навчальної вибірки. 







133 


 


Таблиця 4.4 


Матриця помилок для класифікації, яка отримана з використанням початкового 


набору навчальної вибірки 


 Дійсні дані  


Р
ез


у
л
ьт


ат
  


к
л
ас


и
ф


ік
у


в
ан


н
я
 


 1 2 3 4 5 6 Точність 


користувача 


1. Штучні  


поверхні 
2 0 0 2 0 0 


0,5 


2. Ліси 3 160 3 6 0 7 0,89 


3. Луки 2 8 30 2 0 6 0,63 


4. Інші землі 1 0 0 10 0 0 0,91 


5. Водні об’єкти 0 0 0 0 56 2 0,97 


6. Болота 1 24 9 5 0 16 0,29 


 Точність 


виробника 
0,22 0,83 0,71 0,04 1 0,52 


 


 


Таблиця 4.5 


Матриця помилок для класифікації, яка отримана з використанням 


кластеризованого набору навчальної вибірки. 


 Дійсні дані  


Р
ез


у
л
ьт


ат
  


к
л
ас


и
ф


ік
у


в
ан


н
я
 


 1 2 3 4 5 6 Точність 


користувача 


1. Штучні поверхні 6 0 0 3 0 0 0,67 


2. Ліси 1 168 6 6 0 2 0,92 


3. Луки 0 6 23 6 0 0 0,66 


4. Інші землі 0 0 0 11 0 0 1 


5. Водні об’єкти 0 0 0 0 55 1 0,98 


6. Болота 2 18 8 9 0 24 0,39 


 Точність 


виробника 
0,67 0,88 0,62 0,31 1 0,89 
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Аналогічні до попередньої матриці помилок показники можна встановити і для 


отриманої матриці помилок. Для класу “штучні поверхні” точність користувача 


становить 67%, а точність виробника – 67%. Для класу “ліси” точність користувача 


становить 92%, а точність виробника – 88%. Для класу “луки” точність користувача 


становить 66%, а точність виробника – 62%. Для класу “інші землі” точність користувача 


становить 100%, а точність виробника – 31%. Для класу “водні об’єкти” точність 


користувача становить 98%, а точність виробника – 100%. Для класу “болота” точність 


користувача становить 39%, а точність виробника – 89%. Загальна точність класифікації, 


що отримана з використанням кластеризованого набору навчальної вибірки, становить 


81%. Значення капа-індексу становить 71%. 


4.1.4.5. Аналіз отриманих результатів 


Порівняння отриманих класифікацій здійснюється за показниками, 


розрахованими за матрицями помилок.  


Якщо виконувати порівняння не в цілому, а окремо для кожного з класів, тоді 


використовуються значення точності користувача та точності виробника. Згідно з 


розрахованими матрицями помилок, клас “штучні поверхні”  має приріст після 


кластеризації на 17% значення точності користувача, а саме з 50% до 67%. Тоді як 


точність виробника підвищилася на 55% - з 22% до 67%. Щодо класу “ліси”: приріст 3% 


значення точності користувача, а саме з 89% до 92%, також є приріст точності виробника 


на 5%. Клас “луки” демонструє приріст на 3% точності користувача (з 63% до 66%), але 


в той же час точність виробника впала на 9% (з 71% до 62%). Клас “інші землі ” – приріст 


точності користувача на 9% та падіння точності виробника також на 9% (з 91% до 100% 


та з 71% до 62% відповідно). Точність користувача класу ”водні об’єкти”  зросла на 1% 


(з 97% до 98%), а точність виробника залишилася незмінною (100%). Точність 


користувача класу “болота” зросла на 10% (з 29% до 39%), а точність виробника зросла 


на 37% (з 52% до 89%). 
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Таким чином, всі класи мають приріст точності, окрім класів “луки” та “інші 


землі”, які мають зниження 9% точності виробника, але їхня точність користувача була 


підвищена. Найбільший приріст точності виробника відбувся в класах “штучні 


поверхні” та “болота” – на 55% та 37% відповідно - що є значним покращенням. 


Враховуючи, що тематичною задачею є класифікація боліт, то саме на цьому класі треба 


акцентувати увагу. Тому, окрім розглянутих показників, наведено порівняння 


фрагментів двох класифікацій ( рис. 4.12). На цих фрагментах чорним прямокутником 


виділено ділянку, де за завірковими даними знаходиться ліс, але до кластеризації 


переважна частина цієї ділянки була помилково класифікована як болота. Після 


кластеризації навчальної вибірки дана проблема частково усунена.  


 


Рис. 4.12. Фрагменти класифікації з початковою навчальною вибіркою (а) та 


класифікації з кластеризованою навчальною вибіркою (б) 


 


Проте, для порівняння точності класифікації в цілому, а не за окремими класами, 


використовуються значення загальної точності класифікації та капа-індексу. За 


показником загальної точності можна відмітити, що класифікація, яка отримана за 


допомогою кластеризованого набору навчальної вибірки, відносно класифікації, яка 


отримана за допомогою початкового набору навчальної вибірки, має приріст на 4% ( з 
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77% до 81%). Порівнюючи класифікації за капа-індексом, можна відмітити приріст на 


5% (з 66% до 71%). 


Отже, виходячи з вищенаведеного можна зробити висновок, що після проведення 


кластеризації навчальної вибірки достовірність класифікації зросла як в окремих класах 


( в першу чергу, болота), так і в цілому згідно з порівнянням значень загальної точності 


класифікацій та капа-індексу. 


4.2. Застосування розробленої методики до задачі розпізнавання мін 


Даний експеримент полягає в застосуванні способу кластеризації навчальної 


вибірки до задачі розпізнавання мін. При кластеризації навчальної вибірки обрано 


метод формування навчальної вибірки з центрів кластерів початкових класів. 


Дослідження проводилося на спеціально підготовленому полігоні. Для виконання 


експерименту використані дані багатоспектральної зйомки, що отримані з легкого 


квадрокоптера DJI Phantom 4 Multispectral.  


Алгоритм виконання аналогічного експерименту детально описано в (Popov et al., 


2022). Було проведено бінарне класифікування, де об’єктом були міни, а фоном - 


розріджена та пригнічена рослинність, під якою відсутні міни. При кластеризації 


навчальної вибірки використано метод неконтрольованого класифікування К-середніх. 


Власне розпізнавання мін проводилося з застосуванням методу контрольованого 


класифікування - логістична регресія. При цьому, використано метод рухомого 


середнього. Це зумовлено тим, що приблизний розмір об’єктів був відомий заздалегідь.  


Як і в попередньому експерименті, для встановлення ефективності розробленої 


методики проведено та порівняно між собою дві класифікації – до та після застосування 


розробленої методики.  


4.2.1. Територія дослідження 


Для експериментального застосування способу кластеризації навчальної вибірки 


до задачі розпізнавання мін використовувався спеціально підготовлений полігон. Дана 
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територія являє собою поле, на якому присутня розріджена та пригнічена рослинність. 


Також, на цьому полігоні були встановлені міни – деякі з них знаходились на поверхні 


землі, а деякі – заглиблені в ґрунт. Описаний полігон представлено на рис. 4.13.  


 


Рис. 4.13. Тестовий полігон 


 


Перед проведенням зйомки було встановлено погодні умови. Температура повітря 


становила 15 градусів Цельсія, відносна вологість - 61%, а швидкість вітру - 8 м/с. Час 


зйомки – 2 червня 2021 року о 13-00. 


4.2.2. Тематичні класи 


Експеримент з розпізнавання мін із застосуванням способу кластеризації 


навчальної вибірки передбачає проведення бінарного класифікування. Таким чином 


визначено два класи: об’єкт та фон. Об’єктом є міни, деякі з яких встановлені на 


поверхні землі, а деякі - заглиблені в ґрунт. Серед використаних мін: протипіхотні –


МОН-50, МОН-90, МОН-100, МОН-200; протитанкові – ТМ-62М, ТМ-62П. Фоном є 


розріджена та пригнічена рослинність, під якою відсутні міни. 
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На рис. 4.14 всередині червоного кола знаходяться міни, а все, що зовні цих кіл, – 


це пікселі, що належать до класу “фон”. 


 


Рис. 4.14. Розташування мін на тестовому полігоні 


4.2.3. Вхідні дані 


При застосуванні способу кластеризації навчальної вибірки до задачі 


розпізнавання мін були використані дані багатоспектральної зйомки, що отримані з 


легкого квадрокоптера DJI Phantom 4 Multispectral. Кожен отриманий знімок містить 5 


спектральних каналів: Blue (довжина хвилі - 450±16 нм), Green (560±16 нм), Red (650±16 


нм), Red Edge (730±16 нм) та NIR (840±26 нм). Просторова розрізненість кожного з них 


становить H/18,9 см, де H – висота польоту в сантиметрах.  


Після проведення зйомки території дослідження до отриманих даних необхідно 


застосувати процедуру калібрування. Дана процедура полягає в застосуванні до кожного 


пікселя отриманих каналів наступних арифметичних операцій: 


 


𝑥𝑖𝑗
′ =


𝑥𝑖𝑗−𝐵𝑙𝑎𝑐𝑘𝐶𝑢𝑟𝑟𝑒𝑛𝑡


𝐶𝑜𝑟𝑟𝑒𝑐𝑡𝑖𝑜𝑛
∗


𝑆𝑒𝑛𝑠𝑜𝑟𝐺𝑎𝑖𝑛∗𝑆𝑒𝑛𝑠𝑜𝑟𝐺𝑎𝑖𝑛𝐴𝑑𝑗𝑢𝑠𝑡𝑚𝑒𝑛𝑡


𝐸𝑥𝑝𝑜𝑠𝑢𝑟𝑒𝑇𝑖𝑚𝑒 ∗ 𝐼𝑟𝑟𝑎𝑑𝑖𝑎𝑛𝑐𝑒
, 
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де 𝑥𝑖𝑗- початкове значення j-го пікселя i-го каналу, 𝑥𝑖𝑗
′ - значення j-го пікселя i-го каналу 


після калібрування, BlackCurrent – нормалізований рівень чорного , Correction – 


коефіцієнт нормалізації, SensorGain – коефіцієнт підсилення сенсора, 


SensorGainAdjustment – коефіцієнт регулювання підсилення сенсора , ExposureTime – час 


експозиції , Irradiance – коефіцієнт енергетичної освітленності. 


Значення змінних BlackCurrent, Correction, SensorGain, SensorGainAdjustment, 


ExposureTime  та Irradiance  зберігаються в метаданих, що містяться в файлі зображення 


кожного каналу. Змінні BlackCurrent і Correction є сталими та мають значення 4096 та 


65535 відповідно. Інші змінні мають різні значення для кожного з каналів. 


Далі змінюються розміри каліброваних каналів, щоб вони охоплювали лише 


територію дослідження та мали однаковий розмір. Таким чином, розміри знімку склали 


1076 x 653 пікселів. Після цього формується куб геопросторових даних з отриманих 


каналів, які є просторово-регуляризованими. Враховуючи, що вхідний знімок має 5 


каналів, то розмір вхідного куба геопросторових даних – 5 х 1076 x 653. 


Формування набору навчальної вибірки виконується з еталонних точок, кожна з 


яких знаходиться на території полігону та відмічена GPS координатами. Для класу 


“об’єкт” відібрано 215 точок, а для класу “фон” – 416. В кожній з цих точок було 


отримано сигнатури відповідного класу, які містять значення в кожному з 5 каналів 


вхідного куба геопросторових даних.  


4.2.4. Застосування способу кластеризації навчальної вибірки 


При проведенні експерименту з розпізнавання мін застосовано спосіб 


кластеризації навчальної вибірки, алгоритм якого описано в п. 3.2. Власне для самої 


кластеризації обрано метод формування навчальної вибірки з центрів кластерів 


початкових класів, алгоритм якого описаний в п. 2.2.2. Такий вибір зумовлений тим, що 


при застосуванні даного методу кількість класів не змінюється, що дозволяє виконувати 


бінарне класифікування. Методом неконтрольованого класифікування для кластеризації 


навчальної вибірки обрано метод К-Середніх. 
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Далі необхідно обрати критерій розділимості навчальної вибірки. Як і для 


попередніх експериментів, критерієм обрано загальний індекс розділимості на основі 


загальної точності класифікації, алгоритм розрахунку якого наведено в п. 2.3.3.2. 


Методом контрольованого класифікування обрано логістичну регресію, яка буде 


використана як для оцінювання розділимості навчальної вибірки, так і для подальшого 


класифікування в рамках даного експерименту. Для виконання етапу оцінювання 


розділимості, на якому відбувається побудова матриці помилок для оцінки точності 


класифікації, обрано модифіковану  матрицю помилок з використанням розподілу 


ймовірностей.  


Таким чином, спочатку проведено оцінювання розділимості початкового набору 


навчальної вибірки. Отримане значення індексу розділимості початкового набору 


навчальної вибірки – 0.79.  


Далі згідно з алгоритмом способу кластеризації навчальної вибірки було 


проведено ітеративну процедуру пошуку набору кластерів, при якому значення індексу 


розділимості буде найвищим серед розглянутих. Виявлено, що оптимальна кількість 


кластерів - 176 та 5 для класів фон та міни відповідно. Саме при цій комбінації кластерів 


досягається найвище значення індексу розділимості навчальної вибірки серед усіх 


розглянутих варіантів. Такий набір навчальної вибірки має значення індексу 


розділимості – 0.91. Таким чином, значення індексу розділимості підвищилося на 0.12 


відносно початкового набору навчальної вибірки. 


4.2.5. Проведення класифікувань 


Для порівняння наборів навчальної вибірки до та після кластеризації було 


проведено відповідні процедури класифікування з використанням методу логістичної 


регресії. Також, вони мали однакові класи: об’єкт (міни) та фон. Результат 


класифікування з використанням початкового набору навчальної вибірки представлено 


на рис.4.15. 
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Рис. 4.15. Класифікація з початковим набором навчальної вибірки 


 


В кожному пікселі отриманої класифікації (рис. 4.3) є значення ймовірності його 


приналежності до класу “міни”. Таким чином, чим світлішим є колір пікселя, тим вище 


ймовірність його приналежності до класу “міни”. 


Аналогічно було проведено класифікування з використанням набору навчальної 


вибірки, який був отриманий після кластеризації. Отриманий результат зображено на 


рис. 4.16. 


 


Рис. 4.16. Класифікація з кластеризованим набором навчальної вибірки 
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Враховуючи, що форма та приблизний розмір об’єкта заздалегідь відомі, то для 


збільшення контрасту між фоном та об’єктами доцільним є проведення фільтрації 


методом рухомого середнього (Piwowar & LeDrew, 2002). Дана процедура проводиться 


для усереднення значень всередині групи пікселів, які, в даному випадку, обмежені 


колом, радіус якого становить 10 пікселів - що зумовлено приблизним розміром мін.  


Таким чином, після застосування фільтрації методом рухомого середнього до 


класифікації з початковим набором навчальної вибірки було отримано класифікацію, яка 


зображена на рис. 4.17. 


 


Рис. 4.17. Класифікація з початковим набором навчальної вибірки після застосування 


фільтрації методом рухомого середнього 


 


Аналогічно було застосовано рухоме середнє до класифікації, яка була отримана з 


використанням кластеризованого набору навчальної вибірки. Дана класифікація 


зображена на рис. 4.18. 
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Рис. 4.18. Класифікація з початковим набором навчальної вибірки після застосування 


фільтрації методом рухомого середнього 


 


4.2.6. Порівняння отриманих класифікацій 


Для порівняння отриманих класифікацій було створено завіркову карту 


класифікації (рис. 4.19), в якій кожному пікселі було присвоєно значення ймовірності 1 


або 0, якщо піксель належить до класу “міни” чи класу “фон” відповідно. 


 


Рис. 4.19. Завіркова карта класифікації 
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Далі було оцінено кореляцію завіркової карти класифікації окремо з 


класифікацією, що отримана з початковим набором навчальної вибірки, та 


класифікацією, що отримана з кластеризованим набором навчальної вибірки. Для оцінки 


кореляції було розраховано значення коефіцієнту кореляції Пірсона (Pearson’s 


Correlation Coefficient, 2008). Даний коефіцієнт розраховується за наступною формулою: 


 


𝑟𝑥𝑦 =
∑ ((𝑥𝑖−�̅�)×(𝑦𝑖−�̅�))𝑁


𝑖=1


√∑ (𝑥𝑖−�̅�)2𝑁
𝑖=1 ×∑ (𝑦𝑖−�̅�)2𝑁


𝑖=1


 , 


 


де 𝑥𝑖 — значення i -го пікселя отриманої карти класифікації, �̅�-середнє арифметичне 


значення всіх пікселів отриманої карти класифікації, 𝑦𝑖  — значення i -го пікселя 


завіркової карти класифікації, �̅� – середнє арифметичне значення всіх пікселів завіркової 


карти класифікаціїї. 


Значення коефіцієнту кореляції Пірсона для завіркової карти класифікації та 


класифікації з початковим набором навчальної вибірки становить 0.54. 


Аналогічно розраховано значення коефіцієнту кореляції Пірсона для завіркової 


карти класифікації та класифікації з кластеризованим набором навчальної вибірки. Дане 


значення становить 0.82. 


Отже, можна зробити висновок, що після проведення кластеризації навчальної 


вибірки достовірність класифікації зросла, що відображає підвищення коефіцієнту 


кореляції Пірсона відносно завіркової карти класифікації на 0.18 (з 0.54 до 0.82). 


4.3. Застосування розробленої методики до задачі класифікування загальних 


типів земного покриву 


В даному експерименті розглянуто задачу класифікування земних покривів, де 


територією дослідження було обрано тестову ділянку в Івано-Франківській області. 


Результати даного експерименту були опубліковані в (Andreiev, 2020). При застосуванні 


методики було використано спосіб кластеризації навчальної вибірки. Аналогічно до 
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попередніх експериментів, було проведено класифікування з початковим набором даних 


та набором даних після застосування розробленої методики.  


При проведенні даного експерименту було обрано 6 тематичних класів: штучні 


поверхні, сільськогосподарські угіддя, луки, ліси, водні об’єкти та інші землі. 


Вхідними даними для формування куба геопросторових даних були використані 7 


спектральних каналів одного супутникового знімка Landsat-OLI8 (Landsat8, 2013), дата 


знімання якого 9 серпня 2018 року (рис. 4.20). Також, були розраховані та долучені до 


куба три спектральних індекси (NDVI, NDBI та BUI) та растровий шар, який містить 


значення похилу поверхні. Таким чином, розмір куба геопросторових даних, який 


охоплює територію дослідження, склав 11 х 619 x 445. 


 


Рис. 4.20. Фрагмент супутникового знімка Landsat-OLI8 на територію дослідження за 9 


серпня 2018р. Комбінація каналів - R:В4, G:B3, B:B3 – натуральні кольори 


 


Для підвищення розділимості отриманого набору навчальної вибірки до нього 


застосовується спосіб кластеризації навчальної вибірки, алгоритм якого описано в п. 3.2. 


Методом кластеризації навчальної вибірки використано метод формування навчальної 
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вибірки з кластерів початкових класів, алгоритм якого описано в п. 2.2.1. Для 


кластеризації навчальної вибірки застосовано метод неконтрольованого класифікування 


К-Середніх. Для оцінювання розділимості застосовано метод, який описано в п. 2.3.  


Аналогічно до попереднього експерименту, що описаний в п. 4.1.4, як критерій 


розділимості навчальної вибірки обрано загальний індекс розділимості на основі 


загальної точності класифікації, алгоритм розрахунку якого описаний в п. 2.3.3.2. 


Методом контрольованого класифікування також обрано відстань Махаланобіса. Для 


розрахунку індексу розділимості обрано стандартну матрицю помилок.  


Спочатку було проведено оцінювання розділимості початкового набору 


навчальної вибірки. Значення індексу розділимості на основі загальної точності 


класифікації дорівнює 0.9084. 


Далі, згідно з алгоритмом способу кластеризації навчальної вибірки було 


проведено ітеративну процедуру пошуку оптимального набору навчальної вибірки, при 


якому значення індексу розділимості є найвищим серед розглянутих. Отриманий 


оптимальний набір навчальної вибірки мав значення загального індексу розділимості на 


основі загальної точності класифікації 0.9445, що на 0.0361 вище ніж до кластеризації 


навчальної вибірки. Встановлено оптимальну кількість кластерів для класів штучні 


поверхні, сільськогосподарські угіддя, луки, ліси, водні об’єкти та інші землі, а саме: 2, 


5, 4, 2, 1 та 2 відповідно 


Для оцінки ефективності методики було проведено два класифікування. Перше - з 


початковими набором навчальної вибірки, друге – з кластеризованим (оптимізованим) 


набором навчальної вибіркою. Обидва класифікування виконані з використанням 


контрольованого методу максимальної правдоподібності. Також, вони мали однакові 


класи, які описані вище. Результат класифікування, яке проводилося з використанням 


початкового набору навчальної вибірки, представлений на рис.4.21. 
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Рис. 4.21. Класифікація з початковим набором навчальної вибірки з відповідною 


легендою класів 


 


За даними отриманої класифікації для кожного класу розраховано кількість 


пікселів, що були до нього віднесені. Клас “штучні поверхні” – 8621 піксель, 


“сільськогосподарські угіддя” - 124593, “луки” - 67839, “ліси” - 42908, “водні об’єкти” - 


18122 та “інші землі”- 13372. 


Аналогічно було проведено класифікування з використанням набору навчальної 


вибірки, який був отриманий після кластеризації. Отриманий результат зображено на 


рис. 4.22. 
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Рис. 4.22. Класифікація з кластеризованим набором навчальної вибірки з відповідною 


легендою класів 


 


Для даної класифікації було розраховано кількість пікселів кожного класу: 


“штучні поверхні” – 12268 пікселів, “сільськогосподарські угіддя” - 185350, “луки” - 


22899, “ліси” - 36400, “водні об’єкти” - 18242 та “інші землі”- 296. 


Аналогічно до проведених експериментів, що описані в п. 4.1, для вибору 


верифікаційних точок використано багатошаровий стратифікований метод вибірки. Для 


кожного класу кількість верифікаційних точок становила 10.  


Після цього, отримані точки були співставленні з отриманими класифікаціями. В 


якості основного джерела довідкових даних для верифікації були використані 


супутникові зображення високої просторової розрізненості (QuickBird), доступні в 


Google Earth TM за 2018 рік.  
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За результатами проведеного завірювання для обох класифікацій було побудовано 


матриці помилок, які дозволяють визначити такі характеристики, як загальна точність 


(OA), капа-індекс, точність виробника (PA) і точність користувача (UA). 


В табл. 4.6 представлено матрицю помилок для класифікації, яка отримана з 


використанням початкового набору навчальної вибірки. 


Таблиця 4.6 


Матриця помилок для класифікації, яка отримана з використанням початкового 


набору навчальної вибірки 


 Дійсні дані  


Р
ез


у
л
ьт


ат
  


к
л
ас


и
ф


ік
у


в
ан


н
я
 


 1 2 3 4 5 6 Точність 


користувача 


1. Штучні 


поверхні 6 0 0 0 0 0 1 


2. Ліси 2 7 2 0 0 10 0.33 


3. Луки 1 2 7 2 0 0 0.58 


4. С/г угіддя 0 1 1 8 0 0 0.8 


5. Водні об’єкти 0 0 0 0 10 0 1 


6. Інші землі 1 0 0 0 0 0 0 


 Точність 


виробника 0.60 0.70 0.70 0.80 1 0 


 


 


Загальна точність класифікації, що отримана з використанням початкового набору 


навчальної вибірки, становить 63%. Значення капа-індексу становить 60%. 


Аналогічну матрицю помилок було побудовано для класифікації, яка отримана з 


використанням кластеризованого набору навчальної вибірки. Дана матриця помилок 


відображена в табл. 4.7. 
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Таблиця 4.7 


Матриця помилок для класифікації, яка отримана з використанням 


кластеризованого набору навчальної вибірки 


 Дійсні дані  


Р
ез


у
л
ьт


ат
  


к
л
ас


и
ф


ік
у


в
ан


н
я
 


 1 2 3 4 5 6 Точність 


користувача 


1. Штучні 


поверхні 7 0 0 0 0 1 0.88 


2. Ліси 1 8 0 0 0 1 0.8 


3. Луки 0 2 9 2 0 0 0.69 


4. С/г угіддя 0 0 1 8 0 0 0.89 


5. Водні об’єкти 0 0 0 0 10 0 1 


6. Інші землі 2 0 0 0 0 8 0.80 


 Точність 


виробника 0.70 0.80 0.90 0.80 1 0.80 


 


 


Загальна точність класифікації, що отримана з використанням кластеризованого 


набору навчальної вибірки, становить 83%. Значення капа-індексу становить 81%. 


Отже, виходячи з вищенаведеного можна зробити висновок, що після проведення 


кластеризації навчальної вибірки достовірність класифікування зросла, що засвідчує 


приріст показника загальної точності класифікації на 20% (з 63% до 83%) та приріст 


показника капа-індекс на 21% (з 60% до 81%). 


4.4. Рекомендації щодо впровадження розробленої методики 


При використанні розробленої методики класифікування об’єктів на аеро- та 


космічних зображеннях в умовах низької розділимості розпізнавальних ознак є низка 


рекомендацій для її ефективного застосування. Перш за все, процедура класифікування 


починається з вибору вхідних даних, який залежить від тематичної задачі та визначених 


класів. Наприклад, в п. 2.1.5 описано шаблони даних, які використовуються при 
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наступних задачах: класифікування лісів, водно-болотних угідь та урбанізованих або 


індустріальних територій. 


Однією зі складових розробленої методики класифікування є метод оцінювання 


розділимості навчальної вибірки. При цьому, розроблено та описано алгоритм 


розрахунку двох загальних індексів розділимості навчальної вибірки: один - на основі 


загальної точності класифікації (алгоритм розрахунку описано в п. 2.3.3.2), другий – на 


основі капа-індексу (алгоритм розрахунку описано в п. 2.3.3.3). Перший варіант 


простіший в розрахунку, проте не враховує дисбаланс навчальної вибірки. Другий 


варіант складніший  в розрахунку, що призведе до збільшення витрат обчислювальних 


ресурсів, але капа-індекс не є чутливим до дисбалансу навчальної вибірки, що є значною 


перевагою над першим індексом на основі загальнох точності класифікації. Таким 


чином, використання загального індексу розділимості на основі капа-індексу більш 


доцільне в тих випадках, коли є достатньо обчислювальних ресурсів та часу, а в 


протилежному випадку – використовуєтсья загальний індекс розділимості на основі 


загальної точності класифікації. 


Після вибору даних важливим є оцінити їхній обсяг на тлі наявних 


обчислювальних ресурсів. В тому випадку, якщо обсяг даних є надлишковим, то 


доцільним буде зменшення розмірності як куба геопросторових даних, так і 


відповідного набору навчальної вибірки. Такий варіант застосування розробленої 


методики класифікування описаний у п. 3.1 у вигляді способу зменшення розмірності 


навчальної вибірки. 


В тому випадку, якщо обсяг даних є обмеженим і не потребує зменшення 


розмірності, то більш доцільним є застосування способу кластеризації навчальної 


вибірки. Алгоритм даного способу детально описаний у п. 3.2. Також, при кластеризації 


навчальної вибірки треба обрати між методом формування навчальної вибірки з 


кластерів початкових класів (описано в п. 2.2.1) та методом формування навчальної 


вибірки з центрів кластерів початкових класів (описано в п. 2.2.2). Перший метод є 


доцільним тоді, коли обсяг навчальної вибірки не потребує скорочення, не є потрібним 
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відкидання псевдорепрезентів та є можливість провести не бінарне класифікування. 


Другий метод навпаки - є доцільним тоді, коли є необхідність зменшення обсягу 


навчальної вибірки та відкидання псевдорепрезентів. Також лише другий метод може 


використовуватися при бінарному класифікуванні, оскільки перший метод збільшує 


початкову кількість класів, а при використанні другого методу – їхня кількість 


залишається незмінною. 


Висновки до четвертого розділу 


1. В рамках дослідження ефективності розробленої методики проведено 


чотири експерименти. Два з них стосувалися задачі класифікування боліт, третій - 


розпізнавання мін, а четвертий – класифікування загальних типів земних покривів.  


2. До задачі класифікування боліт було окремо застосовано два способи 


розробленої методики – спосіб зменшення розмірності та спосіб кластеризації 


навчальної вибірки. В першому варіанті було застосовано надлишкову кількість даних 


при формуванні куба геопросторових даних, а в другому варіанті – обмежену кількість. 


Територією дослідження для даної задачі було обрано Шацький контрольно-


калібрувальний полігону ДЗЗ. В рамках задачі розпізнавання мін було проведено лише 


процедуру кластеризації навчальної вибірки. Територією дослідження для цієї задачі був 


спеціально підготовлений полігон. 


3. При застосуванні способу зменшення розмірності навчальної вибірки до 


задачі класифікування боліт використано часовий ряд, який містив спектральні канали 


космічних знімків Sentinel-2 за три дати, відповідні спектральні індекси та допоміжні 


геоморфологічні параметри, обчислені за ЦМР. Для даної задачі було обрано шість 


тематичних класів, а саме: болота, ліси, луки, водні об’єкти, штучні поверхні та інші 


землі. Для проведення класифікування використовувався метод контрольованого 


класифікування відстань Махаланобіса. Після застосування методики до вхідного 


набору даних вдалось скоротити його розмірність зі 167 до 57 шарів, тобто розмірність 


зменшилася у 2.92 рази. Також одночасно було підвищено достовірність класифікування 
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з використанням отриманого набору даних відносно початкового набору. Це демонструє 


підвищення на 2% показників загальної точності з 91% до 93% та капа-індексу на 2% з 


87% до 89%. 


4. При застосуванні способу кластеризації навчальної вибірки до задачі 


класифікування боліт використано лише спектральні канали одного космічного знімку 


Sentinel-2 без використання даних з додаткових джерел. Для даної задачі обрано 


аналогічні шість тематичних класів, як і для попереднього експерименту. Для 


проведення класифікування також використовувався метод контрольованого 


класифікування відстань Махаланобіса. Для кластеризації навчальної вибірки було 


застосовано метод формування навчальної вибірки з кластерів початкових класів з 


використанням методу неконтрольованого класифікування К-Середніх. Після 


застосування методики до навчальної вибірки її було застосовано при класифікуванні, 


що призвело до підвищення достовірності класифікування з використанням отриманого 


набору даних відносно початкового набору. Що засвідчує підвищення показників 


загальної точності на 4% (з 77% до 81%) та капа-індексу на 5% (з 66% до 71%). 


5. При застосуванні способу кластеризації навчальної вибірки до задач 


розпізнавання мін було використано дані багатоспектральної зйомки, отримані з легкого 


квадрокоптера DJI Phantom 4 Multispectral. Було проведено бінарне класифікування, де 


об’єктом були міни, а фоном - розріджена та пригнічена рослинність, під якою міни 


відсутні. Методом контрольованого класифікування обрано логістичну регресію. 


Методом неконтрольованого класифікування обрано К-Середніх. Для формування 


вибірки було застосовано метод формування навчальної вибірки з центрів кластерів 


початкових класів. Після проведення класифікування до та після застосування 


розробленої методики кожну з отриманих класифікацій за допомогою коефіцієнта 


кореляції Пірсона порівняно з еталонною картою, де відмічені всі наявні міни. Таким 


чином, було зафіксовано підвищення значення даного коефіцієнта після застосування 


методики на 0.28 (з 0.54 до 0.82). Це свідчить про підвищення достовірності 


класифікування. 
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6. При застосуванні способу кластеризації навчальної вибірки до задачі 


класифікування загальних типів земного покриву використано спектральні канали 


одного космічного знімку Landsat-OLI8 та чотири додаткових растрові шари. Для даної 


задачі обрано наступі шість тематичних класів: штучні поверхні, сільськогосподарські 


угіддя, луки, ліси, водні об’єкти та інші землі. Для проведення класифікування 


використовувався метод контрольованого класифікування максимальна 


правдоподібність. Для кластеризації навчальної вибірки було застосовано метод 


формування навчальної вибірки з кластерів початкових класів з використанням методу 


неконтрольованого класифікування К-Середніх. Після застосування методики до 


навчальної вибірки її було застосовано при класифікуванні, що призвело до підвищення 


достовірності класифікування з використанням отриманого набору даних відносно 


початкового набору. Що засвідчує підвищення показників загальної точності на 20% (з 


63% до 83%) та капа-індексу на 21% (з 60% до 81%). 


7. Надано рекомендації щодо застосування розробленої методики. Вказано на 


відмінності між різними індексами розділимості та те, як дані відмінності впливають на 


вибір того чи іншого індекса. Описано умови, при яких більш доцільним є кластеризація 


навчальної вибірки або зменшення розмірності навчальної вибірки. Також, при 


застосуванні кластеризації навчальної вибірки вказано, як обрати між методом 


формування навчальної вибірки з кластерів початкових класів та методом формування 


навчальної вибірки з центрів кластерів початкових класів. 
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ВИСНОВКИ 


 


1. Розглянуто роль та місце процедури класифікування в задачах ДЗЗ. 


Проведено аналіз методів класифікування об’єктів на аеро- та космічних зображеннях. 


Розглянуто наступні методи: неконтрольовані, контрольовані, напівконтрольовані та 


навчання з підкріпленням. Обґрунтовано, що для більшості тематичних задач ДЗЗ 


доцільним є використання саме контрольованих методів класифікування, адже вони 


дозволяють задати ознаки вихідних класів у вигляді набору навчальної вибірки. 


2. Проаналізовано властивості набору навчальної вибірки. Виділено такі 


властивості, як повнота, рівномірність, чистота, протиріччя, компактність, складність та 


розмірність. Проведено аналіз підходів до обробки навчальної вибірки. Показано, що 


спільним недоліком розглянутих підходів є те, що вони не враховують фактор 


розділимості навчальної вибірки.  


3. Сформульовано наукове завдання – розробити методику класифікування 


об’єктів на аеро- та космічних зображеннях, яка націлена на підвищення розділимості 


їхніх розпізнавальних ознак. Наведено критерії для оцінки підвищення достовірності 


класифікування, а саме: загальна точність класифікації та капа-індекс. Для виконання 


поставленого наукового завдання визначено та представлено низку часткових наукових 


завдань.  


4. Запропоновано форму представлення даних, які отримуються з аеро- та 


космічних зображень, їхніх похідних та інших джерел, у вигляді куба геопросторових 


даних. Розглянуто джерела отримання геопросторових даних. Представлено шаблони 


даних для таких тематичних задач, як класифікування лісів, водно-болотних угідь та 


урбанізованих або індустріальних територій. 


5. Розроблено два методи кластеризації навчальної вибірки на основі 


центроїдних методів неконтрольованого класифікування, а саме: 1) метод формування 


навчальної вибірки з кластерів початкових класів; 2) метод формування навчальної 


вибірки з центрів кластерів початкових класів. 
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6. Розроблено метод оцінювання розділимості навчальної вибірки. В п. 2.3 


детально описано алгоритм оцінювання розділимості як двох окремих класів навчальної 


вибірки, так і всього набору в цілому. Оцінювання розділимості двох класів навчальної 


вибірки базується на розрахунку середнього арифметичного показників чутливості та 


специфічності. Оцінювання розділимості всього набору навчальної вибірки виконується 


на основі або показника загальної точності класифікації, або капа-індексу. 


7. Розроблені та представлені в другому розділі принципи формування куба 


геопросторових даних, методи кластеризації навчальної вибірки та метод оцінювання 


розділимості навчальної вибірки поєднано в методику класифікування об’єктів на аеро- 


та космічних зображеннях в умовах низької розділимості розпізнавальних ознак, яка має 


дві гілки застосування: спосіб зменшення розмірності навчальної вибірки, спосіб 


кластеризації навчальної вибірки. Вибір способу залежить від об’єму даних. 


8. Розроблено спосіб зменшення розмірності навчальної вибірки, який полягає 


в зменшенні розмірності вхідного куба геопросторових даних, що, в свою чергу, 


зменшує розмірність і набору навчальної вибірки. Окрім зменшення розмірності, метою 


даного способу є підвищення розділимості навчальної вибірки. Детально описано 


алгоритм даного способу. Принципи формування куба геопросторових даних 


сформульовано в п. 2.1.  


9. Розроблено спосіб кластеризації навчальної вибірки. Метою даного способу 


є підвищення розділимості навчальної вибірки. Детально описано алгоритм даного 


способу. Для кластеризації навчальної вибірки використано методи, що описані в п. 2.2.  


10. Проведено експериментальне дослідження ефективності застосування 


способу кластеризації навчальної вибірки та способу зменшення розмірності навчальної 


вибірки, які є складовими розробленої методики класифікування об’єктів на аеро- та 


космічних зображеннях в умовах низької розділимості розпізнавальних ознак. 


Експерименти проведено для трьох задач: класифікування боліт, розпізнавання мін та 


класифікування загальних типів земного покриву. Для задачі класифікування боліт 


проведено два експерименти, в кожному застосовано один зі способів. Для способу 
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кластеризації навчальної вибірки було використано лише спектральні канали одного 


космічного зображення Sentinel-2. Для способу зменшення розмірності навчальної 


вибірки використано спектральні канали трьох космічних зображень Sentinel-2 та 


додаткові дані. При застосуванні способу зменшення розмірності навчальної вибірки  


зафіксовано зменшення розмірності з 167 до 57 шарів (зменшилася у 2.92 рази).  


Підвищення достовірності класифікування з використанням способу зменшення 


розмірності навчальної вибірки засвідчено підвищенням на 2% показників загальної 


точності з 91% до 93% та капа-індексу на 2% з 87% до 89%. При застосуванні до даної 


задачі способу кластеризації навчальної вибірки підвищення достовірності 


класифікування продемонстровано підвищенням показників загальної точності на 4% з 


77% до 81% та капа-індексу на 5% з 66% до 71%. 


Для задачі розпізнавання мін було проведено один експеримент із застосуванням 


способу кластеризації навчальної вибірки. Було використано дані багатоспектральної 


зйомки, отримані з легкого квадрокоптера DJI Phantom 4 Multispectral. Після проведення 


класифікування до та після застосування розробленого способу кожну з отриманих 


класифікацій за допомогою коефіцієнта кореляції Пірсона порівняно з еталонною 


картою, де відмічені всі наявні міни. Таким чином, було зафіксовано підвищення 


значення даного коефіцієнта після застосування методики на 0.28 (з 0.54 до 0.82). Це 


свідчить про підвищення достовірності класифікування. 


При застосуванні способу кластеризації навчальної вибірки для задачі 


класифікування загальних типів земного покриву проведено експеримент із 


застосуванням способу кластеризації навчальної вибірки використано спектральні 


канали одного космічного знімку Landsat-OLI8 та чотири додаткових растрові шари. 


Після застосування методики до навчальної вибірки її було застосовано при 


класифікуванні, що призвело до підвищення достовірності класифікування з 


використанням отриманого набору даних відносно початкового набору. Що 


засвідчується підвищенням показників загальної точності на 20% (з 63% до 83%) та 


капа-індексу на 21% (з 60% до 81%). 
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11. Надано рекомендації щодо застосування розробленої методики. Описано 


умови, при яких більш доцільним є спосіб кластеризації навчальної вибірки або спосіб 


зменшення розмірності навчальної вибірки. Також, при застосуванні кластеризації 


навчальної вибірки вказано, як обрати між методом формування навчальної вибірки з 


кластерів початкових класів та методом формування навчальної вибірки з центрів 


кластерів початкових класів 
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Додаток А 


Приклади шаблонів набору геопросторових даних для тематичних задач 


класифікації об’єктів 


Таблиця А.1.  


Параметри, що використовуються при класифікації об’єктів 


Група 
Парамет


р 
Опис Формула Тип Джерело геоданих 


Спек-


тральні 


величини 


ρB 


коефіцієнт відбиття 


у блакитному 


діапазоні 


 


Дина-


мічний 


 


Оптичні багато та 


гіпер-сепктральні 


зображення 


супутників та БПЛА 


 


ρG 


коефіцієнт відбиття 


у зеленому 


діапазоні 


ρR 


коефіцієнт відбиття 


у червоному 


діапазоні 


ρREP 


коефіцієнт відбиття 


у позиції червоного 


краю 


ρNIR 


коефіцієнт відбиття 


у ближньому 


інфрачервоному 


діапазоні 


ρSWIR 


коефіцієнт відбиття 


у 


короткохвильовому 


діапазоні 


ρTIR 


коефіцієнт відбиття 


у тепловому 


діапазоні 


σ0
VV 


коефіцієнт 


зворотного 


розсіювання у 


діапазонах x, c або 


l  з поляризацією 


VV  


Зображення радарів 


із синтезованою 


апертурою  


σ0
VH коефіцієнт 


зворотного 


розсіювання у 


діапазонах x, c або 


l  з поляризацією 


VH 


σ0
HH коефіцієнт 


зворотного 


розсіювання у 


діапазонах x, c або 


l  з поляризацією 


HH 
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σ0
HV коефіцієнт 


зворотного 


розсіювання у 


діапазонах x, c або 


l  з поляризацією 


HV 


  


Радарні 


індекси  


SRVH/VV Просте відношення  VH/VV 


Дина-


мічний 


Зображення радарів 


із синтезованою 


апертурою 


SRVV/VH Просте відношення VV/VH 


DVV-VH Різниця 


поляризацій 


VV-VH 


Mean  (VV+VH)/2 


RVIDual Radar vegetation 


index (dual 


polarized) Sentinel 


adapted 


RVI=(4*VH)/(VH+VV) 


RVIFull Radar vegetation 


index (full 


polarized) 


RVI=(8*HV)/ 


(HH+VV+HV) 


RFDI Radar Forest 


Degradation index 


RFDI=(HH-


HV)/(HH+HV) 


DSPVI Dual Polarization 


SAR Vegetation 


Index 


DSPVI=(σ VV0+ σ 


VH0)/σ VV0 


RDPI Relative difference 


polarization index 
RDPI=


0


VV


0


VH


0


VH








+
 


Спек-


тральні 


індекси1 


NDBI 


Normalized 


difference built-up 


index 


NDBI=(ρSWIR1-


ρNIR)/(ρSWIR1+ρNIR) 


Дина-


мічний 


Оптичні багато та 


гіпер-сепктральні 


зображення  


UI Urban Index  UI= (ρSWIR2-


ρNIR)/(ρSWIR2+ρNIR) 


NBI New built-up index NBI= ρRED* ρSWIR1/ ρNIR 


BRBA Band ratio for built-


up area  
NBAI Normalized built-up 


area index  


MBI Modified built-up 


index  


BAEI Built-up area 


extraction index   


NDBaI Normalized 


Difference Bareness 


Index 
 


 


EBBI Enhanced built-Up 


and bareness index  


NDSINIR Normalized 


Difference Soil 


Index 


 


 
1 У таблиці не наводиться повний набір індексів нормалізованої різниці, а лише найбільш вживані спектральні індекси 
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NDSIG Normalized 


Difference Soil 


Index 


 


MNDSI Modified normalized 


difference soil index 
MNDSI=(SWIR2−PAN


)/(SWIR2+PAN) 


BSI Bare soil index 
 


SAVI Soil Adjusted 


Vegetation Index  


TSAVI Transformed soil 


adjusted vegetation 


index 


 


MSAVI Modified soil-


adjusted vegetation 


index 
 


OSAVI Optimized Soil 


Adjusted Vegetation 


Index 


 


NDWI Normalized 


Difference Water 


Index  


MNDWI Modified normalized 


difference water 


index 
 


LSWI Land Surface Water 


Index  
NDVI Normalized 


Difference 


Vegetation Index 


 


EVI Enhanced Vegetation 


Index  
GNDVI Green Normalized 


Difference 


Vegetation Index 


 
 


 GCC Green Chromatic 


Coordinate 
 


 


TCB Tasseled Cap 


Brightness  
 


TCG Tasseled Cap 


Greenness 
 


 


TCW Tasseled Cap 


Wetness 
0.0315⋅B 


+0.2021⋅G+0.3102⋅R+ 


0.1594⋅NIR - 0.6806 


⋅SWIR1 


- 0.6109 ⋅ SWIR2 


 


Топографі


чні 


параметри 


h 
Висота над рівнем 


моря 


 Статичний  ЦМР Slope Похил місцевості 


Aspect Експозиція 


місцевості 


Біофізичні 


параметри 
LAI 


Індекс листкової 


поверхні 
 


Дина-


мічний 
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B Біомасса   Оптичні багато-


сепктральні та 


радарні  зображення  


NPP Чиста первинна 


продуктивність  


Оптичні багато-


сепктральні 


зображення GPP Валова первинна 


продуктивність  


SSM Вологість 


приповерхневого 


шару ґрунту 


Оптичні багато-


сепктральні та 


радарні зображення 


LST Температура земної 


поверхні 


Оптичні багато-


сепктральні 


зображення 


Фенологіч


ні 


метрики 


SOS 


Початок 


вегетаційного 


періоду 


 
Дина-


мічний 


Оптичні багато-


сепктральні 


зображення 


EOS Закінчення 


вегетаційного 


періоду 


Max  Пік вегетації 


GSL Тривалість 


вегетаційного 


періоду 


Amplitude Амплітуда 


вегетаційного 


періоду 


Текстурні 


метрики  


 Контраст Метод матриці 


суміжності Gray-Level 


Co-occurrence Matrix 


(GLCM) 


Статичний  


Оптичні багато-


сепктральні та 


радарні зображення 


 Середнє значення 


 Ентропію 


 Кореляція 
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Таблиця А.2. 


Шаблон набору геопросторових даних для класифікації лісів 


Група Параметр Період зйомки Геодані  


Спектральні 


величини 


ρB 


Вегетаційний 


період 


Landsat OLI 


Sentinel-2 MSI 
ρG 


ρR 


ρREP Sentinel-2 MSI 


ρNIR Landsat OLI 


Sentinel-2 MSI ρSWIR 


ρTIR Landsat OLI 


σ0
VV 


Sentinel-1 SAR 
σ0


VH 


Індекси 


SRVH/VV 


Sentinel-1 SAR 


SRVV/VH 


DVV-VH 


RVIDual 


DSPVI 


RDPI 


NDVI Landsat OLI 


Sentinel-2 MSI EVI 


Топографічні 


параметри 


h  SRTM, Aster GDEM, 


ALOS DEM Slope 


Aspect 


Біофізичні 


параметри 


LAI 


Вегетаційний 


період 


Landsat OLI 


Sentinel-2 MSI, Sentinel-


3, Proba-V 


B  


NPP Terra/Aqua MODIS, 


Proba-V GPP 


Фенологічні 


метрики 


SOS Рік та більше Terra/Aqua MODIS, 


Sentinel 3, Proba-V EOS 


Max  


GSL 


Amplitude 
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Таблиця А.3. 


Шаблон набору геопросторових даних для класифікації болот 


Група Параметр Період зйомки Геодані  


Спектральні величини 


ρB 


Вегетаційний період 


Весняний паводок 


 


Landsat OLI 


Sentinel-2 MSI 
ρG 


ρR 


ρREP Sentinel-2 MSI 


ρNIR Landsat OLI 


Sentinel-2 MSI ρSWIR 


ρTIR Landsat OLI 


σ0
VV 


Sentinel-1 SAR 
σ0


VH 


Індекси 


SRVH/VV 


Sentinel-1 SAR 
SRVV/VH 


DVV-VH 


RVIDual 


NDWI 


Landsat OLI 


Sentinel-2 MSI 


MNDWI 


LSWI 


NDVI 


EVI 


GNDVI 


GCC 


TCB 


TCG 


TCW 


Топографічні 


параметри 


h  SRTM, Aster 


GDEM, 


ALOS DEM 


Slope 


Aspect 


Біофізичні параметри LAI  Landsat OLI 


Sentinel-2 MSI 


Sentinel 1 SAR 
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Таблиця А.4. 


Шаблон набору геопросторових даних для класифікації урбанізованих та 


індустріальних територій 


Група Параметр Період зйомки Геодані  


Спектральні величини 


ρB 


Вегетаційний період 


Період без рослинності 


Landsat OLI 


Sentinel-2 MSI 
ρG 


ρR 


ρREP Sentinel-2 MSI 


ρNIR Landsat OLI 


Sentinel-2 MSI ρSWIR 


ρTIR Landsat OLI 


σ0
VV 


Sentinel-1 SAR 
σ0


VH 


Індекси 


SRVH/VV 


Sentinel-1 SAR 
SRVV/VH 


DVV-VH 


Mean 


NDBI 


Landsat OLI 


Sentinel-2 MSI 


UI 


NBI 


BRBA 


NBAI 


MBI 


BAEI 


NDBaI 


EBBI 


NDSINIR 


NDSIG 


MNDSI 


BSI 


SAVI 


TSAVI 


MSAVI 


OSAVI 


Топографічні 


параметри 


H SRTM, Aster 


GDEM, 


ALOS DEM 


Slope 


Aspect 


Текстурні параметри Контраст 


Landsat OLI 


Sentinel-2 MSI 


Sentinel-1 SAR 


Середнє 


значення 


Ентропію 


Кореляція 
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Додаток Б 


Наукові праці, опубліковані за темою дисертаційного дослідження 


 


Публікації у монографіях 


Б1. Popov, M., Stankevich, S., Kozlova, A., Piestova, I., Lubskiy, M., Titarenko, O., 


Svideniuk, M., Andreiev, A., Lysenko, A., & Singh, S. K. (2021). Long-Term Satellite Data 


Time Series Analysis for Land Degradation Mapping to Support Sustainable Land 


Management in Ukraine. Geo-Intelligence for Sustainable Development, 165–189. 


https://doi.org/10.1007/978-981-16-4768-0_11 (Особистий внесок: розробка методики 


класифікування; розробка програмного забезпечення для класифікування та об’єднання 


різночасових супутникових даних; проведення класифікування та отримання 


класифікацій) 


Б2. Stankevich, S. А., Zaitseva, E., Kozlova, A., & Andreiev, A. (2023). Wildfire risk 
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Ukrainian frontier. In Studies in systems, decision and control, 131–143. 


https://doi.org/10.1007/978-3-031-40997-4_9 (Особистий внесок: розробка програмного 


забезпечення для завантаження супутникових даних) 


Матеріали, опубліковані в періодичних виданнях: 
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Environment, 22, 100477. https://doi.org/10.1016/j.rsase.2021.100477 (Особистий внесок: 


розробка методики класифікування; розробка програмного забезпечення для 
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Б4. Андреєв, А. А. (2023). Методика класифікування об’єктів на аеро- та 


космічних зображеннях в умовах низької розділимості розпізнавальних ознак. 
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https://doi.org/10.1007/978-3-031-40997-4_9
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Український журнал дистанційного зондування Землі, 10(3), 4-9. 
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https://doi.org/10.36023/ujrs.2023.10.1.229 (Особистий внесок: розробка програмного 


забезпечення для завантаження вхідних супутникових даних Landsat-OLI8, розрахунку 


визначених спектральних індексів та побудови лінійної регресії на основі часового ряду 


розрахованих індексів) 


Б6. Popov, M., Stankevich, S., Mosov, S., Titarenko, O., Dugin, S., Golubov, S., & 


Andreiev, A. (2022). Method for Minefields Mapping by Imagery from Unmanned Aerial 
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АНОТАЦІЯ 


Андреєв А.А. Методика класифікування об’єктів на аеро- та космічних 


зображеннях в умовах низької розділимості розпізнавальних ознак. 


Дисертація на здобуття ступеня доктора філософії за спеціальністю 172 Телекомунікації 


та радіотехніка (17 – Електроніка та телекомунікації). Державна установа “Науковий 


центр аерокосмічних досліджень Землі Інституту геологічних наук Національної 


академії наук України”, м. Київ, 2023. 


 


Мета дослідження: підвищення достовірності класифікування об`єктів на аеро- 


та космічних зображеннях шляхом розробки методики, яка націлена на підвищення 


розділимості розпізнавальних ознак. 


В дисертаційному дослідженні розглянуто роль та місце процедури 


класифікування в задачах ДЗЗ. Проведено аналіз методів класифікування об’єктів на 


аеро- та космічних зображеннях. Розглянуто наступні методи: неконтрольовані, 


контрольовані, напівконтрольовані та навчання з підкріпленням. Обґрунтовано, що для 


більшості тематичних задач ДЗЗ доцільним є використання саме контрольованих 


методів класифікування, адже вони дозволяють задати ознаки вихідних класів у вигляді 


набору навчальної вибірки. 


Проаналізовано властивості набору навчальної вибірки. Виділено такі властивості, 


як повнота, рівномірність, чистота, протиріччя, компактність, складність та розмірність. 


Проведено аналіз підходів до обробки навчальної вибірки. Показано, що спільним 


недоліком розглянутих підходів є те, що вони не враховують фактор розділимості 


навчальної вибірки.  


Для представлення вхідних даних для класифікування запропоновано 


використовувати куб геопросторових даних. Розглянуто такі джерела геопросторових 


даних, як оптичні зображення, радарні зображення, індексні зображення, текстурні 


показники та контекстні показники. Представлено шаблони даних для таких тематичних 
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задач, як класифікування лісів, водно-болотних угідь та урбанізованих або 


індустріальних територій. 


Розроблено методи кластеризації навчальної вибірки на основі центроїдних 


методів неконтрольованого класифікування. Всього розроблено два методи, а саме: 1) 


метод формування навчальної вибірки з кластерів початкових класів; 2) метод 


формування навчальної вибірки з центрів кластерів початкових класів. 


Розроблено метод оцінювання розділимості навчальної вибірки. Детально описано 


алгоритм методу оцінювання розділимості як двох окремих класів навчальної вибірки, 


так і всього набору в цілому. Оцінювання розділимості двох класів навчальної вибірки 


базується на розрахунку середнього арифметичного показників чутливості та 


специфічності. Оцінювання розділимості всього набору навчальної вибірки виконується 


на основі або показника загальної точності класифікації, або капа-індексу. 


Розроблені та представлені в другому розділі принципи формування куба 


геопросторових даних, методи кластеризації навчальної вибірки та метод оцінювання 


розділимості навчальної вибірки поєднано в методику класифікування об’єктів на аеро- 


та космічних зображеннях в умовах низької розділимості розпізнавальних ознак, яка має 


дві гілки застосування: спосіб зменшення розмірності навчальної вибірки, спосіб 


кластеризації навчальної вибірки. Вибір способу залежить від об’єму даних. 


Спосіб зменшення розмірності навчальної вибірки полягає в зменшенні 


розмірності вхідного куба геопросторових даних, а це, в свою чергу, зменшує і 


розмірність набору навчальної вибірки. Окрім зменшення розмірності, метою даного 


способу є підвищення розділимості навчальної вибірки. Детально описано алгоритм 


даного способу.  


Розроблено спосіб кластеризації навчальної вибірки, який застосовується для 


підвищення розділимості класів даного набору. Детально описано алгоритм даного 


способу.  


Проведено експериментальну оцінку ефективності застосування розробленої 


методики класифікування об’єктів на аеро- та космічних зображеннях в умовах низької 







4 


 


розділимості розпізнавальних ознак. Проведено чотири експерименти для трьох задач: 


класифікування боліт, класифікування загальних типів земного покриву та 


розпізнавання мін. Для задачі класифікування боліт проведено два експерименти, в 


кожному застосовано один зі способів. Вхідними даними були використані спектральні 


канали супутникових знімків Sentinel-2 та відповідні спектральні індекси. При 


застосуванні способу зменшення розмірності навчальної вибірки зафіксовано 


зменшення розмірності з 167 до 57 шарів (зменшилася у 2.92 рази). Підвищення 


достовірності класифікування з використанням даного методу засвідчено зростанням на 


2% показників загальної точності з 91% до 93% та капа-індексу на 2% з 87% до 89%. 


При застосуванні до даної задачі способу кластеризації навчальної вибірки підвищення 


достовірності класифікування демонструє підвищення показників загальної точності на 


4% з 77% до 81% та капа-індексу на 5% з 66% до 71%. 


Для задачі розпізнавання мін було проведено один експеримент із застосуванням 


способу кластеризації навчальної вибірки. Було використано дані багатоспектральної 


зйомки, отримані з легкого квадрокоптера DJI Phantom 4 Multispectral. Після проведення 


класифікування до та після застосування розробленого способу кожну з отриманих 


класифікацій за допомогою коефіцієнта кореляції Пірсона порівняно з еталонною 


картою, де відмічені всі наявні міни. Таким чином, було зафіксовано підвищення 


значення даного коефіцієнта після застосування методики на 0.28 (з 0.54 до 0.82). Це 


свідчить про підвищення достовірності класифікування. 


При застосуванні способу кластеризації навчальної вибірки для задачі 


класифікування загальних типів земного покриву проведено експеримент із 


застосуванням способу кластеризації навчальної вибірки використано спектральні 


канали одного космічного знімку Landsat-OLI8 та чотири додаткові растрові шари. 


Результатом експерименту стало підвищення показників загальної точності класифікації 


на 20% (з 63% до 83%) та капа-індексу на 21% (з 60% до 81%). 


Надано рекомендації щодо застосування розробленої методики. Описано умови, 


при яких більш доцільним є спосіб кластеризації навчальної вибірки або спосіб 
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зменшення розмірності навчальної вибірки. Також, при застосуванні кластеризації 


навчальної вибірки вказано, як обрати між методом формування навчальної вибірки з 


кластерів початкових класів та методом формування навчальної вибірки з центрів 


кластерів початкових класів 


Наукова новизна 


Вперше розроблено метод оцінювання розділимості навчальної вибірки при 


контрольованому класифікуванні об’єктів на аеро- та космічних зображеннях. 


Особливістю якого є формування оцінки відносно конкретного метода класифікування, 


вхідних даних та їхньої структури.  


Вперше розроблено методику класифікування об’єктів на аеро- та космічних 


зображеннях в умовах низької розділимості розпізнавальних ознак, яка включає в себе 


застосування одного з двох розроблених способів залежно від об’єму даних. При 


надлишковому об’ємі даних використовується спосіб зменшення розмірності навчальної 


вибірки, а при обмеженому об’ємі даних – спосіб кластеризації навчальної вибірки. 


Основою розроблених способів є метод оцінки розділимості навчальної вибірки. 


Вперше розроблено спосіб кластеризації навчальної вибірки на основі 


розробленого методу оцінювання розділимості навчальної вибірки. На відміну від 


існуючих, даний спосіб дозволяє обрати таку кількість кластерів для кожного класу, при 


якій розділимість навчальної вибірки досягатиме найвищого значення серед інших 


розглянутих варіантів. 


Вперше розроблено спосіб зменшення розмірності навчальної вибірки на основі 


розробленого методу оцінювання розділимості навчальної вибірки. На відміну від 


існуючих, даний спосіб дозволяє обрати такі шари вхідних даних, при яких відповідна 


навчальна вибірка досягатиме найвищого значення розділимості серед інших 


розглянутих варіантів вхідних даних. Таким чином досягається не лише зменшення 


розмірності вхідних даних, а і підвищення розділимості навчальної вибірки. 
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Практичне значення отриманих результатів. 


За результатами експериментальних досліджень розроблена методика 


продемонструвала підвищення достовірності класифікування в кожному з чотирьох 


прикладів. Ефективність методики підтверджена в одному з прикладів зростанням 


показників загальної точності на 2% (з 91% до 93%) та капа-індексу на 2% (з 87% до 


89%); в другому прикладі зростанням відповідних показників на 4% (з 77% до 81%) та 


на 5% (з 66% до 71%); в третьому – зростанням коефіцієнта кореляції Пірсона на 28% (з 


54% до 82%); в четвертому- зростанням показників загальної точності та капа-індексу 


на 20% (з 63% до 83%) та на 21% (з 60% до 81%) відповідно. 


Ключові слова: аеро- та космічні зображення, неконтрольоване класифікування, 


контрольоване класифікування, кластеризація, навчальна вибірка, розділимість 


навчальної вибірки 


За результатами досліджень опубліковано 21 наукову працю, у тому числі 2 


публікації у монографіях (з них 1 проіндексована в базі даних Scopus); у закордонних 


фахових виданнях – 5 статей (з них 3 проіндексовані в базі даних Scopus); статті у 


наукових виданнях, включених на дату опублікування до переліку наукових фахових 


видань України категорії Б – 4; 10 у збірниках та матеріалах тез доповідей вітчизняних 


та міжнародних конференціях (3 закордонних), з яких 8 проіндексовані в базі даних 


Scopus. 
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ABSTRACT 


Andreiev A.A. Object classification technique on aerial and space imagery under low 


separability of recognition features. 


Dissertation for the Doctor of Philosophy degree (PhD) with a degree in 172 – 


Telecommunications and radio engineering (17 – Electronics and telecommunications). - State 


Institution «Scientific Centre for Aerospace Research of the Earth of the Institute of Geological 


Sciences of the National Academy of Sciences of Ukraine», Kyiv, 2023. 


 


The aim of the study was to increase the accuracy of object classification on aerial and 


space imagery by developing a technique to increase the separability of recognition features. 


The dissertation research examines the role and place of the classification procedure in 


the tasks of remote sensing. An analysis of object classification methods on aerial and space 


images was conducted. The following methods are considered: unsupervised, supervised, semi-


supervised and reinforcement learning. It is substantiated that for most thematic problems, it is 


appropriate to use supervised classification methods because they allow setting the properties 


of the object classes in the form of training samples set. 


The properties of the training samples set were analyzed. Such properties as 


completeness, uniformity, purity, contradiction, compactness, complexity and dimensionality 


are highlighted. An analysis of approaches to processing the training sample was carried out. 


It is shown that the common disadvantage of the considered approaches is that they do not 


consider the factor of the training samples' separability. 


It is proposed to use a geospatial data cube to represent input data for classification. 


Geospatial data sources such as optical images, radar images, index images, texture metrics, 


and context metrics are considered. Data templates are presented for such thematic tasks as the 


classification of forests, wetlands, and urbanized or industrial areas. 


Methods of training sample clustering have been developed based on centroid methods 


of unsupervised classification. Two methods have been developed: 1) the method of forming 
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training samples set from clusters of initial classes and 2) the method of forming training 


samples set from the clusters centres of initial classes. 


A method for assessing the training sample separability has been developed. The 


algorithm of the method for assessing the separability of two separate classes of the training 


sample and the entire set as a whole is described in detail. The assessment of the separability 


of two classes of the training sample is based on the calculation of the arithmetic mean of the 


sensitivity and specificity indicators. The separability of the entire training sample set is 


evaluated based on either the overall classification accuracy index or the kappa index. 


The principles of forming a geospatial data cube, the methods of the training sample 


clustering, and the method for assessing the training sample separability are developed and 


presented in the second chapter. They are combined into object classification technique on 


aerial and space imagery under low separability of recognition features, which has two 


branches of application: reducing the training samples dimensions and clustering the training 


sample. The choice of the branch depends on the amount of input data. 


The way to reduce the size of the training sample is to reduce the size of the input cube 


of geospatial data, which, in turn, reduces the size of the training sample set. In addition to 


reducing the dimensionality, this method aims to increase the separability of the training 


sample. The algorithm of this method is described in detail. 


A method of clustering the training sample was developed, which is used to increase the 


separability of the initial classes. The algorithm of this method is described in detail. 


An experimental evaluation of the effectiveness of the developed technique was carried 


out. Four experiments were conducted for three tasks, namely: wetlands classification, general 


land cover types classification and mine recognition. For wetlands classification, two 


experiments were conducted, each using one of the methods. Spectral bands of Sentinel-2 


satellite images and some auxiliary data were used as input data. When applying the method of 


reducing the size of the training sample, a decrease in the input data size was reduced from 167 


to 57 layers (reduced by 2.92 times). The increase in the accuracy of the classification with the 


use of this method is evidenced by a 2% increase in the overall accuracy from 91% to 93% and 
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a 2% increase in the kappa index from 87% to 89%. When applying the method of clustering 


the training sample to this problem, the increase in classification accuracy shows an increase 


in the overall accuracy by 4% from 77% to 81% and the kappa index by 5% from 66% to 71%. 


For the problem of mine recognition, one experiment was conducted using the method 


of training sample clustering. Multispectral data obtained from the DJI Phantom 4 


Multispectral quadcopter was used. Firstly, two classifications were obtained before and after 


applying the developed method. Secondly, each classification was compared to the reference 


map, where all available mines are marked, and the Pearson correlation coefficient was 


calculated for each. Thus, the value of this coefficient increased by 0.28 (from 0.54 to 0.82) 


after applying the technique. It indicates an increase in the accuracy of the classification. 


When applying the training sample clustering method for the general land cover types 


classification, an experiment was conducted using the training sample clustering method, using 


the spectral bands of one Landsat-OLI8 space image and four additional raster layers. The 


result of the experiment was an increase in the overall classification accuracy by 20% (from 


63% to 83%) and the kappa index by 21% (from 60% to 81%). 


Recommendations on applying the developed technique are given — the conditions 


under which one of the developed methods should be selected. Also, when applying the training 


sample clustering, it is indicated how to choose between the method of forming a training 


sample set from clusters of initial classes and the method of forming a training sample set from 


the clusters centres of initial classes. 


 


Scientific novelty 


The first developed method for assessing the training sample separability during the 


supervised object classification on aerial and space images. The assessment considers a specific 


classification method, input data and its structure. 


The first developed object classification technique on aerial and space imagery under 


low separability of recognition features, which includes the application of one of the two 


developed methods depending on the amount of data. When there is an excess amount of data, 







10 


 


the method of reducing the training sample size is used, and when the amount of data is limited, 


the method of the training sample clustering is used. The basis of the developed methods is the 


method for assessing the separability of the training sample. 


The first developed method of training sample clustering is based on the developed 


method for assessing the separability of the training sample. Unlike the existing ones, this 


method allows the selection of a number of clusters for each class, in which the separation of 


the training sample reached the highest value among the other considered options. 


The first developed method of reducing the training sample size is based on the 


developed method for assessing the separability of the training sample. Unlike the existing 


ones, this method allows the selection of such input data layers, in which the corresponding 


training sample will reach the highest value of separability among other considered variants of 


input data. In this way, not only the dimensionality of the input data is reduced, but also the 


separability of the training sample is increased. 


Practical significance of the obtained results. 


According to the results of experimental studies, the developed method demonstrated 


the classification accuracy enhancement in each of the four examples. The effectiveness of the 


method is confirmed in one of the examples by the increase of the overall accuracy indicators 


by 2% (from 91% to 93%) and the kappa index by 2% (from 87% to 89%); in the second 


example, an increase in the corresponding indicators by 4% (from 77% to 81%) and by 5% 


(from 66% to 71%); in the third - by an increase in the Pearson correlation coefficient by 28% 


(from 54% to 82%); in the fourth - by 20% (from 63% to 83%) and by 21% (from 60% to 81%) 


of the overall accuracy of classification and kappa index, respectively. 


Keywords: aerial and space imagery, unsupervised classification, supervised 


classification, clustering, training sample, training sample separability 


 


Based on the results of the research, 21 scientific works were published, including 2 


publications in monographs (of which 1 is in the Scopus database); in foreign specialized 


publications – 5 articles (of which 1 is indexed in the Scopus database); articles in scientific 
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publications included on the date of publication in the list of specialized scientific publications 


of Ukraine category B - 4; 10 in collections and abstracts of reports at Ukrainian and 


international conferences (of which 3 are foreign) and of which 8 are indexed in the Scopus 


database. 
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ПЕРЕЛІК УМОВНИХ СКОРОЧЕНЬ ТА ПОЗНАЧЕНЬ 


 


ДЗЗ Дистанційне зондування Землі 


РСА Радар з синтезованою апертурою 


ЦМР Цифрова модель рельєфу 


  


ARCADE Accurate Recognition of Clusters Across Densities 


BAEI  Built-Up Area Extraction Index 


BRBA Band Ratio for the Built-up Area 


BSI,  Bare Soil Index 


DBSCAN Density-Based Spatial Clustering of Applications with Noise 


DEM Digital Elevation Model 


EBBI Enhanced Built-Up and Bareness Index 


EVI Enhanced Vegetation Index 


GNDVI Green Normalized Difference Vegetation Index 


ISODATA Iterative Self-Organizing Data Analysis Techniques 


LSWI Land Surface Water Index 


MBI Morphological Building Index 


MNDSI Modified Normalized Difference Sand Index 


MNDWI  Modified Normalized Difference Water Index 


MSAVI Modified Soil Adjusted Vegetation Index 


NBAI Normalized Built-up Area Index 


NBI New Built-up Index 


NDBaI Normalized Difference Barrenness Index 


NDBI Normalized Difference Built-up Index 


NDSIG Normalized Difference Snow Index  (Green) 


NDSINIR Normalized Difference Snow Index  (NIR) 


NDVI Normalized Difference Vegetation Index 


NDWI Normalized Difference Water Index 


OPTICS Ordering points to identify the clustering structure 


OSAVI Optimized Soil Adjusted Vegetation Index 


SAVI Soil Adjusted Vegetation Index 


SRTM Shuttle Radar Topographic Mission 


TSAVI Transformed soil adjusted vegetation index 


UI Urban Index 
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ВСТУП 


Актуальність теми дослідження. Класифікування об’єктів є однією з 


найважливіших процедур дистанційного зондування Землі, яка дозволяє отримувати 


значиму просторово-розподілену інформацію про ці об’єкти з аеро- та космічних 


зображень (Melesse et al., 2007). Така інформація широко застосовується для вирішення 


таких задач, як картування земного покриву та землекористування (Feranec et al., 2016; 


Latham et al., 2002), міського планування (Huang, 1998), моніторингу довкілля (Andries 


et al., 2021), управління та охорони природних ресурсів (Corbane et al.,, 2015), пошук 


корисних копалин (Popov et al., 2020; Titarenko et al., 2020) тощо. Методи 


класифікування відіграють важливу роль у залученні даних ДЗЗ до вирішення 


комплексних міждисциплінарних завдань, пов’язаних із досягненням цілей сталого 


розвитку (Andries et al., 2019; Scott & Rajabifard, 2017), здійсненням глобального 


моніторингу геосистем (GEO, 2008), зокрема, змін клімату (Fellous, 2008), 


біорізноманіття та стійкості екосистем (Lehmann et al., 2022; Scholes et al., 2008), ризику 


надзвичайних лих (Gao, 2023), деградації земель (Dubovyk, 2017), підтримка 


продовольчої безпеки, сталого сільського господарства (Defourny et al., 2019; Fritz et al., 


2015), тощо. При цьому особливої актуальності набуває розробка методів здатних 


забезпечити високу достовірність і точність результатів класифікування об’єктів за 


даними ДЗЗ (Andries et al., 2019, Landry et al., 2019).  


На сьогодні розроблено велику кількість методів класифікування, які в основному 


поділяють на дві групи, а саме: контрольовані (англ. Supervised) і неконтрольовані 


(Unsupervised) (Berry et al., 2019). Проте, найбільш доцільними для більшості 


тематичних задач ДЗЗ є саме методи контрольованого класифікування. Адже вони 


дозволяють задати ознаки вихідних класів. 


Для задання ознак класів в методах контрольованого класифікування 


використовується набір навчальної вибірки, в якому містяться репрезенти кожного з 


класів. Серед існуючих підходів до обробки навчальної вибірки є такі, що належать до 


наступних груп: кластерна вибірка (Sedgwick, 2014); підходи, що дозволяють зменшити 
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розмірність навчальної вибірки (Salem & Hussein, 2019; Green et al., 1988). підходи, що 


виявляють репрезенти, які були віднесені до вибірки не того класу, якому відповідає їхня 


класова приналежність (Kang et al., 2018. Спільним недоліком розглянутих підходів є те, 


що вони не враховують фактор розділимості навчальної вибірки.  


Дана дисертаційна робота, що базується на публікаціях (Andreiev, 2023; Andreiev 


& Kozlova, 2021; Popov et al, 2021; Andreiev, 2020; Piestova et al, 2021), присвячена 


розробці методики класифікування об’єктів на аеро- та космічних зображеннях в умовах 


низької розділимості розпізнавальних ознак.  


Отже, актуальним науковим завданням є розробка методу оцінювання 


розділимості навчальної вибірки та нових способів обробки навчальної вибірки з метою 


підвищення її розділимості.  


Зв’язок роботи з науковими програмами, планами, темами 


Дисертаційна робота виконана в рамках наукових досліджень, що проводились у 


Державній установі “Науковий центр аерокосмічних досліджень Землі ІГН НАН 


України” за такими темами: “Дистанційні методи вирішення задач сталого розвитку і 


раціонального природокористування, засновані на комплексному аналізі гетерогенних 


геопросторових даних” (державний реєстраційний номер 0121U107677); “Оцінка 


ризиків негативних змін навколишнього середовища за даними дистанційного 


зондування Землі” (державний реєстраційний номер 0122U002443); “Програмний 


модуль підвищення просторової розрізненності оптимального набору субпіксельно 


зміщених зображень” (державний реєстраційний номер 0122U201983); “Методика 


оцінювання динаміки опустелювання на основі даних супутникового знімання на 


прикладі піщаного масиву Олешківські піски” (державний реєстраційний номер 


0121U111862); “Система раннього попередження деградації земель порубіжжя 


Європейського союзу на основі  даних дистанційного зондування Землі” (реєстраційний 


номер 101086250 – EWALD); “Дистанційні методи виявлення та аналізу розвитку 


загрозливих природних та природно-техногенних процесів та явищ в задачах 


геоінформаційного забезпечення прийняття управлінських рішень щодо сталого 







24 


 


розвитку територій” (державний реєстраційний номер 0122U002085); “Цільова науково-


технічна програма оборонних досліджень НАН України на 2020-2024 рр.” 


(№ 0121U000075д); “Розробка нових аерокосмічних технологій вивчення, 


прогнозування, запобігання та мінімізації ризиків надзвичайних ситуацій природного та 


природно-антропогенного походження” (державний реєстраційний номер 


0017U004264); “Методи тематичного аналізу гетерогенних геопросторових даних при 


вирішенні задач дистанційного зондування Землі в умовах неповноти та обмеженості 


наявної інформації” (державний реєстраційний номер 0116U000144); “Розробка і 


впровадження сучасних аерокосмічних технологій дослідження Землі для оцінювання 


та прогнозування небезпечних природних і антропогенних процесів і явищ, формування 


рекомендацій по оптимізації пошуків, розвідки і експлуатації родовищ корисних 


копалин з метою мінімізації негативного впливу на довкілля” (державний реєстраційний 


номер 0121U111862). 


Мета і завдання дослідження. Мета дослідження – це підвищення достовірності 


класифікування об`єктів на аеро- та космічних зображеннях шляхом розробки методики, 


яка націлена на підвищення розділимості розпізнавальних ознак 


Для досягнення мети було вирішено наступні часткові наукові завдання: 


1.Провести аналіз методів класифікування об'єктів на аеро- та космічних 


зображеннях, їхніх переваг та недоліків. 


2.Провести аналіз властивостей навчальної вибірки та підходів до її обробки в 


задачах контрольованого класифікування об'єктів на аеро- та космічних зображеннях, 


їхніх переваг та недоліків 


3.Розробити метод оцінки розділимості навчальної вибірки 


4.Розробити спосіб кластеризації навчальної вибірки 


5.Розробити спосіб зменшення розмірності навчальної вибірки  


6.Експериментально перевірити розроблену методику класифікування об'єктів на 


аеро- та космічних зображеннях в умовах низької розділимості ознак, порівнявши 


достовірність класифікування до та після застосування розробленої методики. 







25 


 


7.Надати рекомендації щодо можливостей та сфер подальшого використання 


розробленої методики. 


Об'єкт дослідження – класифікування об’єктів на аеро- та космічних 


зображеннях в умовах низької розділимості розпізнавальних ознак.  


Предмет дослідження – навчальна вибірка, її кластеризація та зменшення 


розмірності. 


Методи дослідження. Для вирішення поставлених завдань використовувалися: 


- методи неконтрольованого класифікування – для кластеризації навчальної 


вибірки; 


- методи контрольованого класифікування – для проведення класифікування 


об’єктів на аеро- та космічних зображеннях, також дані методи залучені до розробки 


методу оцінювання розділимості навчальної вибірки; 


- методи статистичного аналізу – для оцінювання достовірності 


класифікування використані показники загальної точності класифікації та капа-індекс і 


коефіцієнт кореляції Пірсона; 


- методи прийняття рішення – для визначення класової приналежності 


об’єктів на аеро- та космічних зображеннях; 


- методи цифрової обробки сигналів зображень – для попередньої обробки 


вхідних аеро- та космічних зображень і формування навчальної вибірки. 


Наукова новизна одержаних результатів полягає у наступному: 


Вперше розроблено метод оцінювання розділимості навчальної вибірки при 


контрольованому класифікуванні аеро- та космічних зображень в умовах низької 


розділимості розпізнавальних ознак. Особливістю якого є формування оцінки відносно 


конкретного метода класифікування, вхідних даних та їхньої структури.  


Вперше розроблено методику класифікування об’єктів на аеро- та космічних 


зображеннях в умовах низької розділимості розпізнавальних ознак, яка включає в себе 


застосування одного з двох розроблених способів залежно від об’єму даних. При 


надлишковому об’ємі даних використовується спосіб зменшення розмірності навчальної 
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вибірки, а при обмеженому об’ємі даних –спосіб кластеризації навчальної вибірки. 


Основою розроблених способів є метод оцінки розділимості навчальної вибірки: 


Вперше розроблено спосіб кластеризації навчальної вибірки на основі 


розробленого методу оцінювання розділимості навчальної вибірки. На відміну від 


існуючих, даний спосіб дозволяє обрати таку кількість кластерів для кожного класу, при 


якій розділимість навчальної вибірки досягала найвищого значення серед інших 


розглянутих варіантів. 


Вперше розроблено спосіб зменшення розмірності навчальної вибірки на основі 


розробленого методу оцінювання розділимості навчальної вибірки. На відміну від 


існуючих, даний спосіб дозволяє обрати такі шари вхідних даних, при яких відповідна 


навчальна вибірка досягатиме найвищого значення розділимості серед інших 


розглянутих варіантів вхідних даних. Таким чином досягається не лише зменшення 


розмірності вхідних даних, а і підвищення розділимості навчальної вибірки. 


Практичне значення отриманих результатів. 


За результатами експериментальних досліджень розроблена методика 


продемонструвала підвищення достовірності класифікування в кожному з 4 прикладів. 


Ефективність методики підтверджена в одному з прикладів зростанням показників 


загальної точності на 2% (з 91% до 93%) та капа-індексу на 2% (з 87% до 89%); в другому 


прикладі зростанням відповідних показників на 4% (з 77% до 81%) та на 5% (з 66% до 


71%); в третьому – зростанням коефіцієнта кореляції Пірсона на 28% (з 54% до 82%); в 


четвертому-  на 20% (з 63% до 83%) та на 21% (з 60% до 81%) показників загальної 


точності класифікації та капа-індексу відповідно. 


Розроблена методика може бути використана як складова державних систем 


моніторингу з використанням даних, отриманих з аеро- та космічних зображень. 


Розроблена методика класифікування може бути застосована у Державній службі 


України з надзвичайних ситуацій в таких задачах, як гуманітарне розмінування 


територій та аналіз природних змін, що призводять до небезпечних ситуацій, що 


засвідчено актом впровадження (В.1). Також розроблена методика може бути 
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застосована у навчальному процесі, де розглядається процедура класифікування об’єктів 


на аеро- та космічних зображеннях, - це засвідчено відповідним актом впровадження 


(В.2). Ще одним прикладом використання даної методики є моніторинг 


сільськогосподарських угідь – дана задача є актуальною для Міністерства аграрної 


політики та продовольства України. Також розроблена методика бути застосована при 


аналізі екологічних ризиків та моніторингу лісів – дана задача є актуальною для 


Міністерства захисту довкілля та природних ресурсів. 


Апробація матеріалів дисертації. Попередні результати дисертаційного 


дослідження та основні теоретичні і методичні аспекти були представлені та обговорені 


на 16-й Міжнародній науковій конференції “Monitoring of Geological Processes and 


Ecological Condition of the Environment” (Київ, 15-18 листопада 2023 р.), 2-му 


Міжнародному науковому семінарі “Reliability Engineering and Computational Intelligence 


(RECI 2022)” (Делфт, Нідерланди, 13 - 15 листопада 2022 р.), 7-му Міжнародному 


науковому симпозіумі “Space Optical Instrument and Application” (Пекін, Китай, 24-26 


листопада 2022 р.), 15-й Міжнародній науковій конференції “Pattern Recognition and 


Information Processing (PRIP'2021)” (21-24 вересня, 2021 р.), Міжнародній науковій 


конференції «Intellectual Systems of Decision Making and Problems of Computational 


Intelligence» (Херсон, 24–28 травня 2021 р.), 4-му Міжнародному науковому семінарі 


“Computer Modeling and Intelligent Systems (CMIS-2021)” (Запоріжжя, 27 квітня 2021 р.), 


Міжнародній науковий конференції “2020 IEEE Ukrainian Microwave Week (UkrMW)” 


(Харків, 21-25 вересня 2020 р.), Міжнародній науковій конференції “Geoinformatics: 


Theoretical and Applied Aspects 2020” (Київ, 11-14 травня 2020 р.), 17-й Міжнародній 


науковій конференції “Geoinformatics - Theoretical and Applied Aspects” (Київ, 14-17 


травня 2018 р.),  


Особистий внесок здобувача. Основні результати роботи одержано особисто 


автором. Результати співпраці з колегами та спеціалістами інших наукових галузей 


відображено в сумісних наукових публікаціях. 
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В Додатку Б представлено публікації, на яких базується розроблена методика 


класифікування аеро- та космічних зображень, аналіз існуючих підходів до формування 


вхідних даних та застосування методів аналізу та оцінки екологічних ризиків на основі 


аеро- та космічних зображень. Зокрема, методи класифікування супутникових даних 


розглянуті в (Б.1, Б.3, Б.4, Б.6, Б.9, Б.10-13, Б.17-19). Аналіз підходів до формування 


вхідних даних та розрахунок додаткових даних для класифікування розглянуто в (Б.2, 


Б.5, Б.7, Б.8, Б.12, Б.14, Б.15, Б.20, Б.21). Застосування методів аналізу та оцінки 


екологічних ризиків на основі аеро- та космічних зображень представлено в (Б.2, Б.12, 


Б.15, Б.16). Власне розроблена методика класифікування об’єктів на аеро- та космічних 


зображеннях  в умовах низької розділимості ознак представлена в (Б.4). 


За результатами досліджень опубліковано 21 наукову працю, у тому числі 2 


публікації у монографіях (з них 1 проіндексована в базі даних Scopus); у закордонних 


фахових виданнях – 5 статей (з них 3 проіндексовані в базі даних Scopus); статті у 


наукових виданнях, включених на дату опублікування до переліку наукових фахових 


видань України категорії Б – 4; 10 у збірниках та матеріалах тез доповідей вітчизняних 


та міжнародних конференціях (3 закордонних), з яких 8 проіндексовані в базі даних 


Scopus. 


Структура і обсяг дисертації 


Дисертація складається зі вступу, чотирьох розділів, висновків, переліку 


використаних джерел (184 найменувань на 24 сторінках) та 3 додатків на 17 сторінках. 


Робота викладена на 174 сторінки, що містять 133 сторінки основного тексту, 32 рисунки 


та 11 таблиць. 
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РОЗДІЛ 1 


АНАЛІЗ МЕТОДІВ КЛАСИФІКУВАННЯ ОБ’ЄКТІВ НА АЕРО- ТА 


КОСМІЧНИХ ЗОБРАЖЕННЯХ, ВЛАСТИВОСТЕЙ НАВЧАЛЬНОЇ ВИБІРКИ ТА 


ПІДХОДІВ ДО ЇЇ ОБРОБКИ. ПОСТАНОВКА ЗАВДАННЯ ДОСЛІДЖЕННЯ 


 


1.1.  Аналіз методів класифікування об’єктів на аеро- та космічних зображеннях 


Новітні досягнення в області дистанційних методів класифікування створюють 


можливості для дослідження природних ресурсів, моніторингу довкілля та вирішення 


багатьох інших задач (Melesse et al., 2007). В літературі наводиться значна кількість 


різноманітних дистанційних методів класифікування, які вирішують широке коло 


завдань у різних галузях, таких як сільське господарство (Kamir et al., 2020), 


поновлювані джерела енергії (Adedeji et al., 2020), надзвичайні ситуації (Andreiev et al., 


2022; Lizundia-Loiola et al., 2020; Stankevich et al., 2022; Stankevich et al., 2023; ), клімат 


(Lubskyi et al. 2022; Lubskyi et al. 2023; Zhang et al., 2019), будівництво (Huang et al., 


2019), умови життя людини (Foody et al., 2019), система охорони здоров'я (Damgacioglu 


et al., 2019), метеорологія, океанографія, геологія, картографія, пошук корисних копалин 


(Popov et al., 2020a; Popov et al., 2020b; Titarenko et al., 2020) тощо (Huang et al., 2016, 


Jian, 2011, Ge et al., 2011). Методи класифікування відіграють важливу роль у залученні 


даних дистанційного зондування Землі (ДЗЗ) до вирішення завдань, пов’язаних із 


досягненням цілей сталого розвитку (Scott & Rajabifard, 2017). При цьому особливої 


актуальності набуває розробка методів здатних забезпечити високу достовірність 


класифікування об’єктів за даними ДЗЗ (Andries et al., 2019, Landry et al., 2019).  


Процедуру класифікування в ДЗЗ визначають як процес присвоєння різних 


категорій ґрунтового покриву або землекористування пікселям або сегментам в межах 


аеро- та космічних зображень. Цей процес передбачає використання комп’ютерних 


алгоритмів і методів для диференціації та класифікування різних об’єктів або ознак, 


присутніх на зображенні на основі їхніх спектральних, просторових і контекстних 
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характеристик(Lillesand et al., 2014). При використанні аеро- та космічних зображень 


ознаки об’єктів визначаються каналами вхідних зображень та похідними шарами, що 


отримуються з каналів вхідних зображень або з додаткових джерел.  


Методи класифікування поділяють на чотири групи: контрольовані (англ. 


Supervised), неконтрольовані (Unsupervised), напівконтрольовані (Semi-supervised) і 


навчання з підкріпленням (Reinforcement Learning) (Berry et al., 2019).  


Методи неконтрольованого класифікування полягають в розподілі вхідних 


об’єктів на групи (класи) подібних об’єктів без залучення інформації про ознаки 


вихідних класів (Ferreira et al., 2017, Ruppert, 2004). Серед методів неконтрольованого 


класифікування найчастіше застосовують центроїдні методи та методи, що базуються на 


щільності ознак об’єктів.  


Серед центроїдних методів можна виокремити такі, як К-Means (Reza et al., 2019, 


Sathiaraj et al., 2019, Liu et al., 2019, Tamiminia et al., 2017), K-Medians (Huang, 1998), К-


Medoids (Kaufman & Rousseeuw, 2009) та ISODATA (Iterative Self-Organizing Data 


Analysis Techniques) (Ball & Hall, 1965). Основним вхідним параметром, який задається 


перед початком процедури класифікування, є кількість вихідних кластерів. При 


утворенні заданої кількості кластерів кожен об’єкт буде віднесено до того кластеру, 


центр якого має найменшу відстань до даного об’єкту серед центрів інших кластерів. 


Центр кластера, в залежності від обраного методу, може бути центроїдом (К-Means), 


медіаною (K-Medians) чи медоїдом (К-Medoids). На кожній ітерації центр кластера і 


відповідно приналежність вхідних об’єктів можуть змінюватися до тих пір, доки не буде 


знайдено оптимальний варіант. Для розрахунку відстані між об’єктами можуть бути 


використані різні метрики, наприклад, Махаланобіса (Mahalanobis, 1936), Евклідова, 


Міньковского, Манхетен, Чебишева, Джаккарда та інші (Yadav & Deshmukh, 2015).  


Методами, що базуються на щільності ознак об’єктів, є DBSCAN (Density-based 


spatial clustering of applications with noise) (Micheletti et al., 2017), OPTICS (Ordering points 


to identify the clustering structure) (Ankerst et al., 1999) та ARCADE (Accurate Recognition 


of Clusters Across Densities ) (Steel & Tech, 2015). Основними вхідними параметрами 
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даних методів є максимальна відстань, при яких об’єкти будуть вважатися сусідніми 


(такими, що можуть бути віднесені до одного кластера), та мінімальна кількість об’єктів, 


при якій група об’єктів буде вважатися кластером. Суть даних методів полягає в тому, 


щоб згрупувати вхідні об’єкти таким чином, щоб в одному кластері всі об’єкти були 


розташовані достатньо щільно (відстань між ними не повинна бути більшою за ту, що 


задана вхідним параметром). Також група точок буде вважатися кластером у тому 


випадку, якщо кількість щільно розташованих в ній об’єктів буде не меншою за те число, 


що задане параметром. Об’єкти, які не мають достатньої кількості (що задана вхідним 


параметром) сусідніх об’єктів, не будуть входити до жодного з кластерів та 


вважатимуться викидами. Аналогічно до центроїдних методів відстань між точками 


може бути розрахована за різними метриками (Mahalanobis, 1936; Yadav & Deshmukh, 


2015). 


Методи контрольованого класифікування полягають у віднесенні об’єкту до того 


класу, чиї ознаки є найбільш подібними до ознак даного об’єкту серед інших класів 


(Lillesand et al., 2014). На відміну від неконтрольованого класифікування, ознаки 


вихідних класів задаються перед процедурою класифікування як частина вхідних даних. 


Ознаки класів можуть бути представлені у формі набору навчальної вибірки, який 


містить вибірку кожного з класів.  


Загалом, процедура контрольованого класифікування виконується в два етапи: 1) 


навчання класифікатора за допомогою навчальної вибірки; 2) застосування 


класифікатора до кожного з вхідних об’єктів для визначення їхньої класової 


приналежності. Серед методів контрольованого класифікування можна виділити 


наступні: мінімальної відстані (Srivastava, 2006), максимальної правдоподібності 


(Jensen, 2016), відстані Махаланобіса (Richards & Jia, 2006), опорних векторів (Support 


vector machine - SVM) (Hearst et al., 1998), паралелепіпеда (Congalton & Green, 2008), 


випадкового лісу (Random forest) (Belgiu & Drăguţ, 2016), штучні нейронні мережі (Mas 


& Flores, 2007) тощо. 
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Напівконтрольовані методи поєднують аспекти методів контрольованого та 


неконтрольованого класифікування і вимагають комбінації методів з і без навчання 


(Yasodha & Kannan, 2011). Методи навчання з підкріпленням направлені на створення 


систем, які можуть навчатися із взаємодії з навколишнім середовищем, використовуючи 


правила заохочення і покарання (Ferreira et al., 2020). 


Отже, основна відмінність між контрольованими і неконтрольованими методами 


полягає в тому, що в першому випадку ознаки вихідних класів задаються експертом, а в 


неконтрольованих методах класифікування вихідні класи формуються на основі 


подібності ознак вхідних об’єктів.  


Більшість тематичних задач ДЗЗ потребують класифікування з заданими класами. 


Таким чином, ознаки класів, що визначені тематичною задачею, мають бути задані перед 


процедурою класифікування, отже для цього підходять саме методи контрольованого 


класифікування. В даних методах ознаки класів задаються в формі набору навчальної 


вибірки.  


1.2.  Аналіз властивостей та підходів до обробки навчальної вибірки 


Навчальну вибірку можна визначити як підмножину сукупності всіх 


досліджуваних об’єктів, яка називається генеральною сукупністю (Subbotin, 2010). При 


цьому, навчальна вибірка має певні властивості, основні з них такі: повнота, 


рівномірність, чистота, протиріччя, компактність, складність та розмірність. 


Повнота характеризує забезпеченість вибірки репрезентами кожного з класів. 


Очевидно, якщо навчальна вибірка повністю збігається з генеральною сукупністю, то 


достовірність класифікування буде високою. Якщо навпаки – у навчальній вибірці 


відсутні репрезенти об’єктів більшої частини класів – то достовірність буде суттєво 


знижена. 


Рівномірність визначає, наскільки рівномірно розподілені репрезенти вибірки по 


класам.  
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Чистота навчальної вибірки визначається як частка репрезентів, віднесених саме 


до того класу, який в дійсності відповідає їхній класовій приналежності (Popov et al., 


2016). Нехай такі репрезенти називатимуться чистими, а ті, що віднесені до того класу, 


який не відповідає його справжній класовій приналежності, - забрудненими. Тоді 


показник чистоти розраховується як відношення чистих репрезентів до загального 


обсягу навчальної вибірки. Аналогічно до чистоти можна ввести показник 


забрудненості. “Забруднені” репрезенти виникають тоді, коли навчальна вибірка 


формується в околі пікселів, в яких можуть бути присутні об’єкти різних класів. Також 


забрудненість може бути викликана тим, що серед відібраних репрезентів присутні 


змішані пікселі, всередині кожного з яких представлено об’єкти відразу кількох класів. 


Відповідно до розрахунку чистоти показник забрудненості розраховується як 


відношення забруднених репрезентів до загального обсягу навчальної вибірки. 


Протиріччя характеризує наявність однакових репрезентів (таких, що мають 


однакові розпізнавальні ознаки), які при формуванні вибірки були віднесені до різних 


класів. Можна зробити висновок, що при наявності протиріч деякі з таких репрезентів є 


забрудненими. 


Компактність характеризує схожість ознак репрезентів різних класів. Даний 


показник демонструє, наскільки класи навчальної вибірки є розділимими один відносно 


одного. 


Показник складності вводиться для того, аби оцінити необхідні витрати ресурсів 


для обробки навчальної вибірки. В першу чергу мова йде про ресурси пам’яті та 


обчислювальні ресурси.  


Розмірність навчальної вибірки характеризує кількість ознак, які 


представляються генеральною сукупністю. Також розмірність навчальної вибірки буде 


співпадати з розмірністю вхідного зображення, на основі якого проводиться 


класифікування. Даний показник безпосередньо впливає на складність обробки 


навчальної вибірки – чим менша розмірність, тим менша складність обробки. 
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Для деяких з перелічених властивостей навчальної вибірки запропоновані числові 


критерії, які їх характеризують (Subbotin, 2010, Popov et al., 2016).  


Таким чином, обробка елементів навчальної вибірки може бути розглянута в 


рамках вищезазначених властивостей. Наприклад, можна виділити методи, що 


дозволяють підвищити чистоту та знизити кількість протиріч та рівень забрудненості 


(Kang et al., 2018).  


У (Foody, 2015) аналізується вплив забрудненої вибірки на продуктивність 


контрольованого класифікування на основі аеро- та космічних зображень. Крім того, в 


(Bruzzone & Persello, 2009) представлено контекстно-залежний метод класифікування 


SVM, який демонструє стійкість для класифікування зображень високої роздільної 


здатності з присутністю протиріч. У (Lu et al., 2017) розробили алгоритм семантичної 


сегментації, який базується на ідентифікації та виправленні “забруднених” репрезентів. 


У роботі (Xiao et al., 2015) представили загальну структуру для навчання мережі 


глибинного навчання з обмеженою кількістю чистих репрезентів і великою кількістю 


забруднених репрезентів.  


Перелічені методи дійсно підвищують чистоту навчальної вибірки, виявляючи 


забруднені репрезенти. Але більшість з цих методів не розглядає обробку навчальної 


вибірки під кутом підвищення розділимості навчальної вибірки. Також жоден з методів 


не формує структуру навчальної вибірки під конкретний метод класифікування. 


Зазначені аспекти негативно впливають на достовірність подальшого класифікування із 


застосуванням даного набору навчальної вибірки. 


Окремо можна розглянути підходи, що дозволяють зменшити розмірність 


вхідного набору даних, водночас зменшивши розмірність навчальної вибірки, а це, в 


свою чергу, призведе до зниження складності обробки даного набору (Андреєв, 2018). 


Серед таких підходів найбільш вживаними є метод головних компонент (Principal 


Component Analysis, PCA) (Salem & Hussein, 2019)  та метод мінімальної частки шуму 


(Minimum Noise Fraction, MNF) (Green et al., 1988). Також є схожі методи, наприклад, 


методи головних компонентів з поправкою на шум (Noise-Adjusted Principal Components, 
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NAPC) (Chang & Du, 1999), аналізу незалежних компонентів (Independent Component 


Analysis, ICA) (Hyvärinen et al., 2001), факторизації невід’ємної матриці (Non-Negative 


Matrix Factorization, NMF) (Lee & Seung, 2001) та метод просторово-спектральної 


декомпозиції (Spatial-Spectral Decomposition) (Kong et al., 2022). 


PCA —метод, який полягає в перетворенні ряду корельованих змінних у меншу 


кількість змінних, які називаються головними компонентами. Даний метод забезпечує 


фільтрацію шуму. Має широкий спектр застосувань на основі великих наборів даних. 


PCA використовує векторне перетворення простору, щоб зменшити розмірність великих 


наборів даних. Це досягається шляхом виявлення напрямків максимальної дисперсії у 


багатовимірних даних, які еквівалентні лінії найменших квадратів, яка найкраще 


відповідає нанесеним даним і проектує їх на менший розмірний підпростір, зберігаючи 


більшу частину інформації. Метод PCA розраховує вплив кожного головного 


компонента в загальну дисперсію та власні вектори, пов’язані з ненульовими власними 


значеннями координат. На практиці треба включити достатню кількість основних 


компонентів, які охоплюють приблизно (70–80%) варіації даних.  


Схожим є метод MNF, який також часто використовують при аналізі 


гіперспектральних даних. Він спрямований на розділення компонентів сигналу та шуму 


в гіперспектральних даних шляхом перетворення даних у новий простір, де кілька 


перших компонентів представляють сигнал, а наступні компоненти вловлюють шум.  


Які  максимізують або співвідношення сигнал/шум, або частку шуму та відділяють 


сигнал від шуму.  


Крім того, можна виділити метод ICA, суть якого також в зменшенні розмірності, 


але він зосереджений на пошуку незалежних джерел, що лежать в основі даних, а не на 


максимізації дисперсії. Цей метод використовується для розділення змішаних сигналів 


у різних областях, включаючи сліпе розділення джерела та обробку зображень.  


Метод NMF розкладає дані на адитивні частини, часто з невід’ємними 


обмеженнями. Це корисно для виділення функцій і може бути особливо ефективним для 


аналізу невід’ємних даних.  
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NAPC, подібно до PCA, призначений для гіперспектрального аналізу даних. Він 


спрямований на вилучення сигналу з мінімізацією впливу шуму, як це робить MNF.  


Просторово-спектральна декомпозиція фокусується на розкладанні 


гіперспектральних даних на просторові та спектральні компоненти, що дозволяє краще 


аналізувати спектральні характеристики, що змінюються в просторі. 


Серед недоліків вищеописаних методів є те, що вони при відборі каналів 


зображення не розглядають властивості навчальної вибірки, зокрема її розділимість. 


Таким чином, можуть бути виключені з розгляду ті канали, які в дійсності підвищували 


розділимість деяких класів. А це, в свою чергу, може призвести до зниження 


достовірності класифікування. 


Також існують підходи, що направлені на зменшення кількості репрезентів, 


збільшення їхньої компактності та, в цілому, зменшення рівня складності обробки. 


Серед таких підходів можна виділити застосування методу Кластерної вибірки (Cluster-


based sampling) (Sedgwick, 2014) до навчальної вибірки. 


Кластерна вибірка, також відома як кластерна підвибірка даних, — це метод, який 


використовується в класифікуванні для зменшення розміру набору навчальної вибірки. 


Це відбувається шляхом відбору репрезентів із кластерів подібних вибірок. Ідея полягає 


в тому, щоб згрупувати репрезенти, які близькі або подібні один до одного в певному 


просторі ознак, а потім обрати підмножину цих кластерів для формування скороченого 


набору даних. Це дозволяє зменшити кількість репрезентів та рівень складності обробки 


такого набору навчальної вибірки. 


Проте, таким чином різноманітність навчальної вибірки буде зменшено, так як 


знизиться її дисперсія. При цьому можуть бути виключені певні важливі репрезенти, що 


негативно вплине на повноту вибірки. Також, якщо з репрезентів кожного класу буде 


відібрано різну кількість одиниць, то може бути порушена рівномірність навчальної 


вибірки. 
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1.3. Постановка завдання дослідження 


Згідно з проведеним аналізом методів класифікування в п. 1.1 було розглянуто 


основні чотири типи методів класифікування: контрольовані, неконтрольовані, 


напівконтрольовані і навчання з підкріпленням. Проте, найбільш доцільними для 


більшості тематичних задач ДЗЗ є саме методи контрольованого класифікування. Тому 


що саме ці методи дозволяють задати ознаки вихідних класів. 


Для задання ознак класів в методах контрольованого класифікування 


використовується набір навчальної вибірки, в якому містяться репрезенти кожного з 


класів. В п 1.2 проведено аналіз властивостей навчальної вибірки та підходів до її 


обробки. Серед розглянутих підходів були такі, що належать до наступних груп: 


зменшення розмірності набору навчальної вибірки; виявлення та виправлення 


репрезентів навчальної вибірки, що були віднесені до неправильного класу; кластерна 


вибірка. Спільним недоліком розглянутих підходів є те, що вони не враховують фактор 


розділимості навчальної вибірки. Дана властивість безпосередньо впливає на 


достовірність класифікування. Саме тому підвищення розділимості навчальної вибірки 


є актуальною задачею в класифікуванні об’єктів на аеро- та космічних зображеннях. 


Метою дисертаційної роботи є підвищення достовірності класифікування об`єктів 


на аеро- та космічних зображеннях. Для оцінювання підвищення достовірності 


класифікування обрано такі критерії, як загальна точність класифікації та капа-індекс.  


Як показано в (Popov, 2007), для цих показників є обов’язковим використання для 


кожного з класів тестових об’єктів, які обираються з генеральної сукупності.  


Показник загальної точності є найбільш поширеним та розраховується як 


відношення правильно класифікованих тестових об’єктів до загальної кількості тестових 


об’єктів. Формула, за якою розраховується даний показник, наступна:  


𝑶𝑨 =
∑ 𝑁𝑖𝑖


𝑲
𝒊=𝟏


∑ ∑ 𝑁𝑖𝑗
𝑲
𝒋=𝟏


𝑲
𝒊=𝟏


, 


де 𝑁𝑖𝑗-це кількість репрезентів, які належать до класу i, але віднесені після 


класифікування до класу j, відповідно 𝑁𝑖𝑖- це кількість правильно класифікованих  
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репрезентів класу i (той, який після класифікування віднесений до того класу, до якого 


він дійсно належить), 𝐾- кількість класів.  


Проте, даний показник не враховує класовий дисбаланс тестових об’єктів, за 


якими проводиться оцінка точності класифікування. Саме тому введено показник капа-


індекс, який дає адекватну оцінку точності класифікування навіть при дисбалансі 


тестових об’єктів. Даний показник розраховується за наступною формулою (Bishop et 


al., 2007): 


𝑲𝒂𝒑𝒑𝒂 =
∑ ∑ 𝑁𝑖𝑗


𝑲
𝒋=𝟏


𝑲
𝒊=𝟏 ∗∑ 𝑁𝑖𝑖


𝑲
𝒊=𝟏 −∑ 𝑁𝑖𝑗


𝑲
𝒊=𝟏 ∑ 𝑁𝑖𝑗


𝑲
𝒋=𝟏 ∗∑ 𝑁𝑗𝑖


𝑲
𝒋=𝟏


(∑ ∑ 𝑁𝑖𝑗)𝑲
𝒋=𝟏


𝑲
𝒊=𝟏


2
− ∑ 𝑁𝑖𝑗


𝑲
𝒊=𝟏 ∑ 𝑁𝑖𝑗


𝑲
𝒋=𝟏 ∗∑ 𝑁𝑗𝑖


𝑲
𝒋=𝟏


. 


Значення розглянутих показників оцінки точності класифікування лежать в 


інтервалі від 0 до 1. При цьому, значення 0 показує, що отримана класифікація є 


повністю неточною, а значення 1 відповідає точній класифікації, яка немає жодного 


неправильно класифікованого об’єкта. 


Загалом, зазначену мету дисертаційного дослідження планується досягти шляхом 


розробки нової методики, яка заснована на кластеризації  та зменшенні розмірності 


навчальної вибірки. Для цього потрібно виконати низку часткових наукових завдань 


дослідження, а саме: 


1. Провести аналіз методів класифікування об'єктів на аеро- та космічних 


зображеннях, їхніх переваг та недоліків. 


2. Провести аналіз властивостей навчальної вибірки та підходів до її обробки в 


задачах контрольованого класифікування об'єктів на аеро- та космічних зображеннях, 


їхніх переваг та недоліків 


3. Розробити метод оцінювання розділимості навчальної вибірки 


4. Розробити спосіб кластеризації навчальної вибірки 


5. Розробити спосіб зменшення розмірності навчальної вибірки  


6. Експериментально перевірити розроблену методику класифікування об'єктів на 


аеро- та космічних зображеннях в умовах низької розділимості ознак, порівнявши 


достовірність класифікування до та після застосування розробленої методики. 
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7. Надати рекомендації щодо можливостей та сфер подальшого використання 


розробленої методики. 


Висновки до першого розділу 


1. Проведено аналіз методів класифікування об’єктів на аеро- та космічних 


зображеннях. Розглянуто наступні методи: неконтрольовані, контрольовані, 


напівконтрольовані та навчання з підкріпленням. Обґрунтовано, що для більшості 


тематичних задач ДЗЗ доцільним є використання саме контрольованих методів 


класифікування, адже вони дозволяють задати ознаки вихідних класів у вигляді набору 


навчальної вибірки. 


2. Проаналізовано властивості набору навчальної вибірки. Виділено такі 


властивості, як повнота, рівномірність, чистота, протиріччя, компактність, складність та 


розмірність. Проведено аналіз підходів до обробки навчальної вибірки. Серед них: 


кластерна вибірка; підходи, що дозволяють зменшити розмірність навчальної вибірки; 


підходи, що виявляють репрезенти, які були віднесені до вибірки не того класу, якому 


відповідає їхня класова приналежність. Згідно з проведеним аналізом, спільним 


недоліком розглянутих підходів є те, що вони не враховують фактор розділимості 


навчальної вибірки. Дана властивість безпосередньо впливає на достовірність 


класифікування.  


3. Метою дисертаційної роботи визначено підвищення достовірності 


класифікування об`єктів на аеро- та космічних зображеннях. Для оцінювання 


підвищення достовірності класифікування обрано такі критерії, як загальна точність та 


капа-індекс. 


4. Для досягнення зазначеної мети поставлено наукове завдання розробити 


методику класифікування об’єктів на зображеннях, яка націлена на підвищення 


розділимості розпізнавальних ознак. Для виконання поставленого наукового завдання 


визначено та представлено низку часткових наукових завдань. 
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РОЗДІЛ 2 


РОЗРОБКА МЕТОДІВ КЛАСТЕРИЗАЦІЇ ТА ОЦІНЮВАННЯ РОЗДІЛИМОСТІ 


НАВЧАЛЬНОЇ ВИБІРКИ 


 


Вхідними даними для контрольованого класифікування об’єктів на аеро- та 


космічних зображеннях є власне вхідні аеро- та космічні зображення та набір навчальної 


вибірки. Для формування ознак генеральної сукупності використовуються 


геопросторові дані, які отримуються з аеро- та космічних зображень, їхніх похідних 


шарів або з інших додаткових джерел. Кожен з таких залучених параметрів 


представляється у вигляді окремого растрового шару. При об’єднанні таких даних в 


один масив утворюється куб геопросторових даних, який містить усі долучені до нього 


растрові шари, за умови їхньої просторової регуляризації. 


Набір навчальної вибірки складається з вибірки кожного з класів, які визначені 


тематичною задачею. Вибірка кожного класу містить сигнатури, які визначені в 


кожному з шарів вхідного куба геопросторових даних. Однією з проблем навчальної 


вибірки є те, що вибірки класів, як правило, не є компактними, тобто характеризуються 


доволі низькою розділимістю розпізнавальних ознак. Для вирішення даної проблеми в 


даному розділі розроблено два методи кластеризації навчальної вибірки, а саме: 1) метод 


формування навчальної вибірки з кластерів початкових класів; 2) метод формування 


навчальної вибірки з центрів кластерів початкових класів. 


Для оцінювання розділимості навчальної вибірки представлено метод, який 


включає в себе оцінювання розділимості як двох окремих класів навчальної вибірки, так 


і всього набору в цілому. Перше розраховується як середнє арифметичне показників 


чутливості та специфічності. Друге розраховується на основі різних критеріїв, які 


оцінюють достовірність класифікування в цілому, наприклад, на основі загальної 


точності класифікації або капа-індексу. 
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2.1. Формування куба геопросторових даних 


Геопросторові дані, які отримуються з вхідних різнорідних аеро- та космічних 


зображень чи інших джерел, можуть бути представлені у вигляді растрових шарів. 


Кожен з растрових шарів розглядається як окрема ознака (Pingel, 2018). Такі шари мають 


форму двовимірної матриці (рис. 2.1), кожен елемент якої є цифровим значенням 


відповідного пікселя зображення. Серед основних властивостей кожного з растрових 


шарів є розмір та просторова розрізненість. Ключовою особливістю геопросторових 


даних є те, що на відміну від звичайних растрових даних, вони містять інформацію щодо 


місцеположення їхніх елементів на Землі, яка може бути представлена як 


географічними, так і прямокутними координатами. 


 


 


Рис. 2.1. Растровий шар геопросторових даних у матричному вигляді 


 


Для об’єднання растрових шарів геопросторових даних в один масив прийнято 


формувати куб геопросторових даних (Montero et al., 2023a). Інтегруючи різні типи 


даних в узгоджену та інтероперабельну структуру (Schramm et al., 2021), куби даних 
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полегшують одночасний аналіз та інтерпретацію, перетворюючи потік даних у доступну 


та значущу інформацію (Estupiñán-Suárez et al., 2021).  


Серед основних умов сумісності при формуванні такого куба виділяють 


приведення растрових шарів до однакових розміру та просторової розрізненості, а також 


застосування єдиної системи координат (Montero et al, 2023a). При виконанні вказаних 


умов растрові шари називаються просторово регуляризованими. Даний куб можна 


представити у вигляді тривимірної матриці (рис. 2.2).  


 


 


Рис. 2.2. Куб геопросторових даних у матричному вигляді 


 


Структурування спостережень у куб даних, як правило, здійснюється за кількома 


елементами або «вимірами». При залученні геопросторових даних, двома обов’язковими 


елементами є географічні координати широти (Y) та довготи (Х), а також час, окремі 


змінні або навіть компоненти часових рядів (Estupiñán-Suárez et al., 2021; Mahecha et al., 


2020). Таким чином, як видно з рис. 2.2, куб геопросторових даних можна визначити як 


множину CGD, елементи якої – просторово регуляризовані растрові шари 


геопросторових даних. 


𝐶𝐺𝐷 = {𝐿1, 𝐿2, … , 𝐿ℎ}, 
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де 𝐿𝑖 - i-й растровий шар, що входить до куба геопростоворих даних CGD, h-загальна 


кількість растрових шарів, що входять до куба геопростоворих даних CGD. 


Кожен елемент 𝑥𝑖𝑗 такого куба можна розглядати як h-вимірний вектор: 


𝑥𝑖𝑗 = (𝑥1𝑖𝑗
, 𝑥2𝑖𝑗


, . . , 𝑥ℎ𝑖𝑗
), 


де 𝑥𝑘𝑖𝑗
- 𝑖𝑗-й елемент матриці, що представляє k просторово регулярозиваний растровий 


шар геопросторових даних. 


Крім того, куби даних мають унікальні характеристики, притаманні конкретним 


наборам даних, що необхідні для вирішення певних тематичних задач, а саме: 


просторово-часове охоплення, масштаб та багатомірність даних (Montero et al., 2023a). 


Багатовимірність куба даних визначається кількістю різних вимірів, за якими він 


був сформований, а приріст складності куба відповідно до його розмірів визначається 


їхнім порядком. Таким чином, просторово-часова матриця одновимірного куба має 


порядок 3, а порядок багатовимірного куба — 4 (Montero et al., 2023a). Багатовимірні 


куби даних, як правило, складаються із наборів змінних спільного походження. У 


випадку аеро- та космічних геопросторових даних такими змінними є значення відбиття 


та похідні характеристики вищого порядку, наприклад, спектральні індекси, від одного 


конкретного датчика ДЗЗ (Montero et al., 2023b; Walther et al., 2022). До гетерогенних 


кубів відносять ті, які об’єднують набори даних з різних джерел (Mahecha et al., 2020), 


наприклад, дані різних оптичних знімальних систем (Fang et al., 2023; Hilker et al., 2009), 


оптичних та радарних систем (Kozlova, 2018; Joshi, 2016; Byun, 2013), дані та похідні 


характеристики цифрових моделей рельєфу (Popov et al., 2021a; Popov et al., 2021b; 


Franklin, 2020), та інші геопросторові дані, необхідні для вирішення певної тематичної 


задачі (Hurskainen et al, 2019; Khatami et al., 2016).  


Просторовий масштаб куба даних характеризуються широким діапазоном – від 


глобальних (Sudmanns et al., 2022; Dhu et al., 2019) до локальних (Walther et al., 2022). 


При застосуванні одного з масштабів, вибір відповідної системи координат має 


вирішальне значення для забезпечення мінімального геометричного спотворення. Також 
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просторовий масштаб куба даних вливає на вибір стратегії набору вибірки для 


алгоритмів машинного навчання, оскільки вона має забезпечити репрезентативність 


цільової змінної (Montero et al., 2023a).  


Часовий масштаб куба даних може значно відрізнятися залежно від області 


застосування або процесів, які досліджуються. Хоча при класифікуванні об’єктів за 


аеро- та космічними геопросторовими даними, зазвичай використовують один часовий 


відлік, залучення різночасових даних та компонентів часових рядів розширює простір 


ознак динамічних об’єктів. Так, при вирішені задач, пов’язаних із надзвичайними 


ситуаціями або метеорологічним явищами, часовий відлік може становити години та дні 


(Vongkusolkit et al., 2023). Якщо в задачах присутні рослинні об’єкти – кілька місяців 


вегетаційного періоду (Zaitseva et al., 2021). Для тривалих геологічних процесів – 


декілька років (Casagli et al., 2016).  


Для того, щоб куб даних вважався готовим до подальшого аналізу, під час його 


створення вирішальне значення має контроль даних щодо забезпечення їхньої 


сумісності (Montero et al., 2023a), а також проведення додаткової попередньої обробки 


(Dwyer et al., 2019). Рівень готовності може змінюватися залежно від задіяних змінних і 


сфери застосування (Frantz, 2019). При формуванні куба аеро- та космічних 


геопросторових даних, включають, але не обмежуються такими процедурами 


попередньої обробки, як маскування хмар і тіней від хмар (Skakun et al., 2022), 


коригування ефектів функції розподілу двонаправленого відбиття (BRDF) (Roy et al., 


2016), ресамплінг та регуляризація даних (Kopp et al., 2019). 


Основними складовими куба аеро- та космічних геопросторових даних є отримані 


з космічних супутників, літаків чи безпілотних літальниих апаратів (БПЛА) оптичні та 


радіолокаційні дані, а також похідні характеристики вищого порядку, обчислені на їхній 


основі (Hermosilla et al., 2022; Gómez et al., 2016). При вирішенні різних тематичних 


задач класифікування об’єктів рекомендується додавання додаткових даних з інших 


джерел, які характеризують контекст об’єктів класифікування. Такий підхід дозволяє 


суттєво та якісно збільшити простір ознак об’єктів, які розпізнаються, і, як наслідок, 
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збільшити достовірність їхнього класифікування (Hurskainen et al., 2019). Залежно від 


тематичної задачі набір куба геопросторових даних буде різним. Рекомендований набір 


аеро -та космічних геопросторових даних для вирішення певної тематичної задачі може 


бути представлено у вигляді відповідного шаблона.  


Нижче розглянемо складові куба аеро- та космічних геопросторових даних а також 


можливості формування шаблона геопросторових даних для певних тематичних задач 


класифікування. 


2.1.1. Оптичні зображення 


Оптичні зображення одержують із супутників ДЗЗ, літаків та БПЛА, оснащених 


оптико-електронною знімальною апаратурою, яка залежно від спектральної 


розрізненості та режиму знімання дозволяє отримувати панхроматичні (Javan et al., 


2021), багатоспектральні (Alvarez-Vanhard et al., 2021) та гіперспектральні (Khan et al., 


2018) знімки, в діапазоні довжин хвиль від ультрафіолетового до мікрохвильового 


(Gómez et al., 2016). 


Основними характеристиками оптичних зображень є спектральна, просторова та 


радіометрична розрізненності, а також повторюваність знімання.  


Оптичні зображення зазвичай доступні у вигляді багатоспектральних знімків, які 


складаються з декількох діапазонів електромагнітного випромінювання та можуть 


надавати різну інформацію про властивості об’єктів земної поверхні на основі їхньої 


спектральної відбивної здатності (Joshi et al., 2016). На сьогодні, космічні місії Landsat 


(Wulder et al., 2022; Masek et al., 2020) та Sentinel (Drusch et al., 2012) є основними 


джерелами багатоспектральних супутникових зображень, які знаходяться у відкритому 


доступі через платформи геологічної служби США (https://earthexplorer.usgs.gov) 


програми Copernicus Європейського космічного агентства 


(https://scihub.copernicus.eu/dhus/) та хмарний каталог даних Google Earth Engine 


(https://developers.google.com/earth-engine/datasets ). 



https://earthexplorer.usgs.gov/

https://scihub.copernicus.eu/dhus/

https://developers.google.com/earth-engine/datasets
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2.1.2. Радарні зображення 


Радарні зображення одержують із супутників ДЗЗ, літаків та БПЛА, оснащених 


радарами із синтезованою апертурою (РСА), активними приладами бічного огляду, які 


надсилають сигнали, нахилені під кутом (Joshi et al., 2016; Musa et al., 2015). Основними 


характеристиками радарних зображень є довжина хвилі, кількість поляризацій та 


просторова розрізненність (Flores et al., 2019). 


2.1.3. Індексні зображення 


Спектральні індексні зображення. Найпростіший спосіб спектрального 


перетворення кожного пікселя зображення і присвоєння пікселю нового математичного 


значення із значень певного пікселя в різних діапазонах – це розрахунок спектрального 


індексу.  


Спектральний індекс – це показник, який розраховують у результаті операцій з 


різними спектральними діапазонами (каналами) оптичних зображень і має відношення 


до параметрів об’єктів в певному пікселі знімка (Montero et al., 2023b). Ефективність 


спектральних індексів визначається особливостями відбиття. Ці індекси можуть 


розраховуватися як просте відношення каналів, в яких властивості певного класу 


об’єктів проявляються найбільш характерно (simple ratio), або у вигляді нормалізованої 


різниці (normalized difference indices) (Tran et al., 2022; Javed et al., 2021; Szigarski et al., 


2018; Bannari et al., 1995). Можлива кількість таких індексів для певного зображення 


визначається за правилами комбінаторики відповідно до кількості спектральних 


діапазонів даного зображення. Переважну кількість спектральних індексів виведено 


емпірично. Значна увага при такому виведенні приділяється мінімізації впливу 


атмосфери та ґрунту (Bannari et al., 1995; Huete, 1988).  


Усі відомі на сьогодні індекси умовно поділяють на чотири основні групи: 1) 


вегетаційні індекси – для характеристики рослинності усіх форм її можливого 


існування. В основному ця група індексів використовує особливості поглинання 


хлорофілу в різних діапазонах електромагнітного спектру, але також можуть 
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розглядатися й інші пігменти рослин. Основними серед них є NDVI, GNDVI, EVI, SAVI, 


OSAVI, MSAVI, TSAVI (Huang et al., 2020; Taddeo et al., 2019; Amani et al., 2018; Xue & 


Su, 2017); 2) ґрунтові індекси – для характеристики ґрунтів, пісків, гірських порід та їхніх 


оголень, а також для визначення об’єктів ними утворених, наприклад, ґрунтових доріг 


або оранки рілля. Найчастіше до них відносять BSI, MNDSI, NDSIG, NDSINIR (Nguyen et al, 


2021); 3) водні індекси – для характеристики водних поверхонь, водойм, снігового 


покриву та льоду – NDWI, MNDWI, LSWI (Calvario et al., 2018); 4) індекси забудови - 


NDBI, UI, NBI, BRBA, NBAI, MBI, BAEI, NDBaI, EBBI (Kaur & Pandey, 2022; Javed et 


al., 2021).  


При формуванні набору інформаційних шарів, наведені спектральні індекси 


можуть обчислюватися як для характеристики окремих природних об’єктів, що 


утворюють природний покрив даної місцевості, так і до цілих ландшафтів (Taddeo et al, 


2019).  


Радарні індексні зображення. Вони поєднують інформацію про поляризацію у 


формі співвідношень інтенсивності зворотного розсіювання (наприклад, HH/VV, 


VH/VV, HV/HH тощо), які дозволяють відстежувати характерні особливості різних 


об’єктів (Florez & Lizarazo, 2020; Flores et al., 2019). Значну кількість радарних індексів 


було розроблено для надання відносно простих і фізично інтерпретованих дескрипторів 


рослинності (Pelta et al., 2022; Szigarski et al.,2018; Stankevich et al., 2017). Найбільш 


відомим серед них є радарний вегетаційний індекс (RVI - Radar Vegetation Index). RVI 


був визначений шляхом моделювання рослинного покриву як набору випадково 


орієнтованих диполів, і він, за принципом, використовує міру випадковості розсіювання 


від рослинних об’єктів.  
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2.1.4. Контекстні дані 


Геоморфологічні дані (похідні ЦМР). У задачах класифікування залучення 


геоморфологічних даних в якості допоміжних даних, що характеризують контекст 


середовища, є найбільш поширеним (Stewart, 1998; Hermosilla et al., 2022).   


Супутникові дані надають топографічну інформацію у вигляді цифрових моделей 


рельєфу (ЦМР), створених на основі радіолокаційних ехо-сигналів висотних точок, 


наприклад, ASTER DEM, SRTM та SPOT DEM (Yan et al., 2015; Jarihani et al., 2015; 


Musa et al., 2015). Найбільш поширеною і вільно доступною ЦМР є DEM Shuttle Radar 


Topographic Mission (SRTM), запущений у лютому 2000 р., що охопив 85% земної 


поверхні. SRTM, отриманий за допомогою РСА інтерферометрії сигналів C-діапазону, 


доступний з просторовою роздільною здатністю 30 м і 90 м і приблизною точністю по 


вертикалі 3,7 м (Syvitski et al., 2012).  


Геоморфометричний аналіз растрових ЦМР базується на двох вихідних 


положеннях. Перше ґрунтується на математичній формалізації земної поверхні, а друге 


передбачає розрахунок показника у точці (пікселі) з урахуванням оточення. 


Морфометричною характеристикою зазвичай називають будь-яку кількісну 


характеристику рельєфу земної (планетарної) поверхні. Морфометрична (або 


топографічна) змінна - це однозначна двовимірна функція ω = u (x, y), що описує 


властивості топографічної поверхні. Існує кілька класифікацій морфометричних 


змінних на основі їхніх внутрішніх (математичних) властивостей (Florinsky, 2017). В 


контексті задач дистанційного зондування, та зокрема класифікування земного покриву, 


такі характеристики поділяють на три основні типи: локальні, текстурні та контекстні 


(Franklin, 2020).  


Локальними морфометричними характеристиками називають величини, що 


описують локальну геометричну поверхню, визначення (розрахунок) яких можливо при 


аналізі малого околу даної точки поверхні (Franklin, 2020; Florinsky, 2017). До локальних 


морфометричним характеристикам відносяться: похил або крутизна, експозиція схилу, 
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та більше 20 параметрів, що входять в повну систему кривизн (Shary, 1995; Franklin, 


2020). 


Основними геоморфометричними параметрами, що розраховуються на основі 


похідних першого порядку є похил та експозиція місцевості.  


Крутизна схилу – кут нахилу в точці перетину між горизонтальною площиною та 


площиною дотичної до земної поверхні. Показник крутизни схилу, який може бути 


обчислений у градусах, радіанах, відсотках або проміле. Як правило, значення показника 


вимірюються в градусах та коливаються в діапазоні від 0 ° (горизонтальна площина) до 


90 ° (вертикальна площина). 


Експозиція поверхні – кут за годинниковою стрілкою між певним напрямком (як 


правило, на північ) та проекцією ухилу на горизонтальну площину.  


І якщо перша похідна описувала градієнт поверхні (його величину та напрямок), 


то друга фіксує міру змін цього градієнта, тобто є градієнтом першої похідної у заданому 


напрямку. На похідних другого порядку ґрунтується система морфометричних кривизн, 


що описують форму поверхні. Найбільш часто в геморфометричному аналізі 


використовуються горизонтальна (планова), вертикальна (профільна) і (середня, 


загальна) кривизна (Shary, 1995). 


Біофізичні параметри. Усі показники, які характеризують рослинні об’єкти і 


можуть бути визначені дистанційно, можна поділити за трьома основними категоріями. 


Морфоструктурні показники, які надають уявлення про розмір, будову, склад і 


структуру рослинного об’єкта. До них відносяться видовий склад та різноманіття (Liu et 


al., 2023; Lucas & Carter, 2008), проєктивне покриття та його частка (Hamada et al., 2011), 


індекс листкової поверхні (Zheng & Moskal, 2009) та біомаса (Li et al., 2020). Біофізичні 


показники відображають фізичні процеси, що відбуваються в об’єкті в ході 


індивідуального розвитку або є наслідком його реакції на зовнішній вплив. Такими 


показниками є чиста та валова первинна продуктивність (Scher et al., 2020; Prieto-Blanco, 


2009), евапотранспірація (García et al., 2013) та вологовміст (Clevers et al., 2008). 


Біохімічні показники вказують на вміст певних речовин або пігментів, а саме хлорофілу, 
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каротиноїдів та антоціанів, вуглецю та азоту (Blackburn, 2006; Gitelson et al., 2003; Sims 


& Gamon, 2002).  


Окремо з біофізичних показників варто виділити групу фенологічних метрик, які 


характеризують сезонний розвиток рослинних об’єктів. Графічне представлення 


часових рядів даних вегетаційного індексу NDVI утворює криву, яка узагальнює різні 


етапи, яких зазнає зелена рослинність протягом повного вегетаційного періоду (Reed et 


al., 2009). Такі криві можуть бути проаналізовані для виявлення ключових фенологічних 


змінних або метрик, стосовно конкретного сезону, наприклад, початок вегетації (SOS), 


пік сезону (POS) і кінець сезону (ЕОS).  


2.1.5. Текстурні дані 


Текстура пов’язана з частотою зміни тонів зображення та відображає ступінь 


шорсткості матеріалів земного покриву (Franklin & Wulder, 2002). Зазвичай значення 


текстури для пікселя обчислюється за допомогою математичної функції, яка включає 


тональні значення всередині вікна, центр якого знаходиться в цьому пікселі. Вибір 


відповідного розміру вікна має вирішальне значення для виділення текстури. Здатність 


текстури розрізняти різні ґрунтові покриви залежить від просторової роздільної 


здатності зображення та структурних відмінностей усередині та між класами ґрунтового 


покриву (Chen et al., 2004). 


На даний момент існує декілька методів до опису та аналізу текстур, кожен з яких 


оперує власним набором текстурних ознак. 1) Gray-Level Difference Vector (GLDV), або 


метод вектору різниці рівнів яскравості, заснований на обчисленні оцінок функції 


щільності ймовірності значень абсолютних різниць рівнів яскравості пар елементів 


зображення (пікселів), які знаходяться один від одного на певній відстані (Weszka et al., 


1976). 2) Gray-Level Co-occurrence Matrix (GLCM), або метод матриці суміжності, 


елементами якої є відносні частоти наявності на зображенні, розташованих на певній 


відстані одна від одної в одному з чотирьох кутових напрямків (0°, 45°, 90°, та 135°) 


(Haralick et al., 1973). 3) Sum and Difference Histograms (SADH), або метод заснований 
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на обчисленні локальних властивостей гістограм суми і різниці рівнів яскравості пар 


елементів зображення (Unser, 1986).   


Опис та аналіз текстур може здійснюватися за будь-якими растровими 


зображеннями (оптичними, радарними, індексними, контекстними) одним з обраних 


методів. При цьому отримані текстурні ознаки не є однаково інформативними при описі 


цих зображень.  


Найчастіше вживаним є GLCM метод. Він дозволяє обчислити текстурні ознаки 


чи метрики першого та другого порядків.  


2.1.6. Шаблони набору геопросторових даних для тематичних задач 


класифікування  


Відповідний набір геопросторових даних для вирішення конкретної тематичної 


задачі може бути представлений у вигляді шаблону. Такий шаблон описує дані, які 


мають бути включені до класифікування за групами, визначає параметри, які 


обчислюються на основі цих даних, вказує тип даних – динамічний або статичний, а 


також можливе або рекомендоване джерело цих даних. 


В шаблоні геопросторові дані умовно можна поділити на шість груп: спектральні 


величини, індекси, геоморфологічні параметри, біофізичні параметри, фенологічні 


метрики та текстурні метрики.   


Група спектральних величин є ключовою. Вона охоплює геопросторові дані 


отримані на основі матеріалів аерокосмічної зйомки, зокрема оптичні багато- та 


гіперспектральні зображення, а також радарні дво- та повнополяризаційні зображення. 


При залученні даних ДЗЗ існує свій набір вимог до знімальної апаратури, перш за все – 


до просторової розрізненості (Stankevich, et al. 2020a; Stankevich, et al. 2020b; Stankevich, 


et al. 2023), сукупності спектральних діапазонів, оперативності та радіометричної якості. 


Основними параметрами групи спектральних величин для оптичних зображень є 


коефіцієнти відбиття у видимому діапазоні (R, G, B, включаючи ділянку червоного краю 


- REP), інфрачервоному (NIR, SWIR 1, SWIR2) та тепловому (TIR) діапазонах 







61 


 


електромагнітного спектра, для радарних зображень – коефіцієнт зворотного 


розсіювання у діапазонах x, c або l.  


Важливим завданням при класифікуванні типів земних покривів є розпізнавання та 


максимальна диференціація усіх типів земних покривів, присутніх на сцені або обраних 


у дослідженні. При цьому мають залучатися дані та параметри, які здатні забезпечити 


таку деталізацію, враховуючи все різноманіття прояву ознак різних типів земного 


покриву. Тому шаблон має включати спектральні величини у таких діапазонах, які 


забезпечують максимальне розпізнавання обраних об’єктів. 


На основі матеріалів аеро- та космічної зйомки також обчислюється група індексів. 


При цьому індекси можуть розраховуватися як у вигляді повного набору нормалізованих 


різниць або простих відношень, так і обиратися відповідно до тематичної задачі – 


вегетаційні, водні, ґрунтові або індекси забудови.   


Групи геоморфологічні параметри, біофізичні параметри та фенологічні метрики 


охоплюють контекстуальні ознаки цільових об’єктів класифікування. Висота над рівнем 


моря, похил місцевості та аспект є основними геоморфологічними параметрами, які 


обчислюються як похідні ЦМР. До основних біофізичних параметрів при 


класифікуванні відносять індекс листкової поверхні, біомасу та продуктивність, 


вологість ґрунту, температуру земної поверхні. Фенологічні метрики, обчислені на 


основі часового ряду вегетаційного індексу, характеризують початок та закінчення 


вегетації, тривалість та амплітуду вегетаційного періоду. 


У більшості досліджень спектральні величини, спектральні індекси у вигляді 


простих відношень та нормалізованої різниці (Станкевич та ін., 2008), а також та перші 


похідні ЦМР, є універсальним набором геопросторових даних при вирішенні 


тематичних задач класифікування об’єктів, зокрема різних типів земного покриву. Саме 


ці дані утворюють базис усіх шаблонів різних тематичних задач.  


Решта параметрів широко застосовуються в задачах класифікування 


функціональних типів об’єктів. Так, наприклад, фенологічні метрики застосовуються 


при класифікуванні функціональних типів лісових екосистем, а біомаса і продуктивність 
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при класифікуванні типів палива земного покриву для подальшої оцінки 


пожежонебезпечності.  


Деякі дослідження показали, що текстурні показники є важливим джерелом 


інформації при застосуванні радарних зображень. Зокрема, SAR має різноманітну 


текстурну інформацію, а текстурні характеристики представляють джерело інформації, 


пов’язане з просторовою кореляцією значень пікселів. Таким чином, різні особливості, 


такі як території забудови, земля та рослинність, ймовірно, будуть інтерпретовані більш 


точно. Найчастіше використовують матрицю суміщення рівнів сірого (GLCM) для 


виділення особливостей текстури, включаючи контраст, середнє значення, ентропію та 


кореляцію. 


Комплексування оптичних і радарних зображень, а також даних, отриманих на їхній 


основі, у більшості досліджень демонструє підвищення точності класифікування (Florez 


& Lizarazo, 2019; Kozlova et al., 2018). Однак, необхідно враховувати складність рельєфу 


при залученні радарних зображень для класифікування. Якщо місцевість гірська або має 


складний рельєф обов’язково мають враховуватися кут нахилу та ефекти затінення 


(Stankevich et al., 2017; Kozlova et al., 2021).  


Перед застосуванням шаблону необхідно провести аналіз території дослідження та 


характер об’єктів класифікування на ній. Далі залежно від того, які об’єкти домінують, 


обирається шаблон. При виборі шаблону також важливою є обрана номенклатура 


класифікування. 


За умови, коли аналіз території інтересу неможливий, класифікування здійснюється 


за універсальним шаблоном або повним набором параметрів, що пропонуються для 


класифікування об’єктів (таблиця А.1 додатка А) 


Приклади шаблонів набору геопросторових даних з відкритих джерел, які можуть 


застосовуватися при класифікуванні лісів, водно-болотних угідь та урбанізованих або 


індустріальних територій представлено у таблицях А.2-А.4 додатка А. 
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2.2. Методи кластеризації навчальної вибірки 


Набір навчальної вибірки складається з вибірки кожного з класів, які визначені 


тематичною задачею. Репрезенти вибірки кожного класу представлені у вигляді 


відповідних сигнатур, які визначені в кожному з шарів вхідного куба геопросторових 


даних, який формує простір ознак для класифікування. Загальна структура навчальної 


вибірки зображена на рис. 2.3. 


 


 


Рис. 2.3. Загальна структура набору навчальної вибірки 


 


На заданій схемі (рис 2.3) показано, що навчальна вибірка складається з N класів. 


Тоді, якщо набір навчальної вибірки – це множина 𝑇𝑆, а множина 𝑇𝑆𝑖-це вибірка i-го 


класу, то справедливим є наступне: 


𝑇𝑆 = {𝑇𝑆1, … , 𝑇𝑆𝑁}. 


В свою чергу, вибірку i-го класу 𝑇𝑆𝑖 можна представити як множину сигнатур i-го 


класу: 


𝑇𝑆𝑖 = {𝑡𝑖1, … , 𝑡𝑖𝑆𝑖
},     (2.1) 


де 𝑡𝑖𝑗- це j-та сигнатура i-го класу, 𝑆𝑖-кількість сигнатур, що входять до складу вибірки  


i-го класу.  
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Приймаючи, що кількість сигнатур, що входять до складу вибірки  i-го класу, 


становить 𝑆𝑖, то загальну кількість сигнатур всіх класів можна розрахувати за наступною 


формулою: 


𝑆 = ∑ 𝑆𝑖
𝑁
𝑖=1 . 


Згідно з рис. 2.3, j-та сигнатура i-го класу представлена значеннями в кожному з 


шарів вхідного куба геопросторових даних, тому справедливим є наступне: 


𝑡𝑖𝑗 = {𝑡𝑙𝑖𝑗1, … , 𝑡𝑙𝑖𝑗ℎ},      (2.2) 


де 𝑡𝑙𝑖𝑗𝑘- значення j-ї сигнатури i-го класу k-му шарі куба геопросторових даних, h- 


кількість шарів куба геопросторових даних. 


Таким чином, записавши кожну сигнатуру i-го класу згідно з формулою (2.2), 


формула (2.1) матиме наступний вигляд: 


𝑇𝑆𝑖 = {{𝑡𝑙𝑖11, … , 𝑡𝑙𝑖1ℎ}, … , {𝑡𝑙𝑖𝑆𝑖1, … , 𝑡𝑙𝑖𝑆𝑖ℎ}}.  (2.3) 


Далі, підставивши формулу (2.3) до формулу (2.1), набір навчальної вибірки TS 


можна записати наступним чином: 


𝑇𝑆 = {{{𝑡𝑙111, … , 𝑡𝑙11ℎ}, … , {𝑡𝑙1𝑆11, … , 𝑡𝑙𝑖𝑆1ℎ}}, … , {{𝑡𝑙𝑁11, … , 𝑡𝑙𝑁1ℎ}, … , {𝑡𝑙𝑁𝑆𝑁1, … , 𝑡𝑙𝑁𝑆𝑁ℎ}}}. 


Отже, з формули вище видно, що набір навчальної вибірки є множиною, а її 


підмножинами є вибірки кожного з класів. В свою чергу, елементами множини вибірки 


кожного з класів є сигнатури цих класів. 


Однією з проблем набору навчальної вибірки є те, що вибірки класів, як правило, 


не є компактними, що призводить до низької розділимості розпізнавальних ознак. 


Шляхом вирішення даної проблеми вбачається кластеризація сигнатур набору 


навчальної вибірки. Таким чином класи будуть розподілені на компактні кластери. В 


свою чергу, це знижує змішуваність вибірки класів. При зміні структури навчальної 


вибірки шляхом кластеризації не використовуються жодні додаткові дані, всі операції 


проводяться лише з використанням сигнатур початкового набору. 







65 


 


Розроблено два методи кластеризації навчальної вибірки: 1) метод формування 


навчальної вибірки з кластерів початкових класів; 2) метод формування навчальної 


вибірки з центрів кластерів початкових класів. 


2.2.1. Метод формування навчальної вибірки з кластерів початкових класів 


Даний метод полягає в формуванні набору навчальної вибірки з кластерів, які 


отримуються шляхом паралельної кластеризації сигнатур вибірки кожного з початкових 


класів. Таким чином, кожен з утворених кластерів буде розглядатися як окремий клас 


отриманої (кластеризованої) навчальної вибірки. Варто зауважити, що при цьому 


загальна кількість сигнатур в навчальній вибірці не змінюється, а лише відбувається 


розподіл сигнатур кожного початкового класу серед його кластерів. Проте збільшиться 


кількість класів, яка буде дорівнювати загальній кількості кластерів кожного з 


початкових класів. 


Головною перевагою незмінності сигнатур є те, що не буде виникати жодних 


відхилень від ознак та властивостей кожного класу, які були вкладені при наборі 


початкової навчальної вибірки. Серед недоліків можна виділити два моменти. Перший 


полягає в тому, що іноді вибірка є доволі великою за обсягом, тому це призводить до 


значних розрахункових витрат, якщо не зменшити кількість сигнатур. Другим недоліком 


може бути присутність помилково відібраних сигнатур, які залишаться в складі 


навчальної вибірки навіть після застосування  даного методу.  


В свою чергу, збільшення класів також призводить до збільшення розрахункових 


витрат. Якщо початкова навчальна вибірка призначалася для бінарного класифікування, 


тобто мала два класи, тоді після збільшення кількості класів застосування методів 


бінарного класифікування унеможливлюється. 


Покроковий алгоритм даного методу відображений на рис. 2.4. Спочатку 


проводиться кластеризація відомими центроїдними методами неконтрольованого 


класифікування, наприклад К-середніх, К-медіан, К-медоїдів тощо (Jain & Dubes, 1988). 


Дана процедура застосовується окремо до кожного з початкових класів навчальної 
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вибірки. Для кожного і-го класу навчальної вибірки на даному етапі розраховується 


задана кількість 𝐾𝑖 кластерів. 


 


Рис. 2.4. Блок-схема алгоритму метода формування навчальної вибірки з 


кластерів початкових класів 


 


Після кластеризації вибірки кожного з класів набір навчальної вибірки матиме 


структуру, яка детально описана нижче. 


Нехай 𝑇𝑆′
𝑖𝑗 – множина сигнатур j-го кластеру і-го класу, тоді множина сигнатур 


всіх кластерів і-го класу 𝑇𝑆′
𝑖 матиме такий вигляд: 


𝑇𝑆′
𝑖 = {𝑇𝑆′


𝑖1, … 𝑇𝑆′
𝑖𝐾𝑖


}. 


Тому множина сигнатур всіх класів кластеризованої навчальної вибірки  𝑇𝑆′ 


матиме наступний вигляд: 


𝑇𝑆′ = {𝑇𝑆′
11, … 𝑇𝑆′


𝑁𝐾
𝑁′ }. 


Нехай кількість сигнатур j-го кластеру i-го класу складає  𝑆𝑖𝑗
′ , тоді загальна 


кількість сигнатур всіх кластерів i-го класу складатиме:  


|𝑆′
𝑖| = ∑ 𝑆𝑖𝑗


′𝐾𝑖
𝑖=1 .      (2.4) 
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А загальна кількість сигнатур кластеризованої навчальної вибірки 


розраховуватиметься наступним чином:  


𝑆′ = ∑ 𝑆′
𝑖


N
𝑖=1 = ∑ ∑ 𝑆𝑗


𝐾𝑖
𝑗=1


N
𝑖=1 . 


Так як кількість сигнатур початкової навчальної вибірки та кластеризованої 


навчальної вибірки є однаковою, то справедливою є рівність: 


𝑆′ = 𝑆. 


Кількість класів кластеризованої навчальної вибірки відрізнятиметься від 


кількості класів початкової навчальної вибірки та складатиме: 


𝑁′ = ∑ 𝐾𝑖
N
𝑖=1 . 


Отже, отримана кластеризована навчальна вибірка 𝑇𝑆′ з кількістю класів 𝑁′, що 


еквівалентно кількості отриманих кластерів всіх класів, буде використана для 


подальшого класифікування. 


2.2.2. Метод формування навчальної вибірки з центрів кластерів початкових 


класів  


Як і попередній метод, даний метод також передбачає паралельну кластеризацію 


кожного з початкових класів. В даному випадку кластеризований набір буде складатися 


з початкових класів, проте елементами вибірки кожного класу будуть центри кластерів, 


які отримані після кластеризації даного класу. Тому загальна кількість сигнатур в 


навчальній вибірці зменшиться і буде дорівнювати загальній кількості кластерів 


кожного з початкових класів. Водночас, кількість класів кластеризованої вибірки буде 


такою, як і в початковій навчальній вибірці.  


Перевагами зменшення кількості сигнатур є те, що це призведе до зниження 


розрахункових витрат, та те, що частково буде відкинута присутність помилково 


відібраних сигнатур або псевдорепрезентів. Серед недоліків - можливе відхилення від 


ознак та властивостей кожного класу, які були вкладені при наборі початкової 


навчальної вибірки.  
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Серед переваг незмінності кількості класів навчальної вибірки можна виділити те, 


що не буде збільшено розрахункові витрати, як би це було при збільшенні кількості 


класів. Також, якщо початкова навчальна вибірка призначалася для бінарного 


класифікування, тобто мала 2 класи, то навіть після кластеризації залишається 


можливість застосування методів бінарного класифікування. 


Покроковий алгоритм даного методу відображений на рис. 2.5. Спочатку 


проводиться кластеризація центроїдними методами неконтрольованого класифікування. 


Дана процедура застосовується окремо до кожного з початкових класів навчальної 


вибірки. Для кожного і-го класу навчальної вибірки на даному етапі розраховується 


задана кількість (𝐾𝑖) кластерів. 


 


Рис. 2.5. Блок-схема алгоритму метода формування навчальної вибірки з центрів 


кластерів початкових класів 


Наступний етап передбачає визначення центру для кожного з кластерів. Центром 


кластеру в залежності від обраного методу неконтрольованого класифікування може 


бути центроїд (метод- К-середніх), медіана (К-медіан), медоїд (К-медоїдів) тощо. Далі 
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замість i-го класу початкової навчальної вибірки утворюється клас, який буде 


складатися з центрів кожного з кластерів i-го класу. Отриману вибірку і-го класу 


наступним чином можна представити наступним чином: 


𝑇𝑆′
𝑖 = {с𝑖1, … , с𝑖𝐾𝑖


}, 


де с𝑖𝑗- центр j-го кластеру i-го класу. 


Таким чином, замінивши всі класи на центри їхніх кластерів, кластеризована 


навчальна вибірка 𝑇𝑆′ матиме наступний вигляд: 


𝑇𝑆′ = {𝑇𝑆′
1


, … 𝑇𝑆′
𝑁} = {{с11, … , с1𝐾1


}, … , {с𝑁1, … , с𝑁𝐾𝑁
}}. 


Загальна кількість сигнатур вибірки i-го класу кластеризованого набору буде 


дорівнювати кількості кластерів цього класу: 


𝑆′
𝑖 = 𝐾𝑖. 


Загальна кількість сигнатур всієї кластеризованої навчальної вибірки: 


𝑆′ = ∑ 𝑆′
𝑖


N
𝑖=1 = ∑ 𝐾𝑖


N
𝑖=1 . 


Отже, отримана кластеризована навчальна вибірка 𝑇𝑆′ з кількістю класів N, як і 


початкова навчальна вибірка, буде використаний для подальшого класифікування. 


2.3. Метод оцінювання розділимості навчальної вибірки 


Однієї з характеристик навчальної вибірки, яка впливає на достовірність 


класифікування, є її розділимість. Дана характеристика показує, наскільки сигнатури, 


що представляють різні класи навчальної вибірки, між собою не перетинаються. Низька 


розділимість притаманна при високій змішуваності розпізнавальних ознак класів. А це, 


в свою чергу, призводить до значної кількості неправильно класифікованих об’єктів при 


процедурі класифікування геопросторових даних. Таким чином, розділимість вибірки 


прямо пропорційна точності класифікування вхідного куба геопросторових даних 


(Andreiev & Kozlova, 2021). 


Розділимість навчальної вибірки оцінюється окремо для кожного метода 


контрольованого класифікування. Тобто той чи інший метод буде давати різні значення 
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розділимості при застосуванні одного набору навчальної вибірки. Тому розділимість 


навчальної вибірки треба оцінювати відносно того методу контрольованого 


класифікування, який буде використано при класифікуванні вхідного куба 


геопросторових даних.  


Отже, розроблений метод оцінювання розділимості навчальної вибірки дає 


можливість обрати метод контрольованого класифікування, який є оптимальним для 


даної навчальної вибірки, що, в свою чергу, призведе до найвищої точності 


класифікування серед інших методів контрольованого класифікування. Також, при 


наявності кількох наборів чи різних структур навчальної вибірки застосування даного 


підходу визначає оптимальний варіант для подальшого класифікування. 


Покроковий алгоритм оцінювання розділимості навчальної вибірки зображений 


на рис. 2.6. На першому етапі виконується класифікування навчальної вибірки, при 


цьому вона використовується спочатку для навчання класифікатора, а потім кожен 


елемент цієї вибірки буде прокласифіковано даним класифікатором та віднесено до того 


чи іншого класу.  


 


Рис. 2.6. Блок-схема алгоритму метода оцінювання розділимості навчальної 


вибірки 


 


Наступними етапами є формування матриці помилок та власне розрахунок індексу 


розділимості. Результатом виконання даного алгоритму буде кількісна оцінка 


розділимості навчальної вибірки. 
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2.3.1. Класифікування навчальної вибірки 


Процедура класифікування навчальної вибірки, як і стандартне контрольоване 


класифікування, виконується в два кроки (Bruzzone & Demir, 2014). Перший крок 


полягає в навчанні класифікатора за допомогою набору навчальної вибірки. Метод 


контрольованого класифікування має бути обрано такий, як і при подальшому 


класифікуванні вхідного куба геопросторових даних. На другому кроці кожна сигнатура 


окремо класифікується з застосуванням класифікатора отриманого на першому кроці.  


Розглянута процедура контрольованого класифікування може бути описана як 


функція 𝑓(𝑇𝑆, 𝑡).  Її аргументами є набір навчальної вибірки TS та сигнатура t, яка є 


об’єктом класифікування. Навчальна вибірка TS містить вибірку кожного класу, тому її 


можна описати наступним чином: 


𝑇𝑆 = {𝑇𝑆1,  𝑇𝑆2, … , 𝑇𝑆𝑁 }, 


де 𝑇𝑆𝑖- вибірка i-го класу, N- кількість класів.   


Вибірка кожного класу має наступний вигляд: 


𝑇𝑆𝑖  = {𝑡𝑖1,  𝑡𝑖2, … , 𝑡𝑖𝑘𝑖
 }, 


де 𝑡𝑖𝑗- j-та сигнатури i-го класу, 𝑘𝑖 – кількість сигнатур i-го класу. 


Тоді: 


𝑓(𝑇𝑆, 𝑡 ) = {𝑝1,  𝑝2, … , 𝑝𝑁},     (2.1) 


де 𝑝𝑖 – імовірність приналежності сигнатури t до класу i. 


Розглянуту сигнатуру буде віднесено до того класу, імовірність приналежності до 


якого буде найбільшою, тобто: 


𝐶(𝑡) = {𝑖|𝑝𝑖 = max ({𝑝1,  𝑝2, … , 𝑝𝑁})},    (2.2) 


де 𝐶(𝑡)– функція, яка визначає клас сигнатури t згідно з застосованим класифікатором.  
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2.3.2. Розрахунок матриці помилок для оцінювання розділимості навчальної 


вибірки 


Для оцінювання та аналізу результату класифікування використовується матриця 


помилок (Popov, 2007). Дана матриця дозволяє розрахувати, скільки елементів кожного 


класу прокласифіковано правильно та в які саме класи потрапляють неправильно 


прокласифіковані елементи. Тобто з цього можна зробити висновки про те, з якими 


класами перетинається (змішується) кожен з класів.  


Запропонований метод оцінювання розділимості навчальної вибірки розглядає два 


варіанти матриці помилок: 1) стандартна матриця помилок; 2) модифікована матриця 


помилок з використанням розподілу ймовірностей. 


Дані, які містяться в матриці помилок, дозволяють побудувати ряд оцінок, які 


характеризують ефективність класифікування, серед яких: точність користувача, 


точність виробника, загальна точність класифікації, каппа-індекс. 


2.3.2.1. Формування стандартної матриці помилок для оцінювання 


розділимості навчальної вибірки 


Стандартна матриця помилок X може бути представлена як квадратна матриця з 


розмірами (N,N), де N-кількість класів: 


𝑋 = (


𝑥11 … 𝑥1𝑁


⋮ ⋱ ⋮
𝑥𝑁1 ⋯ 𝑥𝑁𝑁


), 


де 𝑥𝑖𝑗 −кількість сигнатур i-го класу, які після класифікування були віднесені до j-


го класу. 


Використавши формулу (2.2), кожен елемент стандартної матриці помилок можна 


записати наступним чином: 


𝑥𝑖𝑗 = ∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆, 𝑡𝑖𝑘  )) = 𝑝𝑗}|
|𝑇𝑆𝑖|
𝑘=1 .   (2.3) 


В загальному вигляді стандартну матрицю помилок для оцінювання розділимості 


навчальної вибірки можна записати так, як показано в табл. 2.1: 
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Таблиця 2.1. 


Стандартна матриця помилок 


 Дійсні дані  


Р
ез


ул
ьт


ат
  


к
л
ас


и
ф


ік
у


в
ан


н
я
 


 Клас 1 Клас 2 … Клас N 
Точність 


Користувача 


Клас 1 𝑥11 𝑥12 … 𝑥1𝑁 
𝑥11


∑ 𝑥1𝑗
𝑁
𝑗=1


 


Клас 2 𝑥21 𝑥22 … 𝑥2𝑁 
𝑥22


∑ 𝑥2𝑗
𝑁
𝑗=1


 


… … … … … … 


Клас N 𝑥𝑁1 𝑥𝑁2 … 𝑥𝑁𝑁 
𝑥𝑁𝑁


∑ 𝑥𝑁𝑗
𝑁
𝑗=1


 


 Точність 


Виробника 


𝑥11


∑ 𝑥𝑗1
𝑁
𝑗=1


 
𝑥22


∑ 𝑥𝑗2
𝑁
𝑗=1


 … 
𝑥𝑁𝑁


∑ 𝑥𝑗𝑁
𝑁
𝑗=1


  


 


Діагональні елементи даної матриці  𝑥𝑖𝑖 вказують на кількість правильно 


прокласифікованих сигнатур i-го класу. А недіагональні елементи 𝑥𝑖𝑗 (𝑖 ≠ 𝑗)   навпаки – 


визначають кількість сигнатур i-го класу неправильно віднесених до j-го класу після 


процедури класифікування.  


Також для матриці помилок доцільно розраховувати такі показники, як точність 


користувача та точність виробника (Popov, 2007). Ці показники розраховуються окремо 


для кожного з класів. Точність користувача конкретного класу дає кількісну оцінку 


тому, наскільки ймовірно, що даний клас співпадає з результатами класифікування. А 


точність виробника кількісно оцінює те, наскільки результат класифікування відповідає 


дійсним даним. 


Значення точності користувача i-го класу визначається як частка від ділення 


кількості правильно прокласифікованих сигнатур на загальну кількість сигнатур, які 
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були віднесені до даного класу після процедури класифікування. Розрахунок описано в 


наступній формулі: 


𝑈𝐴𝑖 =
𝑥𝑖𝑖


∑ 𝑥𝑖𝑗
𝑁
𝑗=1


. 


Значення точності виробника i-го класу визначається як частка від ділення 


кількості правильно прокласифікованих сигнатур на загальну кількості сигнатур даного 


класу. Формула розрахунку має наступний вигляд: 


𝑃𝐴𝑖 =
𝑥𝑖𝑖


∑ 𝑥𝑗𝑖
𝑁
𝑗=1


. 


Значення точності користувача та точності виробника лежать в інтервалі від 0 до 


1. При цьому, значення 0 точності користувача для конкретного класу показує, що даний 


клас повністю не співпадає з результатами класифікування, при значенні 1 - повністю 


співпадає з результатами класифікування. Аналогічно, значення точності виробника 0 


показує, що результат класифікування розглянутого класу повністю не відповідає 


дійсним даним, а при значенні 1 – повністю відповідає.  


2.3.2.2. Формування модифікованої матриці помилок для оцінювання 


розділимості навчальної вибірки з використанням розподілу ймовірностей 


Модифікована матриця помилок відрізняється від стандартної матриці помилок 


тим, що для її формування використовується не кількість сигнатур, що були віднесені 


до певного класу після класифікування, а розподіл ймовірностей приналежності 


сигнатури до того чи іншого класу. 


Таким чином, модифікована матриця помилок XM може бути представлена як 


квадратна матриця з розмірами (N,N), де N - кількість класів: 


𝑋𝑀 = (


𝑥𝑚11 … 𝑥𝑚1𝑁


⋮ ⋱ ⋮
𝑥𝑚𝑁1 ⋯ 𝑥𝑚𝑁𝑁


), 


де 𝑥𝑚𝑖𝑗 −сума ймовірностей приналежності кожної з сигнатур i-го класу до j-го класу. 


Використавши формулу (2.1), кожен елемент модифікованої матриці помилок 


можна записати наступним чином: 
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𝑥𝑚𝑖𝑗 = ∑ 𝑝𝑗 ∈𝑓(𝑇𝑆, 𝑡𝑖𝑘  )
|𝑇𝑆𝑖|
𝑘=1 .    (2.4) 


В табл. 2.2 показано загальний вигляд модифікованої матриці помилок для 


оцінювання розділимості навчальної вибірки з використанням розподілу ймовірностей. 


Таблиця 2.2. 


Модифікована матриця помилок з використанням розподілу ймовірностей 


 Дійсні дані  


Р
ез


ул
ьт


ат
 


к
л
ас


и
ф


ік
у


в
ан


н
я
 


 Клас 1 Клас 2 … Клас N 
Точність 


Користувача 


Клас 1 𝑥𝑚11 𝑥𝑚12 … 𝑥𝑚1𝑁 
𝑥𝑚11


∑ 𝑥𝑚1𝑗
𝑁
𝑗=1


 


Клас 2 𝑥𝑚21 𝑥𝑚22 … 𝑥𝑚2𝑁 
𝑥𝑚22


∑ 𝑥𝑚2𝑗
𝑁
𝑗=1


 


… … … … … … 


Клас N 𝑥𝑚𝑁1 𝑥𝑚𝑁2 … 𝑥𝑚𝑁𝑁 
𝑥𝑚𝑁𝑁


∑ 𝑥𝑚𝑁𝑗
𝑁
𝑗=1


 


 Точність 


Виробника 


𝑥𝑚11


∑ 𝑥𝑚𝑗1
𝑁
𝑗=1


 
𝑥𝑚22


∑ 𝑥𝑚𝑗2
𝑁
𝑗=1


 … 
𝑥𝑚𝑁𝑁


∑ 𝑥𝑚𝑗𝑁
𝑁
𝑗=1


  


 


Як і для стандартної матриці помилок, для розробленої модифікованої матриці 


помилок також є можливість розрахувати точність користувача та точність виробника. 


 


2.3.3. Розробка індексів розділимості навчальної вибірки  


 Після формування матриці помилок розраховується точність проведеного 


класифікування навчальної вибірки, яка і буде визначати розділимість навчальної 


вибірки.  Розділимість може бути оцінена як для двох окремих класів, так і для всієї 


навчальної вибірки в цілому.  


 Оцінювання розділимості двох окремих класів навчальної вибірки полягає в тому, 


щоб оцінити розділимість одного класу відносно іншого. Розрахунок індексу 
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розділимості двох класів навчальної вибірки базується на показниках чутливості та 


специфічності. 


Для оцінювання розділимості всього набору навчальної вибірки розроблено 


загальний індекс розділимості навчальної вибірки. Його розрахунок виконується на 


основі загальної точності класифікації або каппа індексу. 


2.3.3.1. Індекс розділимості двох класів навчальної вибірки  


Для оцінювання розділимості сигнатур двох класів i та j навчальної вибірки 


розроблена на попередньому кроці матриця помилок з розмірами (N,N) трансформується 


у матрицю з розмірами (2,2), де будуть лише елементи 𝑥𝑖𝑖 , 𝑥𝑖𝑗 , 𝑥𝑗𝑖 , 𝑥𝑗𝑗.  Дана матриця 


проілюстрована в табл. 2.3. 


Таблиця 2.3.  


Матриця помилок для двох класів 


 Дійсні дані 


Р
ез


ул
ьт


ат
  


к
л
ас


и
ф


ік
у


в
ан


н
я
  Клас i Клас j 


Клас i 𝑥𝑖𝑖 𝑥𝑖𝑗 


Клас j 𝑥𝑗𝑖 𝑥𝑗𝑗 


 


По аналогії з матрицею помилок для бінарного класифікування, можна 


розглядати  𝑥𝑖𝑖 як значення tp (true positive), 𝑥𝑖𝑗 - fp (false positive), 𝑥𝑗𝑖 як значення tn (true 


negative), 𝑥𝑖𝑗 - fp (false negative). Але на відміну від бінарного класифікування в даному 


випадку обидва класи мають однакову цінність, тому умовно негативні та позитивні 


значення класифікування мають розглядатися лише як значення різних класів. Таким 


чином, табл. 2.4 зображує отриману матрицю помилок. 
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Таблиця 2.4. 


Матриця помилок для двох класів 


 Дійсні дані 


Р
ез


ул
ьт


ат
  


к
л
ас


и
ф


ік
у


в
ан


н
я
  Клас i Клас j 


Клас i tp fp 


Клас j fn tn 


 


Далі для отриманої матриці помилок можна розрахувати значення показників 


чутливості (sensitivity) та специфічності (specificity) (Starovoitov & Golub, 2020). 


Значення чутливості розраховується за наступною формулою: 


𝑠𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡𝑦 =
𝑡𝑝


𝑡𝑝+𝑓𝑛
=


𝑥𝑖𝑖


𝑥𝑖𝑖+𝑥𝑗𝑖
. 


Розрахунок значення специфічності проводиться за формулою нижче: 


𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑡𝑦 =
𝑡𝑛


𝑡𝑛+𝑓𝑝
=


𝑥𝑗𝑗


𝑥𝑗𝑗+𝑥𝑖𝑗
. 


Отримані значення чутливості та специфічності дозволяють враховувати і tp, і tn 


як два рівноцінних класи, що є необхідним, так як дана пара класів не може розглядатися 


як об’єкт та фон. Також, при оцінці розділимості варто зважати на дисбаланс кількості 


сигнатур в  класах. Беручи до уваги вищеописане, показник розділимості двох класів 


(Separability index of training samples pair) 𝑺𝑰𝑻𝑺𝒑𝒂𝒊𝒓 доцільно розраховувати як середнє 


арифметичне показників чутливості та специфічності: 


𝑺𝑰𝑻𝑺𝒑𝒂𝒊𝒓  =
𝑠𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡𝑦+𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑡𝑦


2
=  


𝑡𝑝
𝑡𝑝+𝑓𝑛


+
𝑡𝑛


𝑡𝑛+𝑓𝑝


2
=


𝑥𝑖𝑖
𝑥𝑖𝑖+𝑥𝑗𝑖


+
𝑥𝑗𝑗


𝑥𝑗𝑗+𝑥𝑖𝑗


2
.   (2.5) 


Підставивши формулу розрахунку елемента стандартної матриці помилок (2.3) до 


формули (2.5), буде отримана наступна рівність:   
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𝑺𝑰𝑻𝑺𝒑𝒂𝒊𝒓 =


∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑖}|
|𝑇𝑆𝑖|


𝑘=1


∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑖}|
|𝑇𝑆𝑖|


𝑘=1
+∑ |{𝑡𝑗𝑘 ∈ 𝑇𝑆𝑗| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑗𝑘 )) = 𝑝𝑖}|


|𝑇𝑆𝑗|


𝑘=1


2
+


∑ |{𝑡𝑗𝑘 ∈ 𝑇𝑆𝑗| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑗𝑘 )) = 𝑝𝑗}|
|𝑇𝑆𝑗|


𝑘=1


∑ |{𝑡𝑗𝑘 ∈ 𝑇𝑆𝑗| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑗𝑘 )) = 𝑝𝑗}|
|𝑇𝑆𝑗|


𝑘=1
+∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑗}|


|𝑇𝑆𝑖|


𝑘=1


2
.   (2.6) 


Підставивши формулу розрахунку елемента модифікованої матриці помилок (2.4) до 


формули (2.5), буде отримана наступна рівність:   


𝑺𝑰𝑻𝑺𝒑𝒂𝒊𝒓 =


∑ 𝑝𝑖 ∈𝑓(𝑇𝑆,𝑡𝑖𝑘 )
|𝑇𝑆𝑖|
𝑘=1


∑ 𝑝𝑖 ∈𝑓(𝑇𝑆,𝑡𝑖𝑘 )
|𝑇𝑆𝑖|
𝑘=1


+∑ 𝑝𝑖 ∈𝑓(𝑇𝑆,𝑡𝑗𝑘 )
|𝑇𝑆𝑗|


𝑘=1


+
∑ 𝑝𝑗 ∈𝑓(𝑇𝑆,𝑡𝑗𝑘 )


|𝑇𝑆𝑗|


𝑘=1


∑ 𝑝𝑗 ∈𝑓(𝑇𝑆,𝑡𝑗𝑘 )
|𝑇𝑆𝑗|


𝑘=1
+∑ 𝑝𝑗 ∈𝑓(𝑇𝑆,𝑡𝑖𝑘 )


|𝑇𝑆𝑖|
𝑘=1


2
. (2.7) 


Таким чином, формули (2.6) та (2.7) дозволяють розрахувати індекс розділимості двох 


класів навчальної вибірки без попередньої побудови матриці помилок стандартної та 


модифікованої відповідно. 


Даний індекс розділимості двох класів навчальної вибірки на основі середнього 


арифметичного показників чутливості та специфічності дає чисельну оцінку 


розділимості сигнатур розглянутих  класів. Значення даного індексу лежать в інтервалі 


від 0 до 1. При цьому, значення 0 показує, що вибірка розглянутої пари класів повністю 


змішана (всі сигнатури класифікуються неправильно), а значення 1 відповідає вибірці, в 


якій сигнатури розглянутої пари класів не перетинаються та повністю розділимі (всі 


сигнатури класифікуються правильно).  


2.3.3.2. Індекс розділимості навчальної вибірки на основі загальної точності 


класифікації 


Загальна точність класифікації є найбільш поширеним показником точності 


класифікування. Головною перевагою даного показника є простота розрахунку. В той 


час, як значним недоліком є висока чутливість до дисбалансу кількості елементів 


кожного класу. 
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Значення загальної точності класифікації розраховується як частка від ділення 


суми діагональних елементів матриці помилок на загальну кількість прокласифікованих 


елементів. Якщо прийняти, що 𝑥𝑖𝑗 – це елемент матриці помилок як стандартної, так і 


модифікованої з використанням розподілу ймовірностей, тоді формула розрахунку 


індексу розділимості на основі загальної точності класифікації 𝑺𝑰𝑻𝑺𝑶𝑨 (Separability index 


of training samples by overall accuracy) матиме наступний вигляд: 


𝑺𝑰𝑻𝑺𝑶𝑨 =
∑ 𝑥𝑖𝑖


𝑵
𝒊=𝟏


|𝑻𝑺|
.        (2.6) 


Повертаючись до загальної формули контрольованого класифікування без 


врахування розподілу ймовірностей (2.3), значення 𝑺𝑰𝑻𝑺𝑶𝑨 може бути розраховано за 


наступною формулою: 


𝑺𝑰𝑻𝑺𝑶𝑨 =
∑ ∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑖}|


|𝑇𝑆𝑖|


𝑘=1
𝑵
𝒊=𝟏


|𝑻𝑺|
. 


При розрахунку 𝑺𝑰𝑻𝑺𝑶𝑨 з врахуванням розподілу ймовірностей використовується 


формула (2.4), тоді індекс розділимості навчальної вибірки на основі загальної точності 


класифікації матиме такий вигляд: 


𝑺𝑰𝑻𝑺𝑶𝑨 =
∑ ∑ 𝑝𝑖 ∈𝑓(𝑇𝑆,𝑡𝑖𝑘 )


|𝑇𝑆𝑖|


𝑘=1
𝑵
𝒊=𝟏


|𝑻𝑺|
. 


Розроблений індекс дає чисельну оцінку розділимості набору навчальної вибірки. 


Значення даного індексу лежать в інтервалі від 0 до 1. При цьому, значення 0 показує, 


що вибірка повністю змішана, а значення 1 відповідає вибірці, сигнатури різних класів 


якої не перетинаються, тобто є повністю розділимими. Таким чином, можна зробити 


висновок, що чим вище значення індексу, тим більш придатною для використання у 


класифікуванні аерокосмічних зображень є дана вибірка. 


2.3.3.3. Індекс розділимості навчальної вибірки на основі каппа індексу 


В залежності від задачі класифікування кількість елементів кожного з класів серед 


об’єктів класифікування може бути різною. Таким чином, пропорційний розподіл 


об’єктів кожного класу та пропорційний розподіл сигнатур серед вибірок класів також 
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не завжди співпадають. При оцінці точності класифікування у випадку, коли присутній 


дисбаланс між елементами класів, прийнято розраховувати каппа-індекс. Таким чином, 


для отримання загального індексу розділимості навчальної вибірки каппа-індекс 


розраховується для матриці помилок, яка була отримана на попередньому кроці. 


Якщо прийняти, що 𝑥𝑖𝑗 – це елемент матриці помилок як стандартної, так і 


модифікованої з використанням розподілу ймовірностей, тоді формула розрахунку 


індексу розділимості на каппа-індексу  𝑺𝑰𝑻𝑺𝑲𝑰 (Separability index of training samples by 


Kappa index) матиме наступний вигляд: 


𝑺𝑰𝑻𝑺𝑲𝑰 =
|𝑻𝑺|∗∑ 𝑥𝑖𝑖


𝑵
𝒊=𝟏 −∑ (∑ 𝑥𝑖𝑗∗𝑵


𝒋=𝟏
𝑵
𝒊=𝟏 ∑ 𝑥𝑗𝑖)


𝑵
𝒋=𝟏


|𝑻𝑺|𝟐−∑ (∑ 𝑥𝑖𝑗∗𝑵
𝒋=𝟏


𝑵
𝒊=𝟏 ∑ 𝑥𝑗𝑖)


𝑵
𝒋=𝟏


. 


Підставивши загальну формулу контрольованого класифікування без врахування 


розподілу ймовірностей (2.3), значення 𝑺𝑰𝑻𝑺𝑲𝑰 може бути розраховано за наступною 


формулою: 


𝑺𝑰𝑻𝑺𝑲𝑰 =
|𝑻𝑺|∗∑ ∑ ∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑖}|


|𝑇𝑆𝑖|
𝑘=1


𝑵
𝒊=𝟏


𝑵
𝒊=𝟏


|𝑻𝑺|𝟐−∑ (∑ ∑ ∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑖}|
|𝑇𝑆𝑖|


𝑘=1
𝑵
𝒊=𝟏 ∗𝑵


𝒋=𝟏
𝑵
𝒊=𝟏 ∑ ∑ ∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑖}|


|𝑇𝑆𝑖|


𝑘=1
𝑵
𝒊=𝟏 )𝑵


𝒋=𝟏


−


−
∑ (∑ ∑ ∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑖}|


|𝑇𝑆𝑖|
𝑘=1


𝑵
𝒊=𝟏 ∗𝑵


𝒋=𝟏
𝑵
𝒊=𝟏 ∑ ∑ ∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑖}|


|𝑇𝑆𝑖|
𝑘=1


𝑵
𝒊=𝟏 )𝑵


𝒋=𝟏


|𝑻𝑺|𝟐−∑ (∑ ∑ ∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑖}|
|𝑇𝑆𝑖|


𝑘=1
𝑵
𝒊=𝟏 ∗𝑵


𝒋=𝟏
𝑵
𝒊=𝟏 ∑ ∑ ∑ |{𝑡𝑖𝑘 ∈ 𝑇𝑆𝑖| 𝑚𝑎𝑥(𝑓(𝑇𝑆,𝑡𝑖𝑘 )) = 𝑝𝑖}|


|𝑇𝑆𝑖|


𝑘=1
𝑵
𝒊=𝟏 )𝑵


𝒋=𝟏


.  


При розрахунку 𝑺𝑰𝑻𝑺𝑲𝑰 з врахуванням розподілу ймовірностей використовується 


формула (2.4), тоді індекс розділимості навчальної вибірки на основі загальної точності 


класифікації матиме такий вигляд: 


𝑺𝑰𝑻𝑺𝑲𝑰 =
|𝑻𝑺|∗∑ ∑ 𝑝𝑖∈𝑓(𝑇𝑆,𝑡𝑖𝑘 )


|𝑇𝑆𝑖|


𝑘=1
𝑵
𝒊=𝟏 −∑ (∑ ∑ 𝑝𝑗 ∈𝑓(𝑇𝑆,𝑡𝑖𝑘 )


|𝑇𝑆𝑖|


𝑘=1 ∗𝑵
𝒋=𝟏


𝑵
𝒊=𝟏 ∑ ∑ 𝑝𝑖 ∈𝑓(𝑇𝑆,𝑡𝑗𝑘 )


|𝑇𝑆𝑗|


𝑘=1 )𝑵
𝒋=𝟏


|𝑻𝑺|𝟐−∑ (∑ ∑ 𝑝𝑗 ∈𝑓(𝑇𝑆,𝑡𝑖𝑘 )
|𝑇𝑆𝑖|


𝑘=1 ∗𝑵
𝒋=𝟏


𝑵
𝒊=𝟏 ∑ ∑ 𝑝𝑖 ∈𝑓(𝑇𝑆,𝑡𝑗𝑘 )


|𝑇𝑆𝑗|


𝑘=1 )𝑵
𝒋=𝟏


. 


Аналогічно до індексу на основі загальної точності класифікації, даний індекс також 


дає чисельну оцінку розділимості набору навчальної вибірки. Значення даного індексу 


лежать від 0 до 1.  


 


 


 


 







81 


 


Висновки до другого розділу 


1. Обґрунтовано форму представлення даних для класифікування у вигляді куба 


геопросторових даних. Розглянуто такі джерела даних, як оптичні та радарні 


зображення, отримані з аеро- та космічних систем знімання, а також продукти, одержані 


на їхній основі, а саме індексні зображення та контекстні дані (геоморфологічні дані 


цифрових моделей рельєфу, просторові розподіли біофізичних параметрів, фенологічні 


метрики) та текстурні дані.   


2. Представлено шаблони даних під наступні тематичні задачі: класифікування лісів, 


водно-болотних угідь та урбанізованих або індустріальних територій. Таким чином, при 


вирішенні однією з вказаних тематичних задач доцільним є вибір розглянутих наборів 


даних для подальшого класифікування. 


3. На основі центроїдних методів неконтрольованого класифікування розроблено 


два методи кластеризації навчальної вибірки, а саме: 1) метод формування навчальної 


вибірки з кластерів початкових класів; 2) метод формування навчальної вибірки з 


центрів кластерів початкових класів. 


4. Розроблено метод оцінювання розділимості навчальної вибірки. Детально описано 


алгоритм методу оцінювання розділимості як двох окремих класів навчальної вибірки, 


так і всього набору в цілому. Оцінювання розділимості двох класів навчальної вибірки 


базується на розрахунку середнього арифметичного показників чутливості та 


специфічності. Оцінювання розділимості всього набору навчальної вибірки виконується 


на основі або показника загальної точності класифікації, або капа-індексу. 


5. Розроблені в розділі методи є основою для створення методики класифікування 


об’єктів на аеро- та космічних зображеннях в умовах низької розділимості 


розпізнавальних ознак. Розробка даної методики описана в розділі 3. 
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РОЗДІЛ 3 


РОЗРОБКА МЕТОДИКИ КЛАСИФІКУВАННЯ ОБ’ЄКТІВ НА АЕРО- ТА 


КОСМІЧНИХ ЗОБРАЖЕННЯХ В УМОВАХ НИЗЬКОЇ РОЗДІЛИМОСТІ 


РОЗПІЗНАВАЛЬНИХ ОЗНАК 


 


Розроблена методика класифікування об’єктів на аеро- та космічних зображеннях 


в умовах низької розділимості розпізнавальних ознак (Андреєв, 2023) має дві гілки 


застосування, як вказано на рис. 3.1. Спільним в них є те, що обидві націлені на 


підвищення розділимості навчальної вибірки.  


 


Рис. 3.1 Блок-схема алгоритму методики класифікування об’єктів на аеро- та 


космічних зображеннях в умовах низької розділимості розпізнавальних ознак 
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Перша гілка полягає в застосуванні способу зменшення розмірності навчальної 


вибірки, друга – в застосуванні способу кластеризації навчальної вибірки. Кожна з них 


може бути застосована при будь-яких вхідних даних, проте доцільним при виборі гілки 


є оцінювання об’єму даних. У випадку, коли експерт вважає, що об’єм даних є 


надлишковим (наприклад, перевищує наявні обчислювальні ресурси), то більш 


доцільним є зменшення розмірності навчальної вибірки. В протилежному випадку, коли 


експерт вважає, що кількість шарів вхідного куба геопросторових даних не є 


надлишковою, то обирається кластеризація навчальної вибірки. 


3.1. Спосіб зменшення розмірності навчальної вибірки 


Вхідний куб геопросторових даних, який використовується для класифікування, 


при певних задачах може складатися з великої кількості шарів. Серед основних проблем, 


які спричинені надлишковим об’ємом куба геопросторових даних, можна виділити дві 


(Li et al., 2022). По-перше, використання великої кількості шарів куба геопросторових 


даних потребує більше обчислювальних ресурсів. По-друге, так як сигнатури навчальної 


вибірки визначені в кожному з шарів куба геопросторових даних, то розділимість 


навчальної вибірки, як і достовірність класифікування в цілому, може бути знижена, 


якщо присутні шари або неправильно створені, або не є актуальними для обраної 


тематичної задачі.  


Вирішенням вказаних проблем вбачається зменшення розмірності навчальної 


вибірки та куба геопросторових даних в цілому(Luo et al., 2020, Huang et al., 2019). Окрім 


зменшення розмірності, відбувається і підвищення розділимості навчальної вибірки. 


Застосування даного способу є процедурою оптимізації, в якій цільовою функцією 


розглядається показник, що визначає розділимість навчальної вибірки, а саме – 


загальний індекс розділимості навчальної вибірки. Алгоритм розрахунку даного 


показника детально описано в п. 2.3. Таким чином, задачу даної оптимізаційної 


процедури можна описати як пошук куба з найменшою кількістю шарів, при яких 
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відповідна навчальна вибірка досягає найвищого значення загального індексу 


розділимості серед усіх інших кубів та їхніх відповідних наборів навчальної вибірки. 


Блок-схему алгоритму способу зменшення розмірності навчальної вибірки 


зображено на рис. 3.2.  


 


Рис. 3.2. Блок-схема алгоритму способу зменшення розмірності навчальної 


вибірки 


 


Як показано на даній блок-схемі, даний алгоритм є ітеративною процедурою. На 


кожній ітерації шляхом відкидання від поточного куба по одному шару формується 


набір кубів. Кількість новоутворених кубів рівна кількості шарів поточного куба. Далі 


визначається той куб, який має найвище значення загального індексу розділимості 
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навчальної вибірки, сигнатури якої визначені в кожному з шарів даного куба. Якщо 


поточне значення індексу розділимості не нижче за те, що було отримане на попередній 


ітерації, то цикл переходить до наступної ітерації, вже розкладаючи куб, який отриманий 


на цій ітерації. В іншому випадку, процедура зупиняється і оптимальним буде вважатися 


той куб геопросторових даних, який був отриманий на попередній ітерації. Також 


ітеративна процедура завершиться, якщо на даній ітерації отримано куб геопросторових 


даних, який містить тільки один шар. 


Для детального опису алгоритму способу зменшення розмірності навчальної 


нижче буде введено початкові дані та їхні характеристики.  


Нехай початковий куб геопросторових даних має наступний вигляд: 


𝐶𝐺𝐷𝑖𝑛𝑖𝑡𝑖𝑎𝑙 = {𝐿1, 𝐿2, … , 𝐿𝑁}, 


де 𝐿𝑖-це і-й шар куба геопросторових даних, N-кількість шарів, що входять до 


початкового куба геопросторових даних. 


Тоді, як показано на рис. 3.2, спочатку розраховується значення загального індексу 


розділимості початкової навчальної вибірки, яка має сигнатури, що визначені в кожному 


з шарів початкового куба геопросторових даних. Нехай це значення відповідає змінній 


𝑆𝐼𝑇𝑆𝑖𝑛𝑖𝑡𝑖𝑎𝑙. 


Присвоїмо отримані вище значення змінним, які відповідають оптимальному 


набору шарів куба геопросторових даних та значенню загального індексу розділимості 


відповідної навчальної вибірки. Таким чином, маємо: 


𝐶𝐺𝐷𝑜𝑝𝑡𝑖𝑚𝑎𝑙 ≔ 𝐶𝐺𝐷𝑖𝑛𝑖𝑡𝑖𝑎𝑙  


𝑆𝐼𝑇𝑆𝑜𝑝𝑡𝑖𝑚𝑎𝑙 ≔ 𝑆𝐼𝑇𝑆𝑖𝑛𝑖𝑡𝑖𝑎𝑙 


Далі виконується ітеративна процедура, під час якої на кожній ітерації 


виконуються описані нижче кроки. 


Крок 1. На і-й ітерації поточний куб геопросторових даних 𝐶𝐺𝐷𝑜𝑝𝑡𝑖𝑚𝑎𝑙, що 


складається з N-(i-1) растрових шарів, розкладається на N-(і-1) кубів геопросторових 


даних. Кожен з новоутворених кубів отримується шляхом відкидання з поточного куба 
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одного з растрових шарів. Тоді кожен з новоутворених кубів геопросторових даних 


матиме наступний вигляд: 


𝐶𝐺𝐷1
′ = 𝐶𝐺𝐷 − {𝐿1} = {𝐿2, 𝐿3, … , 𝐿𝑁−(𝑖−1)}, 


𝐶𝐺𝐷2
′ = 𝐶𝐺𝐷 − {𝐿2} = {𝐿1, 𝐿3 … , 𝐿𝑁−(𝑖−1)}, 


… 


𝐶𝐺𝐷𝑁−(𝑖−1)
′ = 𝐶𝐺𝐷 − {𝐿𝑁−(𝑖−1)} = {𝐿1, … , 𝐿𝑁−(𝑖−1)−1}. 


Очевидно, що кожен з отриманих кубів буде містити N-i шарів Отже, 


справедливим є наступне: 


|𝐶𝐺𝐷1
′| = |𝐶𝐺𝐷2


′ | = ⋯ = |𝐶𝐺𝐷𝑁−(𝑖−1)
′ | = 𝑁 − 𝑖. 


Таким чином, утворені куби геопросторових даних можна записати у вигляді 


наступної множини: 


𝐶 = {𝐶𝐺𝐷1
′ , 𝐶𝐺𝐷2


′ , … , 𝐶𝐺𝐷𝑁−(𝑖−1)
′ }. 


Крок 2. Для кожного з новоутворених кубів геопросторових даних розраховується 


значення загального індексу розділимості навчальної вибірки, сигнатури якої визначені 


в кожному з шарів даного куба. Тоді, значення загального індексу розділимості для 


певного куба 𝐶𝐺𝐷𝑡
′ буде позначатися як 𝑆𝐼𝑇𝑆𝑡


′. Таким чином, буде отримано множину, 


яка містить значення загального індексу розділимості для кожного з новоутворених 


кубів геопросторових даних: 


𝑆 = {𝑆𝐼𝑇𝑆1,
′ 𝑆𝐼𝑇𝑆2


′ , … , 𝑆𝐼𝑇𝑆𝑁−(𝑖−1)
′ }. 


Крок 3. Серед отриманих кубів геопросторових даних обирається той, який має 


найвище значення загального індексу розділимості навчальної вибірки серед інших. 


Такий куб буде позначено як 𝐶𝐺𝐷𝑖. Обраний куб можна виразити наступним чином: 


𝐶𝐺𝐷𝑖 = {𝐶𝐺𝐷𝑡
′ ∈ 𝐶|𝑆𝐼𝑇𝑆𝑡


′ = max{𝑆}}. 


Значення індексу розділимості навчальної вибірки, отриманої з куба 𝐶𝐺𝐷𝑖, 


позначається як 𝑆𝐼𝑇𝑆𝑖. 
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Крок 4. Порівнюються значення змінних 𝑆𝐼𝑇𝑆𝑖 та 𝑆𝐼𝑇𝑆𝑜𝑝𝑡𝑖𝑚𝑎𝑙. Розглядаються два 


варіанти: 


1) якщо 𝑆𝐼𝑇𝑆𝑖 < 𝑆𝐼𝑇𝑆𝑜𝑝𝑡𝑖𝑚𝑎𝑙, то виконання алгоритму оптимізації куба 


геопросторових даних завершується, а подальші кроки ігноруються. Оптимальним 


кубом геопросторових даних буде той, що отриманий на попередній ітерації, а саме - 


𝐶𝐺𝐷𝑜𝑝𝑡𝑖𝑚𝑎𝑙. Відповідно, загальний індекс розділимості навчальної вибірки, сигнатури 


якої визначені в кожному з шарів оптимального куба геопросторових даних, має 


значення 𝑆𝐼𝑇𝑆𝑜𝑝𝑡𝑖𝑚𝑎𝑙. 


2) якщо 𝑆𝐼𝑇𝑆𝑖 ≥ 𝑆𝐼𝑇𝑆𝑜𝑝𝑡𝑖𝑚𝑎𝑙, то змінній 𝑆𝐼𝑇𝑆𝑜𝑝𝑡𝑖𝑚𝑎𝑙 присвоюється значення 


змінної 𝑆𝐼𝑇𝑆𝑖, тобто: 


𝑆𝐼𝑇𝑆𝑖 ≔ 𝑆𝐼𝑇𝑆𝑜𝑝𝑡𝑖𝑚𝑎𝑙. 


Крок 5. На даному кроці, як і на попередньому, також розглядаються два варіанти: 


1) якщо кількість шарів отриманого куба геопросторових даних 𝐶𝐺𝐷𝑜𝑝𝑡𝑖𝑚𝑎𝑙 


дорівнює 1, тобто: 


|𝐶𝐺𝐷𝑜𝑝𝑡𝑖𝑚𝑎𝑙| = 1, 


то виконання алгоритму оптимізації куба геопросторових даних завершується. 


Оптимальним кубом геопросторових даних буде той, що отриманий на поточній ітерації, 


а саме -  𝐶𝐺𝐷𝑜𝑝𝑡𝑖𝑚𝑎𝑙. Відповідно, значення загального індексу розділимості навчальної 


вибірки, сигнатури якої визначені в кожному з шарів оптимального куба геопросторових 


даних, - 𝑆𝐼𝑇𝑆𝑜𝑝𝑡𝑖𝑚𝑎𝑙. 


2) якщо кількість шарів отриманого куба геопросторових даних 𝐶𝐺𝐷𝑜𝑝𝑡𝑖𝑚𝑎𝑙 більше 


1, тобто: 


|𝐶𝐺𝐷𝑜𝑝𝑡𝑖𝑚𝑎𝑙| > 1, 


то починається нова ітерація і знову виконуються дії, що вказані на кроці 1. 
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За умови, що було виконано всі N-1 ітерації, загальна кількість розглянутих кубів 


геопросторових даних разом з початковим може бути розрахована за наступною 


формулою:  


𝑃𝑜𝑝𝑡𝑖 = 1 + ∑  


𝑁−1


𝑖=1


𝑖!


(𝑖 − 1)! (𝑖 − (𝑖 − 1))!
= 1 + ∑  


𝑁−1


𝑖=1


𝑖!


(𝑖 − 1)! (1)!
== 1 + ∑  


𝑁−1


𝑖=1


𝑖!


(𝑖 − 1)!


= 1 + ∑  


𝑁−1


𝑖=1


𝑖 = ∑  


𝑁


𝑖=1


𝑖 


Результатом описаної процедури оптимізації буде куб геопросторових даних з 


таким набором шарів, при якому досягається найвище значення індексу розділимості 


навчальної вибірки серед усіх інших розглянутих наборів. Саме такі куб 


геопростопрових даних та відповідна навчальна вибірка будуть використані в 


подальшому класифікуванні. 


3.2. Спосіб кластеризації навчальної вибірки 


Кластеризація набору навчальної вибірки здійснюється для підвищення 


розділимості сигнатур різних класів даного набору. Так як розроблений спосіб при 


кластеризації розглядає центроїдні методи (Omran et al., 2007), то мету застосування 


даної гілки можна визначити як пошук оптимальної кількості кластерів для кожного з 


класів навчальної вибірки. Такий пошук є задачею оптимізації, в якій цільовою 


функцією є загальний індекс розділимості навчальної вибірки, алгоритм розрахунку 


якого детально описано в п. 2.3. Обраний показник дає кількісну оцінку розділимості 


між сигнатурами різних класів. Таким чином, кількість кластерів для кожного з класів 


навчальної вибірки є оптимальною за умови, що відповідний кластеризований набір 


навчальної вибірки матиме найвище серед усіх інших наборів значення загального 


індексу розділимості навчальної вибірки.  


Алгоритм кластеризації навчальної вибірки зображено на блок-схемі (рис. 3.3). Як 


показано на даній блок-схемі, якщо значення загального індексу розділимості 
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початкового набору навчальної вибірки дорівнює своєму абсолютному максимуму, а 


саме 1, то даний набір вже є оптимальним, тому кластеризація проводитися не буде. В 


іншому випадку оптимізація полягатиме в ітеративному пошуку оптимального числа 


кластерів для тих пар, які мають найнижче значення індексу розділимості двох класів 


𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟. Серед умов зупинки оптимізації можна виділити досягнення значення 1 


загального індексу розділимості набору навчальної вибірки на будь-якому кроці. Також, 


поточне число кластерів для кожного з класів навчальної вибірки буде вважатися 


оптимальним в тому випадку, якщо при пошуку оптимальної кількості кластерів для всіх 


поспіль пар класів не було жодного підвищення загального індексу розділимості. 


 


Рис. 3.3. Блок-схема алгоритму способу кластеризації навчальної вибірки 
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Для детального опису даного алгоритму спочатку буде введено вхідні дані та їхні 


початкові характеристики. 


Нехай початковий набір навчальної вибірки – 𝑇𝑆, тоді: 


𝑇𝑆 = {𝑡𝑠1,  𝑡𝑠2, … , 𝑡𝑠𝑁 }, 


де 𝑡𝑠𝑖- вибірка i–го класу, N-загальна кількість класів. 


Перед процедурою кластеризації навчальної вибірки необхідно визначити 


кількість кластерів для вибірки кожного з класів. Нехай такий параметр задається 


множиною С, тоді: 


𝐶 = {𝑐1, 𝑐2, … , 𝑐𝑁}, 


де с𝑖- кількість кластерів вибірки i-го класу 𝑡𝑠𝑖.  


Перед початком кластеризації вибірка кожного з класів умовно має по одному 


кластеру, тоді: 


𝑐1 = 𝑐2, = ⋯ = 𝑐𝑁 = 1. 


Таким чином: 


𝐶 = {𝑐1, 𝑐2, … , 𝑐𝑁} = {1,1, … , 1}. 


Тоді, навчальна вибірка 𝑇𝑆𝐶, яка отримана після процедури кластеризації 


навчальної вибірки 𝑇𝑆 з заданою кількістю кластерів C, може бути представлена так:  


𝑇𝑆𝐶 = 𝐶𝐿(𝑇𝑆, 𝐶), 


де 𝐶𝐿(𝑇𝑆, 𝐶)- функція кластеризації, аргументами якої є набір навчальної вибірки 𝑇𝑆 та 


кількість кластерів для кожного з класів навчальної вибірки 𝐶. 


На початку розраховується загальний індекс розділимості навчальної вибірки для 


початкового набору навчальної вибірки 𝑇𝑆. Нехай це буде значення 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙. 


Далі розраховуються значення індексу розділимості кожних двох класів, таким 


чином буде отримано множину, яка складається з таких значень. 


𝑃𝐴𝐼𝑅𝑆 = {𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟1,2, 𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟1,3, … , 𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟𝑁−1,𝑁}, 


де 𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟𝑖,𝑗 - індекс розділимості класів i та j , причому i,j ∈ 1, 𝑁̅̅ ̅̅ ̅, 𝑖 ≠ 𝑗.  


Очевидно наступне: 
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𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟𝑖,𝑗= 𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟𝑗,𝑖. 


Тому лише або 𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟𝑖,𝑗, або 𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟𝑗,𝑖 входить до множини PAIRS, тобто: 


{𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟𝑖,𝑗, 𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟𝑗,𝑖} ∉ PAIRS. 


Таким чином, загальну кількість індексів розділимості двох класів, що входять до 


множини PAIRS, можна розрахувати за наступною формулою: 


|𝑃𝐴𝐼𝑅𝑆| =
𝑁!


(𝑁−2)!2!
=


𝑁(𝑁−1)(𝑁−2)!


(𝑁−2)!2!
=


𝑁(𝑁−1)


2∗1
=


𝑁(𝑁−1)


2
. 


Далі проводиться ітеративна процедура вибору оптимальної кількості кластерів 


для вибірки кожного з класів. 


Крок 1. Обираються два класи, значення індексу розділимості яких найнижче 


серед інших, які визначені множиною PAIRS. Ці два класи можна записати наступним 


чином: 


{𝑡, 𝑘 ∈ 1, 𝑁̅̅ ̅̅ ̅, 𝑡 ≠ 𝑘|𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟 𝑡,𝑘 = min(𝑃𝐴𝐼𝑅𝑆)}. 


Так як значення індексу розділимості цієї пари класів є найнижчим серед всіх 


інших пар класів, то це також свідчить про те, що ці класи найбільше перетинаються 


серед інших. 


Крок 2. На цьому кроці відбувається пошук оптимальної кількості кластерів для 


пари класів t та k, що була обрана на попередньому кроці. Алгоритм даної процедури 


представлено у вигляді циклу на рис. 3.4. 
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Рис. 3.4. Блок-схема алгоритму пошуку оптимальної кількості кластерів для двох 


класів 


 


Виконання кожної ітерації даного циклу полягає в кроках, що описані нижче: 


Крок 2.1. З множини С, яка визначає кількість кластерів для вибірки кожного з 


класів, утворюється дві множини шляхом збільшення кількості кластерів вибірки класу 


t та k на 1. Таким чином: 


𝐶𝑡 = {𝑐1, 𝑐2, … , 𝑐𝑡 + 1, … , 𝑐𝑁}, 


𝐶𝑘 = {𝑐1, 𝑐2, … , 𝑐𝑘 + 1, … , 𝑐𝑁}. 
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Крок 2.2. Паралельно проводяться дві процедури кластеризації навчальної вибірки 


з кількістю кластерів 𝐶𝑡 та 𝐶𝑘: 


𝑇𝑆𝐶𝑡
= 𝐶𝐿(𝑇𝑆, 𝐶𝑡), 


де 𝑇𝑆𝐶𝑡
- навчальна вибірка, яка отримана після процедури кластеризації початкової 


навчальної вибірки 𝑇𝑆 з заданою кількістю кластерів 𝐶𝑡. 


𝑇𝑆𝐶𝑘
= 𝐶𝐿(𝑇𝑆, 𝐶𝑘), 


де 𝑇𝑆𝐶𝑘
- навчальна вибірка, яка отримана після процедури кластеризації початкової 


навчальної вибірки 𝑇𝑆 з заданою кількістю кластерів 𝐶𝑘. 


Крок 2.3. Розраховуються значення загального індексу розділимості для 


кластеризованих наборів навчальної вибірки  𝑇𝑆𝐶𝑡
 та 𝑇𝑆𝐶𝑘


. Їхні значення будуть 


позначені як 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑡
 та 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑘


 відповідно. 


Крок 2.4. Серед отриманих кластеризованих наборів навчальної вибірки 𝑇𝑆𝐶𝑡
 та 


𝑇𝑆𝐶𝑘
 визначається той, що має найвище значення загального індексу розділимості. 


Нехай такий набір буде позначено як 𝑇𝑆𝐶𝑢
, тоді має виконуватися наступна умова: 


{𝑢 ∈ {𝑡, 𝑘}|𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑢
= max(𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑡


, 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑘
)} 


З цього слідує, що найвищим значення загального індексу розділимості навчальної 


вибірки серед 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑡
 та 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑘


 є 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑢
, 𝐶𝑢 𝑇𝑆𝐶𝑢


- відповідно кількість 


кластерів та кластеризований набір навчальної вибірки, при якій досягається значення 


загального індексу розділимості 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑇𝑆𝑢
. 


Крок 2.5. На цьому кроці розглядаються три випадки: 


1) якщо 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙  ≥ 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑢
, то ітеративна процедура пошуку оптимальної 


кількості кластерів для пари класів t та k, що почата на кроці 2, зупиняється і далі 


виконуються дії, що вказані на кроці 3; 


2) якщо 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙 < 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑢
< 1, то 𝐶 і 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙 присвоюються значення 


𝐶𝑢 та 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑢
 ,  тобто: 


𝐶: = 𝐶𝑢 = {𝑐1, 𝑐2, … , 𝑐𝑢 + 1, … , 𝑐𝑁}, 
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𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙 ∶= 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑢
, 


після чого починається нова ітерація процедури пошуку оптимальної кількості кластерів 


для пари класів t та k, що почата на кроці 2, і виконуються дії, що вказані на кроці 2.1; 


3) якщо 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑢
= 1, то 𝐶 і 𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙 присвоюються значення 𝐶𝑢 та 


𝑆𝐼𝑇𝑆𝑂𝑣𝑒𝑟𝑎𝑙𝑙𝑢
 відповідно, після чого алгоритм вибору оптимальної кількості кластерів 


завершується, так як кластеризований набір навчальної вибірки, що отримано на цій 


ітерації, вже досяг максимального значення загального індексу розділимості навчальної 


вибірки.  


Крок 3. Розраховуються значення індексу розділимості кожних двох класів, окрім 


пари класів t та k. Причому, для розрахунку використовується кластеризована навчальна 


вибірка 𝑇𝑆𝐶𝑡
. Після цього множині 𝑃𝐴𝐼𝑅𝑆 присвоюються елементи, значення яких 


розраховані вище як індекси розділимості. Справедливо відмітити, що для отриманої 


множини виконується наступне твердження: 


{𝑆𝐼𝑇𝑆𝑝𝑎𝑖𝑟𝑡,𝑘} ∉𝑃𝐴𝐼𝑅𝑆. 


Далі алгоритм кластеризації навчальної вибірки починається з нової ітерації, 


виконуючи дії, що вказані кроці 1, але з використанням отриманої на цьому кроці 


множини 𝑃𝐴𝐼𝑅𝑆. 


Результатом виконання описаних вище кроків буде множина оптимальної 


кількості кластерів для кожного з класів навчальної вибірки C. Нехай ця множина буде 


позначена як 𝐶𝑜𝑝𝑡𝑖𝑚𝑎𝑙. Кластеризований набір навчальної вибірки з заданою кількістю 


кластерів 𝐶𝑜𝑝𝑡𝑖𝑚𝑎𝑙 буде мати наступний вигляд: 


𝑇𝑆𝐶𝑜𝑝𝑡𝑖𝑚𝑎𝑙
= 𝐶𝐿(𝑇𝑆, 𝐶𝑜𝑝𝑡𝑖𝑚𝑎𝑙). 


Так як кожен кластер вибірки класу розглядається як окремий клас, то загальна 


кількість класів отриманої кластеризованої навчальної вибірки розраховуватиметься 


наступним чином: 


|𝑇𝑆𝐶𝑜𝑝𝑡𝑖𝑚𝑎𝑙
| = ∑ 𝐶𝑜𝑝𝑡𝑖𝑚𝑎𝑙𝑖


N
𝑖=1 . 
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Отже, кластеризований набір навчальної вибірки 𝑇𝑆𝐶𝑜𝑝𝑡𝑖𝑚𝑎𝑙
 є оптимальним, так як 


має найвище значення загального індексу розділимості навчальної вибірки серед інших 


розглянутих кластеризованих наборів. Тому саме цей набір буде використаний при 


подальшому класифікуванні. 


Висновки до третього розділу 


1. Розроблено методику, яка складається з двох гілок застосування: спосіб 


зменшення розмірності навчальної вибірки та спосіб кластеризації навчальної вибірки.  


2. Розроблений спосіб зменшення розмірності навчальної вибірки 


розглядається як оптимізаційна процедура. Її метою є зменшення розмірності вхідного 


куба геопросторових даних. Як було вказано в п. 1.2, розмірність вхідного куба співпадає 


з розмірністю навчальної вибірки. Також, дана процедура направлена на підвищення 


розділимості навчальної вибірки. В даному випадку, набір навчальної вибірки та куб 


геопросторових даних будуть вважатися оптимальними, якщо вони будуть мати 


найвищу розділимість розпізнавальних ознак при найменшій розмірності серед усіх 


інших наборів. Цільовою функцією даної оптимізаційної процедури визначено 


загальний індекс розділимості навчальної вибірки. Розрахунок даного показника 


описано в п. 2.3. Детально описано алгоритм застосування зменшення розмірності 


навчальної вибірки.  


3. Розроблений спосіб кластеризації навчальної вибірки застосовується для 


підвищення розділимості класів даного набору. Дану процедуру можна визначити як 


оптимізаційну, яка націлена на пошук такої кількості кластерів для кожного класу 


навчальної вибірки, при яких буде досягатися найвища розділимість розпізнавальних 


ознак. Цільовою функцією визначено загальний індекс розділимості навчальної вибірки. 


Розрахунок даного показника описано в п. 2.3. Детально описано алгоритм застосування 


даної процедури.  


4. Таким чином, раніше розроблені та представлені в другому розділі 


принципи формування куба геопросторових даних, методи кластеризації навчальної 
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вибірки та метод оцінювання розділимості навчальної вибірки поєднано в методику 


класифікування об’єктів на аеро- та космічних зображеннях в умовах низької 


розділимості розпізнавальних ознак.   
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РОЗДІЛ 4 


ЕКСПЕРИМЕНТАЛЬНЕ ДОСЛІДЖЕННЯ ЕФЕКТИВНОСТІ РОЗРОБЛЕНОЇ 


МЕТОДИКИ КЛАСИФІКУВАННЯ ОБ’ЄКТІВ НА АЕРО- ТА КОСМІЧНИХ 


ЗОБРАЖЕННЯХ В УМОВАХ НИЗЬКОЇ РОЗДІЛИМОСТІ РОЗПІЗНАВАЛЬНИХ 


ОЗНАК 


 


В рамках експериментального дослідження ефективності розробленої методики 


класифікування об’єктів на аеро- та космічних зображеннях розглянуто три задачі: 


класифікування боліт, класифікування загальних типів земного покриву та 


розпізнавання мін.  


До задачі класифікування боліт було застосовано окремо як спосіб зменшення 


розмірності навчальної вибірки, так і спосіб кластеризації навчальної вибірки. Таким 


чином, з задачею класифікування боліт було проведено два експерименти. До задач 


класифікування загальних типів земного покриву та розпізнавання мін було застосовано 


тільки спосіб кластеризації навчальної вибірки.  


Отже, всього було проведено чотири експерименти. Кожен з описаних 


експериментів полягав в проведенні класифікування до та після застосування 


розробленої методики. Після цього проведено оцінку достовірності отриманих 


класифікацій та їх порівняння. 


4.1. Застосування розробленої методики до задачі класифікування боліт 


Для перевірки ефективності способу зменшення розмірності навчальної вибірки 


та способу кластеризації навчальної вибірки у вигляді двох окремих експериментів їх 


було застосовано до задачі класифікування боліт. Тестовим полігоном обрано Шацький 


контрольно-калібрувальний полігон ДЗЗ.  


При проведенні даних експериментів використано різні вхідні дані для 


класифікування. Для перевірки способу зменшення розмірності навчальної вибірки 


використано часовий ряд, який містив спектральні канали супутникових знімків 
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Sentinel-2 за три дати, відповідні спектральні індекси та допоміжні геоморфологічні 


параметри, обчислені за ЦМР. В той час, як при застосуванні способу кластеризації 


навчальної вибірки вхідні дані були обмежені спектральними каналами одного 


супутникового знімку Sentinel-2 без використання жодних додаткових даних. 


Для даної задачі класифікування обрано шість тематичних класів, а саме: болота, 


ліси, луки, водні об’єкти, штучні поверхні та інші землі. В обох прикладах для 


проведення класифікування використовується метод контрольованого класифікування 


відстань Махаланобіса. У випадку з застосуванням способу кластеризації навчальної 


вибірки застосовано метод формування навчальної вибірки з кластерів початкових 


класів. При цьому використано метод неконтрольованого класифікування К-Середніх. 


В кожному з прикладів практичного застосування отримано класифікації до та 


після застосування розробленої методики для того, аби їх порівняти та визначити 


ефективність розробленої методики. 


4.1.1. Територія дослідження 


Валідація та відлагодження розробленої методики здійснювалися в межах 


Шацького контрольно-калібрувального полігону ДЗЗ.  


Під таким полігоном розуміють визначену територію, що характеризує певні 


особливості регіону та включає типові для даної фізико-географічної зони ландшафтні 


умови, які можуть бути використані для завірково-калібрувальних робіт систем та даних 


ДЗЗ, а також для забезпечення наземного завірювання при вирішенні тематичних задач 


(Лялько та Попов, 2008). Полігон ДЗЗ включає основні типи земних покривів, що 


переважають у ландшафтній структурі регіону. В межах полігону вибираються тестові 


ділянки і тестові елементи, на яких ведуться періодичні польові спостереження, фізичні 


виміри, тощо (Лялько та ін., 2014). 


Шацький контрольно-калібрувальний полігон ДЗЗ було створено у 2007 році у 


межах Шацького національного природного парку (Лялько та ін., 2008), який є 


складовою частиною трансграничного біосферного резервату «Західне Полісся» 
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(https://en.unesco.org/biosphere/eu-na/west-polesie ). Він знаходиться на північному заході 


Волинській області України і належить до регіону Полісся, одного з найбільших у 


Європі болотно-озерно-лісових комплексів. Площа даного полігону становить 


489,77 км2 (Юрчук та Юрчук, 2010).  


Шацький полігон є елементом української мережі полігонів валідації 


супутникової продукції з 2007 року (Лялько та Попов, 2008). У період з 2007 по 2014 


роки на території полігону здійснювалися щорічні польові дослідження (Лялько та ін., 


2014). Понад 100 геоприв’язаних тестових ділянок було закладено в його межах для 


отримання вичерпної наземної завіркової інформації про репрезентативні ландшафти 


Поліського регіону (Лялько та ін., 2009). Усі ділянки створювалися та детально 


описувалися відповідно до вимог, сформульованих міжнародними експертами у галузі 


супутникових спостережень Землі, зокрема CEOS - Committee on Earth Observation 


Satellites (Teillet et al., 2007). Розташування та межі даного полігону зображено на рис. 


4.1. 


В рамках даного експерименту розглянутий полігон було обрано як територію 


дослідження через високу гетерогенність його природних ландшафтів. Під час 


класифікування подібних ландшафтів це часто призводить до суб’єктивності відібраних 


експертами класів та змішування навчальних вибірок, що власне і призводить до низькох 


розділимості розпізнавальних ознак.  


Шацький полігон включає типові для Західного Полісся екосистеми: лісові, 


болотні, озерні, та лучні. Його територія характеризується значною мозаїчністю земних 


покривів, зокрема рослинних біотопів, що обумовлена особливостями геоморфологічної 


будови території, специфікою ґрунтового покриву і гідрологічного режиму (Юрчук та 


Юрчук, 2010). 



https://en.unesco.org/biosphere/eu-na/west-polesie
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Рис. 4.1. Розташування та межі Шацького контрольно-калібрувального полігону ДЗЗ 


 


Найбільш поширеними на території полігону є лісові біотопи, серед яких 


переважають соснові, які формують у рельєфі класичний боровий комплекс від сухих 


лишайникових сосняків до заболочених сфагнових соснових лісів. Досить значними у 


лісовому покриві є вільшаники, невеликі ділянки яких розкидані по всій території по 


периферії боліт та у пониженнях. Березові ліси зустрічаються на місці корінних 


соснових лісів. Ділянки з більш багатими ґрунтами зайняті дубово-сосновими та 


грабово-дубовими лісами, проте вони займають незначні площі (Фіторізноманіття, 


2006).  


Основні масиви лучних біотопів прилягають до східної частини заплави Прип'яті. 


Невеликими ділянками трапляються вони і серед лісових масивів та на припіднятих 


ділянках навколо боліт. 


Характерною рисою території є велика кількість боліт. В міжозерних котловинах 


зосереджені як евтрофні (низинні), переважно осоково-гіпнові, так і мезотроні 


(перехідні) болота, зрідка трапляються оліготрофні (верхові) болота. Значна кількість 


озер, каналів та інших водойм зумовила суттєвий розвиток прибережно-водної 
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рослинності (Lyalko et al., 2010). Прибережна смуга зайнята переважно очеретом, а 


глибше, із збільшенням товщі води - кугою озерною. 


На території представлені як природні, так і трансформовані людською діяльністю 


екосистеми. На місці буреломів, вирубок, згарищ, незакріплених піщаних поверхонь 


насаджуються нові лісові масиви. На заболочених землях функціонують Копаєвська та 


Прип’ятська меліоративні системи.  


Частину земель займає агрокомплекс, що включає орні землі, пасовища, штучні 


ставки для риборозведення. та селитебний комплекс (включаючи с.м.т. Шацьк та ряд 


сіл) та  транспортну мережу. Розповсюджені об’єкти рекреації – будинки та бази 


відпочинку, санаторій, стоянки для туристів. 


4.1.2. Тематичні класи  


При проведенні даного експерименту було обрано 6 тематичних класів: штучні 


поверхні, луки, ліси, болота, водні об’єкти та інші землі. Опис кожного з класів 


представлено в табл. 4.1.  


Дані класи суттєво відрізнялися як за просторовою протяжністю, так і за 


гетерогенністю. Відносно невеликий клас включав різноманітні характеристики 


(наприклад, сільськогосподарські території), тоді як більший клас міг бути досить 


однорідним (наприклад, ліси). Тому кількість репрезентів вибірки кожного класу також 


є непропорційною. 


Для кожного з цих класів на території Шацького полігону відібрано відповідні 


еталонні ділянки з геопросторової бази даних Шацького полігону ДЗЗ, наявної у 


державної установи “Науковий центр аерокосмічних досліджень Землі Інституту 


геологічних наук Національної академії наук України”. Кожна еталонна ділянка бази має 


географічну прив’язку та детальний опис. 


У табл. 4.1 наведено назву та опис класів земних покривів, визначених для 


експерименту. 
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Таблиця 4.1 


Опис тематичних класів 


 


Оскільки в рамках даної задачі класифікування боліт було проведено два 


експерименти, то для кожного з них було відібрано окремий набір навчальної вибірки з 


різною кількістю сигнатур. Репрезенти кожного з класів відібрані в межах описаних 


тестових ділянок, які представляють еталони відповідного класу. 


4.1.3. Експериментальне дослідження ефективності застосування способу 


зменшення розмірності навчальної вибірки до задачі класифікування боліт 


4.1.3.1. Вхідні дані 


При застосуванні способу зменшення розмірності навчальної вибірки до задачі 


класифікування боліт було використано різночасові багатоспектральні супутникові 


Клас земної 


поверхні 
Опис 


Штучні 


поверхні 


житлова забудова, виробничі об’єкти, транспортна 


мережа, будівельні майданчики, сміттєзвалища 


Ліси листяні та хвойні ліси, лісосмуги, ділянки з деревним 


покривом понад 30% 


Луки природна трав'яниста рослинність, луки природного 


походження, пасовища, сіножаті 


Інші землі геологічні оголення, розріджена трав’яна рослинність, 


сільгоспугіддя - площі, зайняті під 


сільськогосподарськими культурами, а також рілля 


Водні об’єкти річки, озера, ставки, штучні водотоки, меліоративні канали 


Болота безлісні території торф'яних та перехідних боліт, евтрофні 


болота, прибережно-водна рослинність 







116 


 


знімки Sentinel-2 (Shurmer et al., 2018), відповідні спектральні індекси, обчислені на їхній 


основі, та допоміжні геоморфологічні параметри, обчислені за ЦМР. Саме ці дані 


сформували куб геопросторових даних, який був об’єктом класифікування у визначеній 


тематичній задачі.  


Супутникові знімки Sentinel-2 було обрано за три дати (07.04.2018, 12.05.2018 та 


01.06.2018) з мінімальною або відсутньою хмарністю (рис 4.2). Дати обиралися за різні 


етапи вегетаційного періоду і відображають особливості сезонного розвитку рослинного 


покриву.  


   


а) б) в) 


Рис. 4.2. Фрагменти супутникових знімків Sentinel-2 на територію дослідження за 


а) 7 квітня 2018 р., б) 15 травня 2018 р., та в) 1 червня 2018 р. Комбінація каналів - 


R:В11, G:B8, B:B4 – псевдо-натуральні кольори 


 


Кожен вхідний знімок Sentinel-2 містить 13 спектральних каналів. На етапі 


попередньої обробки, для кожного знімка було проведено атмосферну корекцію для 


усунення впливу атмосфери та обчислення значень пікселів, що відповідають відбиттю 


на поверхні (bottom of atmosphere). Під час цієї процедури, 3 канали (B1, B9 і B10), які 


враховують вплив аерозолів і водяної пари на відбивну здатність, вилучаються. Також, 


усі канали кожного зі знімків були приведені до однієї просторової розрізненості, а саме 


– 10 м. Далі для кожного зі знімків було розраховано повний набір індексів 


міжканальних нормалізованих різниць. Для розрахунку таких індексів використовується 


наступна формула: 
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𝑁𝐷𝐼 =
𝑏𝑖−𝑏𝑗


𝑏𝑖+𝑏𝑗
, 𝑖 ≠ 𝑗, 


де 𝑏𝑖- і-й канал знімка. 


Таким чином, для кожного знімка розраховано 45 таких індексів, загалом для 


трьох знімків число індексів сягає 135. Деякі з них зображено на рис. 4.3. 


  


а) б) 


  


в) г) 


Рис. 4.3. Фрагменти зображень індексів: а) – NDVI, б) – GNDVI, в) – NDWI-G, г) 


– NDWI-NIR 


 


Дані про геоморфологічні особливості місцевості, зокрема, висоту над рівнем 


моря та похил, обчислено за ЦМР ALOS PALSAR, потім їхні значення було 
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нормалізовано (рис. 4.4). Просторова розрізненість продукту ЦМР ALOS PALSAR 


становить 12,5 м.  


 


 


а) б) 


Рис. 4.4. Фрагменти зображень а) висоти над рівнем моря та б) похилу місцевості 


території дослідження, обчислених за ЦМР ALOS PALSAR 


 


Для утворення єдиного куба геопросторових даних всі вищеописані дані повинні 


бути просторово-регуляризовані, що передбачає приведення всіх шарів до однакових 


значень просторової розрізненості, картографічної проєкції та розміру. З огляду на це, 


всі шари було приведено до просторової розрізненості 10 м, трансформовано в 


універсальну поперечну проєкцію Меркатора, зона 34N (EPSG:32634) та змінено розмір 


таким чином, щоб всі шари лежали в межах території дослідження, що становить 2284 x 


1554 пікселів. 


Отже, вхідний куб геопросторових даних містив 167 просторово-регуляризованих 


растрових шарів: 30 спектральних каналів трьох різночасових супутникових знімків 


Sentinel-2, 135 відповідних спектральних індексів та 2 растрових шари 


геоморфологічних параметрів. Таким чином, розмір сформованого куба - 


167 х 2284 x 1554 пікселів.  


Формування набору навчальної вибірки виконується з еталонних ділянок, кожна з 


яких знаходиться на території Шацького полігону та відмічена GPS координатами. 
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Отже, для кожного з класів відібрано певну кількість репрезентів в межах еталонних 


ділянок, а саме: для класу штучні поверхні – 319 точок, ліси – 2311, луки – 634, інші 


землі- 887, водні об’єкти – 634 та інші землі – 1687. В кожній з цих точок було отримано 


сигнатури відповідного класу. Дані сигнатури визначені в кожному зі 167 шарів 


отриманого куба геопросторових даних.  


4.1.3.2. Застосування способу зменшення розмірності набору навчальної 


вибірки 


Для зменшення розмірності отриманих куба геопросторових даних та 


відповідного набору навчальної вибірки використовується спосіб, що описаний в п. 3.1. 


Для даного способу ключовим є оцінювання розділимості навчальної вибірки. Для цього 


розроблено відповідний методи, який описаний в п. 2.3.  


В даному експерименті з представлених в п. 2.3 критеріїв розділимості обрано 


загальний індекс розділимості на основі загальної точності класифікації, алгоритм 


розрахунку якого описаний в п 2.3.3.2. Розрахунок обраного індексу передбачає 


застосування метода контрольованого класифікування, який відповідає тому, що буде 


застосовано в подальшому класифікуванні, а саме – відстань Махаланобіса. Ще одним 


з етапів оцінювання розділимості навчальної вибірки є вибір матриці помилок, в даному 


випадку обрано стандартну матрицю помилок. 


Таким чином, проведено оцінювання розділимості початкового набору навчальної 


вибірки. Значення індексу розділимості на основі загальної точності класифікації 0.9991, 


виявлено шість неправильно класифікованих сигнатур. 


Далі, згідно з алгоритмом способу зменшення розмірності навчальної вибірки 


було проведено ітеративну процедуру пошуку набору шарів куба геопросторових даних, 


при якому значення індексу розділимості є найвищим серед інших розглянутих кубів. 


Набір навчальної вибірки, який відповідає знайденому оптимальному кубу 


геопросторових даних, мав значення загального індексу розділимості на основі загальної 
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точності класифікації 0.9998. При цьому, лише одна сигнатура була класифікована 


неправильно.  


Власне оптимальний куб геопросторових даних містив 57 шарів, серед них: 5 


спектральних каналів Sentinel 2 (2 канали знімка за 12 травня 2018 року та 3 канали 


знімка за 1 червня 2018 року), 51 спектральний індекс (4 – за 7 квітня 2018 року, 16 – за 


12 травня, 31 – за 1 червня) та 1 растровий шар, що містить значення висоти над рівнем 


моря.  


4.1.3.3. Проведення класифікувань 


Для оцінки ефективності методики було проведено два класифікування. Перше 


класифікування проведено з початковими кубом геопросторових даних та набором 


навчальної вибірки, друге – з оптимізованим кубом геопросторових даних та навчальної 


вибіркою, сигнатури якої визначені в кожному шарі цього куба. Обидва класифікування 


виконані з використанням методу відстань Махаланобіса. Також, вони мали однаковий 


набір класів земної поверхні: штучні поверхні, ліси, луки, болота, водні об’єкти та інші 


землі. Результат класифікування з використанням початкового куба геопросторових 


даних та легенда класів представлені на рис.4.5. 
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Рис. 4.5. Класифікація з використанням початкового куба геопросторових даних 


 


За даними отриманої класифікації для кожного класу розраховано кількість 


пікселів, що були до нього віднесені. Клас ‘штучні поверхні’ – 98401 пікселів, ‘ліси’ -  


1776771, ‘луки’ – 549060, ‘інші землі’ – 172392, ‘водні об’єкти’ – 550510, ‘болота’ – 


402202.  


Аналогічно було отримано класифікацію з використанням набору навчальної вибірки, 


який був отриманий після оптимізації куба геопросторових даних. Отриманий результат 


зображено на рис. 4.6. 
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Рис. 4.6. Класифікація з використанням оптимізованого куба геопросторових даних 


 


Для даної класифікації було розраховано кількість пікселів кожного класу: 


‘штучні поверхні’ – 73119 пікселів, ‘ліси’ -  1718360, ‘луки’ – 689076 , ‘інші землі’ – 


126696, ‘водні об’єкти’ – 562772, ‘болота’ – 379313.  


 


4.1.3.4. Валідація отриманих класифікацій 


Для вибору верифікаційних точок використано багатошаровий стратифікований 


метод вибірки (Popov, 2007). Було визначено кількість точок для класу, до якого було 


віднесено найменше пікселів після проведення класифікування. Така кількість 


становить 10 пікселів. Далі, підібравши пропорційно кількість верифікаційних точок для 


кожного класу, було відібрано 429 точок для класифікації, яка отримана до оптимізації 


куба геопросторових даних, та 583 точок для тієї, що отримана після оптимізації куба 


геопросторових даних. 
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Після цього, отримані точки були співставленні з отриманими класифікаціями. В 


якості основного джерела довідкових даних для верифікації були використані 


супутникові зображення високої просторової розрізненості (QuickBird), доступні в 


Google Earth TM за 2018 рік.  


За результатами проведеного завірювання для обох класифікацій було побудовано 


матриці помилок, які дозволяють визначити такі характеристики, як загальна точність 


(OA), капа-індекс, точність виробника (PA) і точність користувача (UA). 


В табл. 4.2 представлено матрицю помилок для класифікації, яка отримана з 


використанням початкового набору навчальної вибірки. 


Для класу “штучні поверхні” точність користувача становить 70%, а точність 


виробника – 78%. Для класу “ліси” точність користувача становить 98%, а точність 


виробника – 94%. Для класу “луки” точність користувача становить 78%, а точність 


виробника –89%. Для класу “інші землі” точність користувача становить 95%, а точність 


виробника – 64%. Для класу “водні об’єкти” точність користувача та точність виробника 


рівні - 100%. Для класу “болота” точність користувача становить 65%, а точність 


виробника – 90%. Загальна точність класифікації, що отримана з використанням 


початкового набору навчальної вибірки, становить 91%. Значення капа-індексу 


становить 87%. 


 


 


 


 


 


 


 


 


Таблиця 4.2 
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Матриця помилок для класифікації, яка отримана до оптимізації куба 


геопросторових даних 


 Дійсні дані  


Р
ез


у
л
ьт


ат
  


к
л
ас


и
ф


ік
у


в
ан


н
я
 


 1 2 3 4 5 6 Точність 


користувача 


1. Штучні поверхні 7 0 0 3 0 0 0,7 


2. Ліси 0 235 0 4 0 0 0,98 


3. Луки 0 11 49 0 0 3 0,78 


4. Інші землі 1 0 0 18 0 0 0,95 


5. Водні об’єкти 0 0 0 0 55 0 1 


6. Болота 1 5 6 3 0 28 0,65 


 Точність 


виробника 0,78 0,94 0,89 0,64 1 0,9 


 


 


Аналогічну матрицю помилок (табл. 4.3) було побудовано для класифікації, яка 


отримана з використанням оптимізованого набору навчальної вибірки  


Таблиця 4.3 


Матриця помилок для класифікації, яка отримана після оптимізації куба 


геопросторових даних 


 Дійсні дані  


Р
ез


у
л
ьт


ат
  


к
л
ас


и
ф


ік
у


в
ан


н
я
 


 1 2 3 4 5 6 Точність 


користувача 


1. Штучні поверхні 4 0 0 5 0 1 0,4 


2. Ліси 1 312 3 0 0 1 0,98 


3. Луки 1 11 89 0 0 4 0,85 


4. Інші землі 0 0 2 15 0 2 0,79 


5. Водні об’єкти 0 0 0 0 76 0 1 


6. Болота 0 0 9 2 0 45 0,80 


 Точність 


виробника 0,67 0,97 0,86 0,68 1 0,85 
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Аналогічні до попередньої матриці помилок показники можна встановити і для 


отриманої матриці помилок. Для класу “штучні поверхні” точність користувача 


становить 40%, а точність виробника – 67%. Для класу “ліси” точність користувача 


становить 98%, а точність виробника – 97%. Для класу “луки” точність користувача 


становить 85%, а точність виробника – 86%. Для класу “інші землі” точність користувача 


становить 79%, а точність виробника – 68%. Для класу “водні об’єкти” точність 


користувача та точність виробника мають однакові значення - 100%. Для класу “болота” 


точність користувача становить 80%, а точність виробника – 85%. Загальна точність 


класифікації, що отримана з оптимізованого набору навчальної вибірки, становить 93%. 


Значення капа-індексу становить 89%. 


4.1.3.5. Аналіз отриманих результатів 


Порівняння отриманих класифікацій здійснюється за показниками, 


розрахованими за матрицями помилок.  


Якщо виконувати порівняння не в цілому, а окремо для кожного з класів, тоді 


доречно використати значення точності користувача та точності виробника. Згідно з 


розрахованими матрицями помилок, клас “штучні поверхні” після оптимізації куба 


геопросторових даних має зниження на 30% значення точності користувача, а саме з 


70% до 40%. У той же час точність виробника знизилася на 11% - з 78% до 67%. У класі 


“ліси” значення точності користувача залишилося незмінним – 98%, а точність 


виробника підвищилася на 3% - з 94% до 97%. Клас “луки” демонструє зростання на 7% 


точності користувача (з 78% до 85%), але точність виробника впала на 3% (з 89% до 


86%). Клас “інші землі” –зниження точності користувача на 16% та зростання точності 


виробника на 4% (з 95% до 79% та з 64% до 68% відповідно). Значення точності 


користувача та точності виробника класу ”водні об’єкти”  залишилися незмінними 


(100%). Точність користувача класу “болота” зросла на 15% (з 65 % до 80%), а точність 


виробника впала на 5% (з 90% до 85%). 
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Враховуючи, що тематичною задачею є класифікація боліт, то саме на цьому класі 


треба акцентувати увагу. Тому, окрім розглянутих показників, наведено порівняння двох 


фрагментів отриманих класифікацій.  


Одна з проблем, яка виникла при класифікації, це віднесення пікселів, які за 


завірковими даними є класами “водні об’єкти” та “болота”, до класів “штучні поверхні” 


та “інші землі”. Це відображено на фрагменті класифікацій на прикладі прибережної 


зони (рис. 4.7). Проте, після оптимізації куба геопросторових даних зазначена проблема 


класифікації зникає. 


 


Рис. 4.7. Фрагменти класифікації до оптимізації куба геопросторових даних (а) та 


класифікації після оптимізації куба геопросторових даних (б) 


 


Також, під час класифікації, болота  розташовані неподалік прибережної зони, 


помилково відносилися до класів “ліси” та “луки”. Дана проблема продемонстрована на 


рис. 4.8. Як помітно, після проведення оптимізації куба геопросторових даних цю 


проблемо вдалося вирішити, так як пікселі, що представляють болота, більше не 


класифікувалися неправильно як класи “ліси” та “луки” в наведеному фрагменті. 
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Рис. 4.8. Фрагменти класифікації до оптимізації куба геопросторових даних (а) та 


класифікації після оптимізації куба геопросторових даних (б) 


 


Проте, для порівняння точності класифікації в цілому, а не за окремими класами, 


використовуються значення загальної точності класифікації та капа-індексу. Після 


оптимізації куба геопросторових даних кожен з зазначених показників має приріст 2% -  


загальна точність зросла з 91% до 93%, а капа-індекс – з 87% до 89.  


Виходячи з вищенаведеного, однозначно не можна говорити про суттєве 


підвищення достовірності класифікування, якщо розглядати окремо показники точності 


користувача та точності виробника. Проте, було наведено фрагменти класифікацій, де 


показано локальні покращення класу “болота”, який є основним згідно з визначеною 


тематичною задачею. Якщо розглядати класифікацію в цілому, то класифікація після 


оптимізації куба геопросторових даних має підвищення точності згідно з показниками 


загальної точності та капа-індексу. 
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4.1.4. Експериментальне дослідження ефективності застосування способу 


кластеризації навчальної вибірки до задачі класифікування боліт 


4.1.4.1. Вхідні дані 


При застосуванні способу кластеризації навчальної вибірки до задачі 


класифікування боліт було використано один багатоспектральний знімок Sentinel-2 за 1 


червня 2018 року (рис. 4.9).  


 


Рис. 4.9. Фрагмент супутникового знімка Sentinel-2 на територію дослідження за 1 


червня 2018 р. Комбінація каналів - R:В11, G:B8, B:B4 – псевдо-натуральні кольори 


 


Аналогічно до попереднього експерименту, під час атмосферної корекції було 


відкинуто три канали (B1, B9 і B10), які враховують вплив аерозолів і водяної пари на 


відбивну здатність. Потім всі канали було приведено до однієї просторової 


розрізненості, а саме – 10 м. Розміри знімка змінено так, щоб він знаходився в межах 


території дослідження. Таким чином, розміри знімка склали 2284 x 1554 пікселів. 


Враховуючи, що було залучено лише один знімок з 10 спектральними каналами, можна 


визначити вхідні дані для цього експерименту як куб геопросторових даних, що має 


розмір 10 х 2284 x 1554. 


Набір навчальної вибірки формувався з еталонних ділянок, кожна з яких 


знаходиться на території Шацького полігону та відмічена GPS координатами. Отже, для 
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кожного з класів відібрано певну кількість точок в межах еталонних ділянок, а саме: для 


класу штучні поверхні - 370 точок, луки – 544, ліси – 611, болота- 438, водні об’єкти – 


403 та інші землі – 313. В кожній з цих точок було отримано сигнатури відповідного 


класу. Дані сигнатури визначені в кожному з 10 каналів отриманого куба 


геопросторових даних.  


4.1.4.2. Застосування способу кластеризації навчальної вибірки  


Для підвищення розділимості отриманого набору навчальної вибірки до нього 


було застосовано спосіб кластеризації навчальної вибірки, алгоритм якого описано в п. 


3.2. Даний спосіб полягає в виборі оптимального набору навчальної вибірки, яким 


вважатиметься той, що матиме найвище значення розділимості серед інших розглянутих 


наборів. Методом кластеризації навчальної вибірки обрано метод формування 


навчальної вибірки з кластерів початкових класів, алгоритм якого описано в п. 2.2.1. Для 


кластеризації навчальної вибірки застосовано метод неконтрольованого класифікування 


К-Середніх. Для оцінювання розділимості застосовано метод, який описано в п. 2.3.  


Аналогічно до попереднього експерименту як критерій розділимості навчальної 


вибірки обрано загальний індекс розділимості на основі загальної точності 


класифікації, алгоритм розрахунку якого описаний в п. 2.3.3.2. Методом 


контрольованого класифікування також обрано відстань Махаланобіса. Для розрахунку 


індексу розділимості обрано стандартну матрицю помилок.  


Спочатку було проведено оцінювання розділимості початкового набору 


навчальної вибірки. Значення індексу розділимості на основі загальної точності 


класифікації – 0.9212, виявлено 211 неправильно класифікованих сигнатур. 


Далі, згідно з алгоритмом способу кластеризації навчальної вибірки було 


проведено ітеративну процедуру пошуку оптимального набору навчальної вибірки, при 


якому значення індексу розділимості є найвищим серед розглянутих. Отриманий 


оптимальний набір навчальної вибірки мав значення загального індексу розділимості на 


основі загальної точності класифікації 0.9903, що на 0.0691 вище ніж до кластеризації 
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навчальної вибірки. При цьому, 26 сигнатур були класифіковані неправильно, що на 185 


менше, ніж до кластеризації навчальної вибірки. Встановлено оптимальну кількість 


кластерів для класів штучні поверхні, ліси, луки, інші землі, водні об’єкти та болота, а 


саме: 10, 3, 1, 4, 4 та 6 відповідно. 


4.1.4.3. Проведення класифікувань 


Для оцінки ефективності методики було проведено два класифікування. Перше - з 


початковими набором навчальної вибірки, друге – з кластеризованим (оптимальним) 


набором навчальної вибіркою. Обидва класифікування виконані з використанням 


контрольованого методу відстань Махаланобіса. Також, вони мали однакові класи: 


штучні поверхні, луки, ліси, болота, водні об’єкти та інші землі. Результат 


класифікування, яке проводилося з використанням початкового набору навчальної 


вибірки, представлений на рис.4.10. 


 


 


Рис. 4.10. Класифікація з початковим набором навчальної вибірки з відповідною 


легендою класів 
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За даними отриманої класифікації для кожного класу розраховано кількість 


пікселів, що були до нього віднесені. Клас ‘штучні поверхні’ – 44048 пікселів, ‘ліси’ -  


1789204, ‘луки’ – 477309, ‘інші землі’ – 107992, ‘водні об’єкти’ – 580466, ‘болота’ – 


550317.  


Аналогічно було проведено класифікування з використанням набору навчальної 


вибірки, який був отриманий після кластеризації. Отриманий результат зображено на 


рис. 4.11 


 


 


Рис. 4.11. Класифікація з кластеризованим набором навчальної вибірки з відповідною 


легендою класів 


 


Для даної класифікації було розраховано кількість пікселів кожного класу: 


‘штучні поверхні’ – 89905 пікселів, ‘ліси’ -  1832402, ‘луки’ – 347318, ‘інші землі’ – 


106647, ‘водні об’єкти’ – 563993, ‘болота’ – 609071.  
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4.1.4.4. Валідація отриманих класифікацій 


Для вибору верифікаційних точок використано багатошаровий стратифікований 


метод вибірки, як і в попередньому експерименті. Таким чином, для кожної класифікації 


було відібрано 355 верифікаційних точок, що становить 0,01% від загальної кількості 


пікселів карти класифікації. 


Далі отримані точки були співставленні з даними класифікації. В якості основного 


джерела довідкових даних для верифікації були використані супутникові зображення 


високої просторової роздільної здатності (QuickBird), доступні в Google Earth TM за 


2018 рік.  


За результатами проведеного завірювання для обох класифікацій було побудовано 


матриці помилок, які дозволяють визначити такі характеристики, як загальна точність 


(OA), каппа-індекс, точність виробника (PA) і точність користувача (UA). 


В табл. 4.4 представлено матрицю помилок для класифікації, яка отримана з 


використанням початкового набору навчальної вибірки. 


Згідно з отриманою матрицею помилок, можна встановити точність користувача, 


точність виробника для кожного з класів, а також – загальну точність класифікації та 


капа-індекс. Для класу “штучні поверхні” точність користувача становить 50%, а 


точність виробника – 22%. Для класу “ліси” точність користувача становить 89%, а 


точність виробника – 83%. Для класу “луки” точність користувача становить 63%, а 


точність виробника –71%. Для класу “інші землі” точність користувача становить 91%, 


а точність виробника – 40%. Для класу “водні об’єкти” точність користувача становить 


97%, а точність виробника – 100%. Для класу “болота” точність користувача становить 


29%, а точність виробника – 52%. Загальна точність класифікації, що отримана з 


використанням початкового набору навчальної вибірки, становить 77%. Значення капа-


індексу становить 66%. 


Аналогічну матрицю помилок (табл. 4.5) було побудовано для класифікації, яка 


отримана з використанням кластеризованого набору навчальної вибірки. 







133 


 


Таблиця 4.4 


Матриця помилок для класифікації, яка отримана з використанням початкового 


набору навчальної вибірки 


 Дійсні дані  


Р
ез


у
л
ьт


ат
  


к
л
ас


и
ф


ік
у


в
ан


н
я
 


 1 2 3 4 5 6 Точність 


користувача 


1. Штучні  


поверхні 
2 0 0 2 0 0 


0,5 


2. Ліси 3 160 3 6 0 7 0,89 


3. Луки 2 8 30 2 0 6 0,63 


4. Інші землі 1 0 0 10 0 0 0,91 


5. Водні об’єкти 0 0 0 0 56 2 0,97 


6. Болота 1 24 9 5 0 16 0,29 


 Точність 


виробника 
0,22 0,83 0,71 0,04 1 0,52 


 


 


Таблиця 4.5 


Матриця помилок для класифікації, яка отримана з використанням 


кластеризованого набору навчальної вибірки. 


 Дійсні дані  


Р
ез


у
л
ьт


ат
  


к
л
ас


и
ф


ік
у


в
ан


н
я
 


 1 2 3 4 5 6 Точність 


користувача 


1. Штучні поверхні 6 0 0 3 0 0 0,67 


2. Ліси 1 168 6 6 0 2 0,92 


3. Луки 0 6 23 6 0 0 0,66 


4. Інші землі 0 0 0 11 0 0 1 


5. Водні об’єкти 0 0 0 0 55 1 0,98 


6. Болота 2 18 8 9 0 24 0,39 


 Точність 


виробника 
0,67 0,88 0,62 0,31 1 0,89 
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Аналогічні до попередньої матриці помилок показники можна встановити і для 


отриманої матриці помилок. Для класу “штучні поверхні” точність користувача 


становить 67%, а точність виробника – 67%. Для класу “ліси” точність користувача 


становить 92%, а точність виробника – 88%. Для класу “луки” точність користувача 


становить 66%, а точність виробника – 62%. Для класу “інші землі” точність користувача 


становить 100%, а точність виробника – 31%. Для класу “водні об’єкти” точність 


користувача становить 98%, а точність виробника – 100%. Для класу “болота” точність 


користувача становить 39%, а точність виробника – 89%. Загальна точність класифікації, 


що отримана з використанням кластеризованого набору навчальної вибірки, становить 


81%. Значення капа-індексу становить 71%. 


4.1.4.5. Аналіз отриманих результатів 


Порівняння отриманих класифікацій здійснюється за показниками, 


розрахованими за матрицями помилок.  


Якщо виконувати порівняння не в цілому, а окремо для кожного з класів, тоді 


використовуються значення точності користувача та точності виробника. Згідно з 


розрахованими матрицями помилок, клас “штучні поверхні”  має приріст після 


кластеризації на 17% значення точності користувача, а саме з 50% до 67%. Тоді як 


точність виробника підвищилася на 55% - з 22% до 67%. Щодо класу “ліси”: приріст 3% 


значення точності користувача, а саме з 89% до 92%, також є приріст точності виробника 


на 5%. Клас “луки” демонструє приріст на 3% точності користувача (з 63% до 66%), але 


в той же час точність виробника впала на 9% (з 71% до 62%). Клас “інші землі ” – приріст 


точності користувача на 9% та падіння точності виробника також на 9% (з 91% до 100% 


та з 71% до 62% відповідно). Точність користувача класу ”водні об’єкти”  зросла на 1% 


(з 97% до 98%), а точність виробника залишилася незмінною (100%). Точність 


користувача класу “болота” зросла на 10% (з 29% до 39%), а точність виробника зросла 


на 37% (з 52% до 89%). 
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Таким чином, всі класи мають приріст точності, окрім класів “луки” та “інші 


землі”, які мають зниження 9% точності виробника, але їхня точність користувача була 


підвищена. Найбільший приріст точності виробника відбувся в класах “штучні 


поверхні” та “болота” – на 55% та 37% відповідно - що є значним покращенням. 


Враховуючи, що тематичною задачею є класифікація боліт, то саме на цьому класі треба 


акцентувати увагу. Тому, окрім розглянутих показників, наведено порівняння 


фрагментів двох класифікацій ( рис. 4.12). На цих фрагментах чорним прямокутником 


виділено ділянку, де за завірковими даними знаходиться ліс, але до кластеризації 


переважна частина цієї ділянки була помилково класифікована як болота. Після 


кластеризації навчальної вибірки дана проблема частково усунена.  


 


Рис. 4.12. Фрагменти класифікації з початковою навчальною вибіркою (а) та 


класифікації з кластеризованою навчальною вибіркою (б) 


 


Проте, для порівняння точності класифікації в цілому, а не за окремими класами, 


використовуються значення загальної точності класифікації та капа-індексу. За 


показником загальної точності можна відмітити, що класифікація, яка отримана за 


допомогою кластеризованого набору навчальної вибірки, відносно класифікації, яка 


отримана за допомогою початкового набору навчальної вибірки, має приріст на 4% ( з 
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77% до 81%). Порівнюючи класифікації за капа-індексом, можна відмітити приріст на 


5% (з 66% до 71%). 


Отже, виходячи з вищенаведеного можна зробити висновок, що після проведення 


кластеризації навчальної вибірки достовірність класифікації зросла як в окремих класах 


( в першу чергу, болота), так і в цілому згідно з порівнянням значень загальної точності 


класифікацій та капа-індексу. 


4.2. Застосування розробленої методики до задачі розпізнавання мін 


Даний експеримент полягає в застосуванні способу кластеризації навчальної 


вибірки до задачі розпізнавання мін. При кластеризації навчальної вибірки обрано 


метод формування навчальної вибірки з центрів кластерів початкових класів. 


Дослідження проводилося на спеціально підготовленому полігоні. Для виконання 


експерименту використані дані багатоспектральної зйомки, що отримані з легкого 


квадрокоптера DJI Phantom 4 Multispectral.  


Алгоритм виконання аналогічного експерименту детально описано в (Popov et al., 


2022). Було проведено бінарне класифікування, де об’єктом були міни, а фоном - 


розріджена та пригнічена рослинність, під якою відсутні міни. При кластеризації 


навчальної вибірки використано метод неконтрольованого класифікування К-середніх. 


Власне розпізнавання мін проводилося з застосуванням методу контрольованого 


класифікування - логістична регресія. При цьому, використано метод рухомого 


середнього. Це зумовлено тим, що приблизний розмір об’єктів був відомий заздалегідь.  


Як і в попередньому експерименті, для встановлення ефективності розробленої 


методики проведено та порівняно між собою дві класифікації – до та після застосування 


розробленої методики.  


4.2.1. Територія дослідження 


Для експериментального застосування способу кластеризації навчальної вибірки 


до задачі розпізнавання мін використовувався спеціально підготовлений полігон. Дана 
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територія являє собою поле, на якому присутня розріджена та пригнічена рослинність. 


Також, на цьому полігоні були встановлені міни – деякі з них знаходились на поверхні 


землі, а деякі – заглиблені в ґрунт. Описаний полігон представлено на рис. 4.13.  


 


Рис. 4.13. Тестовий полігон 


 


Перед проведенням зйомки було встановлено погодні умови. Температура повітря 


становила 15 градусів Цельсія, відносна вологість - 61%, а швидкість вітру - 8 м/с. Час 


зйомки – 2 червня 2021 року о 13-00. 


4.2.2. Тематичні класи 


Експеримент з розпізнавання мін із застосуванням способу кластеризації 


навчальної вибірки передбачає проведення бінарного класифікування. Таким чином 


визначено два класи: об’єкт та фон. Об’єктом є міни, деякі з яких встановлені на 


поверхні землі, а деякі - заглиблені в ґрунт. Серед використаних мін: протипіхотні –


МОН-50, МОН-90, МОН-100, МОН-200; протитанкові – ТМ-62М, ТМ-62П. Фоном є 


розріджена та пригнічена рослинність, під якою відсутні міни. 
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На рис. 4.14 всередині червоного кола знаходяться міни, а все, що зовні цих кіл, – 


це пікселі, що належать до класу “фон”. 


 


Рис. 4.14. Розташування мін на тестовому полігоні 


4.2.3. Вхідні дані 


При застосуванні способу кластеризації навчальної вибірки до задачі 


розпізнавання мін були використані дані багатоспектральної зйомки, що отримані з 


легкого квадрокоптера DJI Phantom 4 Multispectral. Кожен отриманий знімок містить 5 


спектральних каналів: Blue (довжина хвилі - 450±16 нм), Green (560±16 нм), Red (650±16 


нм), Red Edge (730±16 нм) та NIR (840±26 нм). Просторова розрізненість кожного з них 


становить H/18,9 см, де H – висота польоту в сантиметрах.  


Після проведення зйомки території дослідження до отриманих даних необхідно 


застосувати процедуру калібрування. Дана процедура полягає в застосуванні до кожного 


пікселя отриманих каналів наступних арифметичних операцій: 


 


𝑥𝑖𝑗
′ =


𝑥𝑖𝑗−𝐵𝑙𝑎𝑐𝑘𝐶𝑢𝑟𝑟𝑒𝑛𝑡


𝐶𝑜𝑟𝑟𝑒𝑐𝑡𝑖𝑜𝑛
∗


𝑆𝑒𝑛𝑠𝑜𝑟𝐺𝑎𝑖𝑛∗𝑆𝑒𝑛𝑠𝑜𝑟𝐺𝑎𝑖𝑛𝐴𝑑𝑗𝑢𝑠𝑡𝑚𝑒𝑛𝑡


𝐸𝑥𝑝𝑜𝑠𝑢𝑟𝑒𝑇𝑖𝑚𝑒 ∗ 𝐼𝑟𝑟𝑎𝑑𝑖𝑎𝑛𝑐𝑒
, 
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де 𝑥𝑖𝑗- початкове значення j-го пікселя i-го каналу, 𝑥𝑖𝑗
′ - значення j-го пікселя i-го каналу 


після калібрування, BlackCurrent – нормалізований рівень чорного , Correction – 


коефіцієнт нормалізації, SensorGain – коефіцієнт підсилення сенсора, 


SensorGainAdjustment – коефіцієнт регулювання підсилення сенсора , ExposureTime – час 


експозиції , Irradiance – коефіцієнт енергетичної освітленності. 


Значення змінних BlackCurrent, Correction, SensorGain, SensorGainAdjustment, 


ExposureTime  та Irradiance  зберігаються в метаданих, що містяться в файлі зображення 


кожного каналу. Змінні BlackCurrent і Correction є сталими та мають значення 4096 та 


65535 відповідно. Інші змінні мають різні значення для кожного з каналів. 


Далі змінюються розміри каліброваних каналів, щоб вони охоплювали лише 


територію дослідження та мали однаковий розмір. Таким чином, розміри знімку склали 


1076 x 653 пікселів. Після цього формується куб геопросторових даних з отриманих 


каналів, які є просторово-регуляризованими. Враховуючи, що вхідний знімок має 5 


каналів, то розмір вхідного куба геопросторових даних – 5 х 1076 x 653. 


Формування набору навчальної вибірки виконується з еталонних точок, кожна з 


яких знаходиться на території полігону та відмічена GPS координатами. Для класу 


“об’єкт” відібрано 215 точок, а для класу “фон” – 416. В кожній з цих точок було 


отримано сигнатури відповідного класу, які містять значення в кожному з 5 каналів 


вхідного куба геопросторових даних.  


4.2.4. Застосування способу кластеризації навчальної вибірки 


При проведенні експерименту з розпізнавання мін застосовано спосіб 


кластеризації навчальної вибірки, алгоритм якого описано в п. 3.2. Власне для самої 


кластеризації обрано метод формування навчальної вибірки з центрів кластерів 


початкових класів, алгоритм якого описаний в п. 2.2.2. Такий вибір зумовлений тим, що 


при застосуванні даного методу кількість класів не змінюється, що дозволяє виконувати 


бінарне класифікування. Методом неконтрольованого класифікування для кластеризації 


навчальної вибірки обрано метод К-Середніх. 







140 


 


Далі необхідно обрати критерій розділимості навчальної вибірки. Як і для 


попередніх експериментів, критерієм обрано загальний індекс розділимості на основі 


загальної точності класифікації, алгоритм розрахунку якого наведено в п. 2.3.3.2. 


Методом контрольованого класифікування обрано логістичну регресію, яка буде 


використана як для оцінювання розділимості навчальної вибірки, так і для подальшого 


класифікування в рамках даного експерименту. Для виконання етапу оцінювання 


розділимості, на якому відбувається побудова матриці помилок для оцінки точності 


класифікації, обрано модифіковану  матрицю помилок з використанням розподілу 


ймовірностей.  


Таким чином, спочатку проведено оцінювання розділимості початкового набору 


навчальної вибірки. Отримане значення індексу розділимості початкового набору 


навчальної вибірки – 0.79.  


Далі згідно з алгоритмом способу кластеризації навчальної вибірки було 


проведено ітеративну процедуру пошуку набору кластерів, при якому значення індексу 


розділимості буде найвищим серед розглянутих. Виявлено, що оптимальна кількість 


кластерів - 176 та 5 для класів фон та міни відповідно. Саме при цій комбінації кластерів 


досягається найвище значення індексу розділимості навчальної вибірки серед усіх 


розглянутих варіантів. Такий набір навчальної вибірки має значення індексу 


розділимості – 0.91. Таким чином, значення індексу розділимості підвищилося на 0.12 


відносно початкового набору навчальної вибірки. 


4.2.5. Проведення класифікувань 


Для порівняння наборів навчальної вибірки до та після кластеризації було 


проведено відповідні процедури класифікування з використанням методу логістичної 


регресії. Також, вони мали однакові класи: об’єкт (міни) та фон. Результат 


класифікування з використанням початкового набору навчальної вибірки представлено 


на рис.4.15. 
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Рис. 4.15. Класифікація з початковим набором навчальної вибірки 


 


В кожному пікселі отриманої класифікації (рис. 4.3) є значення ймовірності його 


приналежності до класу “міни”. Таким чином, чим світлішим є колір пікселя, тим вище 


ймовірність його приналежності до класу “міни”. 


Аналогічно було проведено класифікування з використанням набору навчальної 


вибірки, який був отриманий після кластеризації. Отриманий результат зображено на 


рис. 4.16. 


 


Рис. 4.16. Класифікація з кластеризованим набором навчальної вибірки 
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Враховуючи, що форма та приблизний розмір об’єкта заздалегідь відомі, то для 


збільшення контрасту між фоном та об’єктами доцільним є проведення фільтрації 


методом рухомого середнього (Piwowar & LeDrew, 2002). Дана процедура проводиться 


для усереднення значень всередині групи пікселів, які, в даному випадку, обмежені 


колом, радіус якого становить 10 пікселів - що зумовлено приблизним розміром мін.  


Таким чином, після застосування фільтрації методом рухомого середнього до 


класифікації з початковим набором навчальної вибірки було отримано класифікацію, яка 


зображена на рис. 4.17. 


 


Рис. 4.17. Класифікація з початковим набором навчальної вибірки після застосування 


фільтрації методом рухомого середнього 


 


Аналогічно було застосовано рухоме середнє до класифікації, яка була отримана з 


використанням кластеризованого набору навчальної вибірки. Дана класифікація 


зображена на рис. 4.18. 
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Рис. 4.18. Класифікація з початковим набором навчальної вибірки після застосування 


фільтрації методом рухомого середнього 


 


4.2.6. Порівняння отриманих класифікацій 


Для порівняння отриманих класифікацій було створено завіркову карту 


класифікації (рис. 4.19), в якій кожному пікселі було присвоєно значення ймовірності 1 


або 0, якщо піксель належить до класу “міни” чи класу “фон” відповідно. 


 


Рис. 4.19. Завіркова карта класифікації 
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Далі було оцінено кореляцію завіркової карти класифікації окремо з 


класифікацією, що отримана з початковим набором навчальної вибірки, та 


класифікацією, що отримана з кластеризованим набором навчальної вибірки. Для оцінки 


кореляції було розраховано значення коефіцієнту кореляції Пірсона (Pearson’s 


Correlation Coefficient, 2008). Даний коефіцієнт розраховується за наступною формулою: 


 


𝑟𝑥𝑦 =
∑ ((𝑥𝑖−�̅�)×(𝑦𝑖−�̅�))𝑁


𝑖=1


√∑ (𝑥𝑖−�̅�)2𝑁
𝑖=1 ×∑ (𝑦𝑖−�̅�)2𝑁


𝑖=1


 , 


 


де 𝑥𝑖 — значення i -го пікселя отриманої карти класифікації, �̅�-середнє арифметичне 


значення всіх пікселів отриманої карти класифікації, 𝑦𝑖  — значення i -го пікселя 


завіркової карти класифікації, �̅� – середнє арифметичне значення всіх пікселів завіркової 


карти класифікаціїї. 


Значення коефіцієнту кореляції Пірсона для завіркової карти класифікації та 


класифікації з початковим набором навчальної вибірки становить 0.54. 


Аналогічно розраховано значення коефіцієнту кореляції Пірсона для завіркової 


карти класифікації та класифікації з кластеризованим набором навчальної вибірки. Дане 


значення становить 0.82. 


Отже, можна зробити висновок, що після проведення кластеризації навчальної 


вибірки достовірність класифікації зросла, що відображає підвищення коефіцієнту 


кореляції Пірсона відносно завіркової карти класифікації на 0.18 (з 0.54 до 0.82). 


4.3. Застосування розробленої методики до задачі класифікування загальних 


типів земного покриву 


В даному експерименті розглянуто задачу класифікування земних покривів, де 


територією дослідження було обрано тестову ділянку в Івано-Франківській області. 


Результати даного експерименту були опубліковані в (Andreiev, 2020). При застосуванні 


методики було використано спосіб кластеризації навчальної вибірки. Аналогічно до 
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попередніх експериментів, було проведено класифікування з початковим набором даних 


та набором даних після застосування розробленої методики.  


При проведенні даного експерименту було обрано 6 тематичних класів: штучні 


поверхні, сільськогосподарські угіддя, луки, ліси, водні об’єкти та інші землі. 


Вхідними даними для формування куба геопросторових даних були використані 7 


спектральних каналів одного супутникового знімка Landsat-OLI8 (Landsat8, 2013), дата 


знімання якого 9 серпня 2018 року (рис. 4.20). Також, були розраховані та долучені до 


куба три спектральних індекси (NDVI, NDBI та BUI) та растровий шар, який містить 


значення похилу поверхні. Таким чином, розмір куба геопросторових даних, який 


охоплює територію дослідження, склав 11 х 619 x 445. 


 


Рис. 4.20. Фрагмент супутникового знімка Landsat-OLI8 на територію дослідження за 9 


серпня 2018р. Комбінація каналів - R:В4, G:B3, B:B3 – натуральні кольори 


 


Для підвищення розділимості отриманого набору навчальної вибірки до нього 


застосовується спосіб кластеризації навчальної вибірки, алгоритм якого описано в п. 3.2. 


Методом кластеризації навчальної вибірки використано метод формування навчальної 
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вибірки з кластерів початкових класів, алгоритм якого описано в п. 2.2.1. Для 


кластеризації навчальної вибірки застосовано метод неконтрольованого класифікування 


К-Середніх. Для оцінювання розділимості застосовано метод, який описано в п. 2.3.  


Аналогічно до попереднього експерименту, що описаний в п. 4.1.4, як критерій 


розділимості навчальної вибірки обрано загальний індекс розділимості на основі 


загальної точності класифікації, алгоритм розрахунку якого описаний в п. 2.3.3.2. 


Методом контрольованого класифікування також обрано відстань Махаланобіса. Для 


розрахунку індексу розділимості обрано стандартну матрицю помилок.  


Спочатку було проведено оцінювання розділимості початкового набору 


навчальної вибірки. Значення індексу розділимості на основі загальної точності 


класифікації дорівнює 0.9084. 


Далі, згідно з алгоритмом способу кластеризації навчальної вибірки було 


проведено ітеративну процедуру пошуку оптимального набору навчальної вибірки, при 


якому значення індексу розділимості є найвищим серед розглянутих. Отриманий 


оптимальний набір навчальної вибірки мав значення загального індексу розділимості на 


основі загальної точності класифікації 0.9445, що на 0.0361 вище ніж до кластеризації 


навчальної вибірки. Встановлено оптимальну кількість кластерів для класів штучні 


поверхні, сільськогосподарські угіддя, луки, ліси, водні об’єкти та інші землі, а саме: 2, 


5, 4, 2, 1 та 2 відповідно 


Для оцінки ефективності методики було проведено два класифікування. Перше - з 


початковими набором навчальної вибірки, друге – з кластеризованим (оптимізованим) 


набором навчальної вибіркою. Обидва класифікування виконані з використанням 


контрольованого методу максимальної правдоподібності. Також, вони мали однакові 


класи, які описані вище. Результат класифікування, яке проводилося з використанням 


початкового набору навчальної вибірки, представлений на рис.4.21. 
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Рис. 4.21. Класифікація з початковим набором навчальної вибірки з відповідною 


легендою класів 


 


За даними отриманої класифікації для кожного класу розраховано кількість 


пікселів, що були до нього віднесені. Клас “штучні поверхні” – 8621 піксель, 


“сільськогосподарські угіддя” - 124593, “луки” - 67839, “ліси” - 42908, “водні об’єкти” - 


18122 та “інші землі”- 13372. 


Аналогічно було проведено класифікування з використанням набору навчальної 


вибірки, який був отриманий після кластеризації. Отриманий результат зображено на 


рис. 4.22. 


 







148 


 


 


 


Рис. 4.22. Класифікація з кластеризованим набором навчальної вибірки з відповідною 


легендою класів 


 


Для даної класифікації було розраховано кількість пікселів кожного класу: 


“штучні поверхні” – 12268 пікселів, “сільськогосподарські угіддя” - 185350, “луки” - 


22899, “ліси” - 36400, “водні об’єкти” - 18242 та “інші землі”- 296. 


Аналогічно до проведених експериментів, що описані в п. 4.1, для вибору 


верифікаційних точок використано багатошаровий стратифікований метод вибірки. Для 


кожного класу кількість верифікаційних точок становила 10.  


Після цього, отримані точки були співставленні з отриманими класифікаціями. В 


якості основного джерела довідкових даних для верифікації були використані 


супутникові зображення високої просторової розрізненості (QuickBird), доступні в 


Google Earth TM за 2018 рік.  
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За результатами проведеного завірювання для обох класифікацій було побудовано 


матриці помилок, які дозволяють визначити такі характеристики, як загальна точність 


(OA), капа-індекс, точність виробника (PA) і точність користувача (UA). 


В табл. 4.6 представлено матрицю помилок для класифікації, яка отримана з 


використанням початкового набору навчальної вибірки. 


Таблиця 4.6 


Матриця помилок для класифікації, яка отримана з використанням початкового 


набору навчальної вибірки 


 Дійсні дані  


Р
ез


у
л
ьт


ат
  


к
л
ас


и
ф


ік
у


в
ан


н
я
 


 1 2 3 4 5 6 Точність 


користувача 


1. Штучні 


поверхні 6 0 0 0 0 0 1 


2. Ліси 2 7 2 0 0 10 0.33 


3. Луки 1 2 7 2 0 0 0.58 


4. С/г угіддя 0 1 1 8 0 0 0.8 


5. Водні об’єкти 0 0 0 0 10 0 1 


6. Інші землі 1 0 0 0 0 0 0 


 Точність 


виробника 0.60 0.70 0.70 0.80 1 0 


 


 


Загальна точність класифікації, що отримана з використанням початкового набору 


навчальної вибірки, становить 63%. Значення капа-індексу становить 60%. 


Аналогічну матрицю помилок було побудовано для класифікації, яка отримана з 


використанням кластеризованого набору навчальної вибірки. Дана матриця помилок 


відображена в табл. 4.7. 
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Таблиця 4.7 


Матриця помилок для класифікації, яка отримана з використанням 


кластеризованого набору навчальної вибірки 


 Дійсні дані  


Р
ез


у
л
ьт


ат
  


к
л
ас


и
ф


ік
у


в
ан


н
я
 


 1 2 3 4 5 6 Точність 


користувача 


1. Штучні 


поверхні 7 0 0 0 0 1 0.88 


2. Ліси 1 8 0 0 0 1 0.8 


3. Луки 0 2 9 2 0 0 0.69 


4. С/г угіддя 0 0 1 8 0 0 0.89 


5. Водні об’єкти 0 0 0 0 10 0 1 


6. Інші землі 2 0 0 0 0 8 0.80 


 Точність 


виробника 0.70 0.80 0.90 0.80 1 0.80 


 


 


Загальна точність класифікації, що отримана з використанням кластеризованого 


набору навчальної вибірки, становить 83%. Значення капа-індексу становить 81%. 


Отже, виходячи з вищенаведеного можна зробити висновок, що після проведення 


кластеризації навчальної вибірки достовірність класифікування зросла, що засвідчує 


приріст показника загальної точності класифікації на 20% (з 63% до 83%) та приріст 


показника капа-індекс на 21% (з 60% до 81%). 


4.4. Рекомендації щодо впровадження розробленої методики 


При використанні розробленої методики класифікування об’єктів на аеро- та 


космічних зображеннях в умовах низької розділимості розпізнавальних ознак є низка 


рекомендацій для її ефективного застосування. Перш за все, процедура класифікування 


починається з вибору вхідних даних, який залежить від тематичної задачі та визначених 


класів. Наприклад, в п. 2.1.5 описано шаблони даних, які використовуються при 
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наступних задачах: класифікування лісів, водно-болотних угідь та урбанізованих або 


індустріальних територій. 


Однією зі складових розробленої методики класифікування є метод оцінювання 


розділимості навчальної вибірки. При цьому, розроблено та описано алгоритм 


розрахунку двох загальних індексів розділимості навчальної вибірки: один - на основі 


загальної точності класифікації (алгоритм розрахунку описано в п. 2.3.3.2), другий – на 


основі капа-індексу (алгоритм розрахунку описано в п. 2.3.3.3). Перший варіант 


простіший в розрахунку, проте не враховує дисбаланс навчальної вибірки. Другий 


варіант складніший  в розрахунку, що призведе до збільшення витрат обчислювальних 


ресурсів, але капа-індекс не є чутливим до дисбалансу навчальної вибірки, що є значною 


перевагою над першим індексом на основі загальнох точності класифікації. Таким 


чином, використання загального індексу розділимості на основі капа-індексу більш 


доцільне в тих випадках, коли є достатньо обчислювальних ресурсів та часу, а в 


протилежному випадку – використовуєтсья загальний індекс розділимості на основі 


загальної точності класифікації. 


Після вибору даних важливим є оцінити їхній обсяг на тлі наявних 


обчислювальних ресурсів. В тому випадку, якщо обсяг даних є надлишковим, то 


доцільним буде зменшення розмірності як куба геопросторових даних, так і 


відповідного набору навчальної вибірки. Такий варіант застосування розробленої 


методики класифікування описаний у п. 3.1 у вигляді способу зменшення розмірності 


навчальної вибірки. 


В тому випадку, якщо обсяг даних є обмеженим і не потребує зменшення 


розмірності, то більш доцільним є застосування способу кластеризації навчальної 


вибірки. Алгоритм даного способу детально описаний у п. 3.2. Також, при кластеризації 


навчальної вибірки треба обрати між методом формування навчальної вибірки з 


кластерів початкових класів (описано в п. 2.2.1) та методом формування навчальної 


вибірки з центрів кластерів початкових класів (описано в п. 2.2.2). Перший метод є 


доцільним тоді, коли обсяг навчальної вибірки не потребує скорочення, не є потрібним 
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відкидання псевдорепрезентів та є можливість провести не бінарне класифікування. 


Другий метод навпаки - є доцільним тоді, коли є необхідність зменшення обсягу 


навчальної вибірки та відкидання псевдорепрезентів. Також лише другий метод може 


використовуватися при бінарному класифікуванні, оскільки перший метод збільшує 


початкову кількість класів, а при використанні другого методу – їхня кількість 


залишається незмінною. 


Висновки до четвертого розділу 


1. В рамках дослідження ефективності розробленої методики проведено 


чотири експерименти. Два з них стосувалися задачі класифікування боліт, третій - 


розпізнавання мін, а четвертий – класифікування загальних типів земних покривів.  


2. До задачі класифікування боліт було окремо застосовано два способи 


розробленої методики – спосіб зменшення розмірності та спосіб кластеризації 


навчальної вибірки. В першому варіанті було застосовано надлишкову кількість даних 


при формуванні куба геопросторових даних, а в другому варіанті – обмежену кількість. 


Територією дослідження для даної задачі було обрано Шацький контрольно-


калібрувальний полігону ДЗЗ. В рамках задачі розпізнавання мін було проведено лише 


процедуру кластеризації навчальної вибірки. Територією дослідження для цієї задачі був 


спеціально підготовлений полігон. 


3. При застосуванні способу зменшення розмірності навчальної вибірки до 


задачі класифікування боліт використано часовий ряд, який містив спектральні канали 


космічних знімків Sentinel-2 за три дати, відповідні спектральні індекси та допоміжні 


геоморфологічні параметри, обчислені за ЦМР. Для даної задачі було обрано шість 


тематичних класів, а саме: болота, ліси, луки, водні об’єкти, штучні поверхні та інші 


землі. Для проведення класифікування використовувався метод контрольованого 


класифікування відстань Махаланобіса. Після застосування методики до вхідного 


набору даних вдалось скоротити його розмірність зі 167 до 57 шарів, тобто розмірність 


зменшилася у 2.92 рази. Також одночасно було підвищено достовірність класифікування 
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з використанням отриманого набору даних відносно початкового набору. Це демонструє 


підвищення на 2% показників загальної точності з 91% до 93% та капа-індексу на 2% з 


87% до 89%. 


4. При застосуванні способу кластеризації навчальної вибірки до задачі 


класифікування боліт використано лише спектральні канали одного космічного знімку 


Sentinel-2 без використання даних з додаткових джерел. Для даної задачі обрано 


аналогічні шість тематичних класів, як і для попереднього експерименту. Для 


проведення класифікування також використовувався метод контрольованого 


класифікування відстань Махаланобіса. Для кластеризації навчальної вибірки було 


застосовано метод формування навчальної вибірки з кластерів початкових класів з 


використанням методу неконтрольованого класифікування К-Середніх. Після 


застосування методики до навчальної вибірки її було застосовано при класифікуванні, 


що призвело до підвищення достовірності класифікування з використанням отриманого 


набору даних відносно початкового набору. Що засвідчує підвищення показників 


загальної точності на 4% (з 77% до 81%) та капа-індексу на 5% (з 66% до 71%). 


5. При застосуванні способу кластеризації навчальної вибірки до задач 


розпізнавання мін було використано дані багатоспектральної зйомки, отримані з легкого 


квадрокоптера DJI Phantom 4 Multispectral. Було проведено бінарне класифікування, де 


об’єктом були міни, а фоном - розріджена та пригнічена рослинність, під якою міни 


відсутні. Методом контрольованого класифікування обрано логістичну регресію. 


Методом неконтрольованого класифікування обрано К-Середніх. Для формування 


вибірки було застосовано метод формування навчальної вибірки з центрів кластерів 


початкових класів. Після проведення класифікування до та після застосування 


розробленої методики кожну з отриманих класифікацій за допомогою коефіцієнта 


кореляції Пірсона порівняно з еталонною картою, де відмічені всі наявні міни. Таким 


чином, було зафіксовано підвищення значення даного коефіцієнта після застосування 


методики на 0.28 (з 0.54 до 0.82). Це свідчить про підвищення достовірності 


класифікування. 
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6. При застосуванні способу кластеризації навчальної вибірки до задачі 


класифікування загальних типів земного покриву використано спектральні канали 


одного космічного знімку Landsat-OLI8 та чотири додаткових растрові шари. Для даної 


задачі обрано наступі шість тематичних класів: штучні поверхні, сільськогосподарські 


угіддя, луки, ліси, водні об’єкти та інші землі. Для проведення класифікування 


використовувався метод контрольованого класифікування максимальна 


правдоподібність. Для кластеризації навчальної вибірки було застосовано метод 


формування навчальної вибірки з кластерів початкових класів з використанням методу 


неконтрольованого класифікування К-Середніх. Після застосування методики до 


навчальної вибірки її було застосовано при класифікуванні, що призвело до підвищення 


достовірності класифікування з використанням отриманого набору даних відносно 


початкового набору. Що засвідчує підвищення показників загальної точності на 20% (з 


63% до 83%) та капа-індексу на 21% (з 60% до 81%). 


7. Надано рекомендації щодо застосування розробленої методики. Вказано на 


відмінності між різними індексами розділимості та те, як дані відмінності впливають на 


вибір того чи іншого індекса. Описано умови, при яких більш доцільним є кластеризація 


навчальної вибірки або зменшення розмірності навчальної вибірки. Також, при 


застосуванні кластеризації навчальної вибірки вказано, як обрати між методом 


формування навчальної вибірки з кластерів початкових класів та методом формування 


навчальної вибірки з центрів кластерів початкових класів. 
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ВИСНОВКИ 


 


1. Розглянуто роль та місце процедури класифікування в задачах ДЗЗ. 


Проведено аналіз методів класифікування об’єктів на аеро- та космічних зображеннях. 


Розглянуто наступні методи: неконтрольовані, контрольовані, напівконтрольовані та 


навчання з підкріпленням. Обґрунтовано, що для більшості тематичних задач ДЗЗ 


доцільним є використання саме контрольованих методів класифікування, адже вони 


дозволяють задати ознаки вихідних класів у вигляді набору навчальної вибірки. 


2. Проаналізовано властивості набору навчальної вибірки. Виділено такі 


властивості, як повнота, рівномірність, чистота, протиріччя, компактність, складність та 


розмірність. Проведено аналіз підходів до обробки навчальної вибірки. Показано, що 


спільним недоліком розглянутих підходів є те, що вони не враховують фактор 


розділимості навчальної вибірки.  


3. Сформульовано наукове завдання – розробити методику класифікування 


об’єктів на аеро- та космічних зображеннях, яка націлена на підвищення розділимості 


їхніх розпізнавальних ознак. Наведено критерії для оцінки підвищення достовірності 


класифікування, а саме: загальна точність класифікації та капа-індекс. Для виконання 


поставленого наукового завдання визначено та представлено низку часткових наукових 


завдань.  


4. Запропоновано форму представлення даних, які отримуються з аеро- та 


космічних зображень, їхніх похідних та інших джерел, у вигляді куба геопросторових 


даних. Розглянуто джерела отримання геопросторових даних. Представлено шаблони 


даних для таких тематичних задач, як класифікування лісів, водно-болотних угідь та 


урбанізованих або індустріальних територій. 


5. Розроблено два методи кластеризації навчальної вибірки на основі 


центроїдних методів неконтрольованого класифікування, а саме: 1) метод формування 


навчальної вибірки з кластерів початкових класів; 2) метод формування навчальної 


вибірки з центрів кластерів початкових класів. 
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6. Розроблено метод оцінювання розділимості навчальної вибірки. В п. 2.3 


детально описано алгоритм оцінювання розділимості як двох окремих класів навчальної 


вибірки, так і всього набору в цілому. Оцінювання розділимості двох класів навчальної 


вибірки базується на розрахунку середнього арифметичного показників чутливості та 


специфічності. Оцінювання розділимості всього набору навчальної вибірки виконується 


на основі або показника загальної точності класифікації, або капа-індексу. 


7. Розроблені та представлені в другому розділі принципи формування куба 


геопросторових даних, методи кластеризації навчальної вибірки та метод оцінювання 


розділимості навчальної вибірки поєднано в методику класифікування об’єктів на аеро- 


та космічних зображеннях в умовах низької розділимості розпізнавальних ознак, яка має 


дві гілки застосування: спосіб зменшення розмірності навчальної вибірки, спосіб 


кластеризації навчальної вибірки. Вибір способу залежить від об’єму даних. 


8. Розроблено спосіб зменшення розмірності навчальної вибірки, який полягає 


в зменшенні розмірності вхідного куба геопросторових даних, що, в свою чергу, 


зменшує розмірність і набору навчальної вибірки. Окрім зменшення розмірності, метою 


даного способу є підвищення розділимості навчальної вибірки. Детально описано 


алгоритм даного способу. Принципи формування куба геопросторових даних 


сформульовано в п. 2.1.  


9. Розроблено спосіб кластеризації навчальної вибірки. Метою даного способу 


є підвищення розділимості навчальної вибірки. Детально описано алгоритм даного 


способу. Для кластеризації навчальної вибірки використано методи, що описані в п. 2.2.  


10. Проведено експериментальне дослідження ефективності застосування 


способу кластеризації навчальної вибірки та способу зменшення розмірності навчальної 


вибірки, які є складовими розробленої методики класифікування об’єктів на аеро- та 


космічних зображеннях в умовах низької розділимості розпізнавальних ознак. 


Експерименти проведено для трьох задач: класифікування боліт, розпізнавання мін та 


класифікування загальних типів земного покриву. Для задачі класифікування боліт 


проведено два експерименти, в кожному застосовано один зі способів. Для способу 
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кластеризації навчальної вибірки було використано лише спектральні канали одного 


космічного зображення Sentinel-2. Для способу зменшення розмірності навчальної 


вибірки використано спектральні канали трьох космічних зображень Sentinel-2 та 


додаткові дані. При застосуванні способу зменшення розмірності навчальної вибірки  


зафіксовано зменшення розмірності з 167 до 57 шарів (зменшилася у 2.92 рази).  


Підвищення достовірності класифікування з використанням способу зменшення 


розмірності навчальної вибірки засвідчено підвищенням на 2% показників загальної 


точності з 91% до 93% та капа-індексу на 2% з 87% до 89%. При застосуванні до даної 


задачі способу кластеризації навчальної вибірки підвищення достовірності 


класифікування продемонстровано підвищенням показників загальної точності на 4% з 


77% до 81% та капа-індексу на 5% з 66% до 71%. 


Для задачі розпізнавання мін було проведено один експеримент із застосуванням 


способу кластеризації навчальної вибірки. Було використано дані багатоспектральної 


зйомки, отримані з легкого квадрокоптера DJI Phantom 4 Multispectral. Після проведення 


класифікування до та після застосування розробленого способу кожну з отриманих 


класифікацій за допомогою коефіцієнта кореляції Пірсона порівняно з еталонною 


картою, де відмічені всі наявні міни. Таким чином, було зафіксовано підвищення 


значення даного коефіцієнта після застосування методики на 0.28 (з 0.54 до 0.82). Це 


свідчить про підвищення достовірності класифікування. 


При застосуванні способу кластеризації навчальної вибірки для задачі 


класифікування загальних типів земного покриву проведено експеримент із 


застосуванням способу кластеризації навчальної вибірки використано спектральні 


канали одного космічного знімку Landsat-OLI8 та чотири додаткових растрові шари. 


Після застосування методики до навчальної вибірки її було застосовано при 


класифікуванні, що призвело до підвищення достовірності класифікування з 


використанням отриманого набору даних відносно початкового набору. Що 


засвідчується підвищенням показників загальної точності на 20% (з 63% до 83%) та 


капа-індексу на 21% (з 60% до 81%). 
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11. Надано рекомендації щодо застосування розробленої методики. Описано 


умови, при яких більш доцільним є спосіб кластеризації навчальної вибірки або спосіб 


зменшення розмірності навчальної вибірки. Також, при застосуванні кластеризації 


навчальної вибірки вказано, як обрати між методом формування навчальної вибірки з 


кластерів початкових класів та методом формування навчальної вибірки з центрів 


кластерів початкових класів 
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Додаток А 


Приклади шаблонів набору геопросторових даних для тематичних задач 


класифікації об’єктів 


Таблиця А.1.  


Параметри, що використовуються при класифікації об’єктів 


Група 
Парамет


р 
Опис Формула Тип Джерело геоданих 


Спек-


тральні 


величини 


ρB 


коефіцієнт відбиття 


у блакитному 


діапазоні 


 


Дина-


мічний 


 


Оптичні багато та 


гіпер-сепктральні 


зображення 


супутників та БПЛА 


 


ρG 


коефіцієнт відбиття 


у зеленому 


діапазоні 


ρR 


коефіцієнт відбиття 


у червоному 


діапазоні 


ρREP 


коефіцієнт відбиття 


у позиції червоного 


краю 


ρNIR 


коефіцієнт відбиття 


у ближньому 


інфрачервоному 


діапазоні 


ρSWIR 


коефіцієнт відбиття 


у 


короткохвильовому 


діапазоні 


ρTIR 


коефіцієнт відбиття 


у тепловому 


діапазоні 


σ0
VV 


коефіцієнт 


зворотного 


розсіювання у 


діапазонах x, c або 


l  з поляризацією 


VV  


Зображення радарів 


із синтезованою 


апертурою  


σ0
VH коефіцієнт 


зворотного 


розсіювання у 


діапазонах x, c або 


l  з поляризацією 


VH 


σ0
HH коефіцієнт 


зворотного 


розсіювання у 


діапазонах x, c або 


l  з поляризацією 


HH 
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σ0
HV коефіцієнт 


зворотного 


розсіювання у 


діапазонах x, c або 


l  з поляризацією 


HV 


  


Радарні 


індекси  


SRVH/VV Просте відношення  VH/VV 


Дина-


мічний 


Зображення радарів 


із синтезованою 


апертурою 


SRVV/VH Просте відношення VV/VH 


DVV-VH Різниця 


поляризацій 


VV-VH 


Mean  (VV+VH)/2 


RVIDual Radar vegetation 


index (dual 


polarized) Sentinel 


adapted 


RVI=(4*VH)/(VH+VV) 


RVIFull Radar vegetation 


index (full 


polarized) 


RVI=(8*HV)/ 


(HH+VV+HV) 


RFDI Radar Forest 


Degradation index 


RFDI=(HH-


HV)/(HH+HV) 


DSPVI Dual Polarization 


SAR Vegetation 


Index 


DSPVI=(σ VV0+ σ 


VH0)/σ VV0 


RDPI Relative difference 


polarization index 
RDPI=


0


VV


0


VH


0


VH








+
 


Спек-


тральні 


індекси1 


NDBI 


Normalized 


difference built-up 


index 


NDBI=(ρSWIR1-


ρNIR)/(ρSWIR1+ρNIR) 


Дина-


мічний 


Оптичні багато та 


гіпер-сепктральні 


зображення  


UI Urban Index  UI= (ρSWIR2-


ρNIR)/(ρSWIR2+ρNIR) 


NBI New built-up index NBI= ρRED* ρSWIR1/ ρNIR 


BRBA Band ratio for built-


up area  
NBAI Normalized built-up 


area index  


MBI Modified built-up 


index  


BAEI Built-up area 


extraction index   


NDBaI Normalized 


Difference Bareness 


Index 
 


 


EBBI Enhanced built-Up 


and bareness index  


NDSINIR Normalized 


Difference Soil 


Index 


 


 
1 У таблиці не наводиться повний набір індексів нормалізованої різниці, а лише найбільш вживані спектральні індекси 
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NDSIG Normalized 


Difference Soil 


Index 


 


MNDSI Modified normalized 


difference soil index 
MNDSI=(SWIR2−PAN


)/(SWIR2+PAN) 


BSI Bare soil index 
 


SAVI Soil Adjusted 


Vegetation Index  


TSAVI Transformed soil 


adjusted vegetation 


index 


 


MSAVI Modified soil-


adjusted vegetation 


index 
 


OSAVI Optimized Soil 


Adjusted Vegetation 


Index 


 


NDWI Normalized 


Difference Water 


Index  


MNDWI Modified normalized 


difference water 


index 
 


LSWI Land Surface Water 


Index  
NDVI Normalized 


Difference 


Vegetation Index 


 


EVI Enhanced Vegetation 


Index  
GNDVI Green Normalized 


Difference 


Vegetation Index 


 
 


 GCC Green Chromatic 


Coordinate 
 


 


TCB Tasseled Cap 


Brightness  
 


TCG Tasseled Cap 


Greenness 
 


 


TCW Tasseled Cap 


Wetness 
0.0315⋅B 


+0.2021⋅G+0.3102⋅R+ 


0.1594⋅NIR - 0.6806 


⋅SWIR1 


- 0.6109 ⋅ SWIR2 


 


Топографі


чні 


параметри 


h 
Висота над рівнем 


моря 


 Статичний  ЦМР Slope Похил місцевості 


Aspect Експозиція 


місцевості 


Біофізичні 


параметри 
LAI 


Індекс листкової 


поверхні 
 


Дина-


мічний 
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B Біомасса   Оптичні багато-


сепктральні та 


радарні  зображення  


NPP Чиста первинна 


продуктивність  


Оптичні багато-


сепктральні 


зображення GPP Валова первинна 


продуктивність  


SSM Вологість 


приповерхневого 


шару ґрунту 


Оптичні багато-


сепктральні та 


радарні зображення 


LST Температура земної 


поверхні 


Оптичні багато-


сепктральні 


зображення 


Фенологіч


ні 


метрики 


SOS 


Початок 


вегетаційного 


періоду 


 
Дина-


мічний 


Оптичні багато-


сепктральні 


зображення 


EOS Закінчення 


вегетаційного 


періоду 


Max  Пік вегетації 


GSL Тривалість 


вегетаційного 


періоду 


Amplitude Амплітуда 


вегетаційного 


періоду 


Текстурні 


метрики  


 Контраст Метод матриці 


суміжності Gray-Level 


Co-occurrence Matrix 


(GLCM) 


Статичний  


Оптичні багато-


сепктральні та 


радарні зображення 


 Середнє значення 


 Ентропію 


 Кореляція 
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Таблиця А.2. 


Шаблон набору геопросторових даних для класифікації лісів 


Група Параметр Період зйомки Геодані  


Спектральні 


величини 


ρB 


Вегетаційний 


період 


Landsat OLI 


Sentinel-2 MSI 
ρG 


ρR 


ρREP Sentinel-2 MSI 


ρNIR Landsat OLI 


Sentinel-2 MSI ρSWIR 


ρTIR Landsat OLI 


σ0
VV 


Sentinel-1 SAR 
σ0


VH 


Індекси 


SRVH/VV 


Sentinel-1 SAR 


SRVV/VH 


DVV-VH 


RVIDual 


DSPVI 


RDPI 


NDVI Landsat OLI 


Sentinel-2 MSI EVI 


Топографічні 


параметри 


h  SRTM, Aster GDEM, 


ALOS DEM Slope 


Aspect 


Біофізичні 


параметри 


LAI 


Вегетаційний 


період 


Landsat OLI 


Sentinel-2 MSI, Sentinel-


3, Proba-V 


B  


NPP Terra/Aqua MODIS, 


Proba-V GPP 


Фенологічні 


метрики 


SOS Рік та більше Terra/Aqua MODIS, 


Sentinel 3, Proba-V EOS 


Max  


GSL 


Amplitude 
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Таблиця А.3. 


Шаблон набору геопросторових даних для класифікації болот 


Група Параметр Період зйомки Геодані  


Спектральні величини 


ρB 


Вегетаційний період 


Весняний паводок 


 


Landsat OLI 


Sentinel-2 MSI 
ρG 


ρR 


ρREP Sentinel-2 MSI 


ρNIR Landsat OLI 


Sentinel-2 MSI ρSWIR 


ρTIR Landsat OLI 


σ0
VV 


Sentinel-1 SAR 
σ0


VH 


Індекси 


SRVH/VV 


Sentinel-1 SAR 
SRVV/VH 


DVV-VH 


RVIDual 


NDWI 


Landsat OLI 


Sentinel-2 MSI 


MNDWI 


LSWI 


NDVI 


EVI 


GNDVI 


GCC 


TCB 


TCG 


TCW 


Топографічні 


параметри 


h  SRTM, Aster 


GDEM, 


ALOS DEM 


Slope 


Aspect 


Біофізичні параметри LAI  Landsat OLI 


Sentinel-2 MSI 


Sentinel 1 SAR 
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Таблиця А.4. 


Шаблон набору геопросторових даних для класифікації урбанізованих та 


індустріальних територій 


Група Параметр Період зйомки Геодані  


Спектральні величини 


ρB 


Вегетаційний період 


Період без рослинності 


Landsat OLI 


Sentinel-2 MSI 
ρG 


ρR 


ρREP Sentinel-2 MSI 


ρNIR Landsat OLI 


Sentinel-2 MSI ρSWIR 


ρTIR Landsat OLI 


σ0
VV 


Sentinel-1 SAR 
σ0


VH 


Індекси 


SRVH/VV 


Sentinel-1 SAR 
SRVV/VH 


DVV-VH 


Mean 


NDBI 


Landsat OLI 


Sentinel-2 MSI 


UI 


NBI 


BRBA 


NBAI 


MBI 


BAEI 


NDBaI 


EBBI 


NDSINIR 


NDSIG 


MNDSI 


BSI 


SAVI 


TSAVI 


MSAVI 


OSAVI 


Топографічні 


параметри 


H SRTM, Aster 


GDEM, 


ALOS DEM 


Slope 


Aspect 


Текстурні параметри Контраст 


Landsat OLI 


Sentinel-2 MSI 


Sentinel-1 SAR 


Середнє 


значення 


Ентропію 


Кореляція 
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Додаток Б 


Наукові праці, опубліковані за темою дисертаційного дослідження 


 


Публікації у монографіях 


Б1. Popov, M., Stankevich, S., Kozlova, A., Piestova, I., Lubskiy, M., Titarenko, O., 


Svideniuk, M., Andreiev, A., Lysenko, A., & Singh, S. K. (2021). Long-Term Satellite Data 


Time Series Analysis for Land Degradation Mapping to Support Sustainable Land 


Management in Ukraine. Geo-Intelligence for Sustainable Development, 165–189. 


https://doi.org/10.1007/978-981-16-4768-0_11 (Особистий внесок: розробка методики 


класифікування; розробка програмного забезпечення для класифікування та об’єднання 


різночасових супутникових даних; проведення класифікування та отримання 


класифікацій) 


Б2. Stankevich, S. А., Zaitseva, E., Kozlova, A., & Andreiev, A. (2023). Wildfire risk 
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https://doi.org/10.1007/978-3-031-40997-4_9 (Особистий внесок: розробка програмного 


забезпечення для завантаження супутникових даних) 
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Б4. Андреєв, А. А. (2023). Методика класифікування об’єктів на аеро- та 


космічних зображеннях в умовах низької розділимості розпізнавальних ознак. 
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Додаток В 


Акти впроваджень результатів дисертаційного дослідження 


 


В.1. Акт впровадження результатів у діяльність Держаної служби України з 


надзвичайних ситуацій 
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В.2. Акт впровадження результатів наукових досліджень у навчальному процесі 


Національному університеті біоресурсів і природокористування України 
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